
1 
 

 

ΕΘΝΙΚΟ ΜΕΤΣΟΒΙΟ ΠΟΛΥΤΕΧΝΕΙΟ                                                                                            
ΣΧΟΛΗ ΠΟΛΙΤΙΚΩΝ ΜΗΧΑΝΙΚΩΝ                                                                                        

ΤΟΜΕΑΣ ΜΕΤΑΦΟΡΩΝ ΚΑΙ ΣΥΓΚΟΙΝΩΝΙΑΚΗΣ ΥΠΟΔΟΜΗΣ 

 

      Διπλωματική εργασία  

      Εκτίμηση κατανάλωσης καυσίμου κατά την αναζήτηση θέσης 
στάθμευσης 

 

Επιβλέπουσα καθηγήτρια: Ελένη Ι. Βλαχογιάννη,                                     
Καθηγήτρια Σχολής Πολιτικών Μηχανικών ΕΜΠ 

 

ΣΚΙΑΔΟΠΟΥΛΟΥ ΑΡΓΥΡΩ 

Αθήνα, Ιούλιος 2026 



2 
 

ΕΥΧΑΡΙΣΤΙΕΣ 

 

Η ολοκλήρωση της παρούσας διπλωματικής εργασίας σηματοδοτεί το τέλος του προπτυχιακού κύκλου 
σπουδών μου στη Σχολή Πολιτικών Μηχανικών του Εθνικού Μετσόβιου Πολυτεχνείου. Μια πορεία 
με απαιτήσεις που εμπλούτισε τις γνώσεις μου στο αντικείμενο του Συγκοινωνιολόγου Μηχανικού και 
μου άνοιξε νέους ορίζοντες για το μέλλον.  

Αρχικά, θα ήθελα να ευχαριστήσω θερμά την κα. Ελένη Ι. Βλαχογιάννη, Καθηγήτρια της Σχολής 
Πολιτικών Μηχανικών Ε.Μ.Π., για την εμπιστοσύνη που μου έδειξε με την ανάθεση ενός τόσο 
ενδιαφέροντος και απαιτητικού θέματος διπλωματικής εργασίας, αλλά και για τα πολύτιμα γνωστικά 
εφόδια που μου παρείχε κατά τη διάρκεια των σπουδών μου. 

Ένα μεγάλο ευχαριστώ οφείλω στην κα. Κατερίνα Βακρινού, Υποψήφια Διδάκτορα του Ε.Μ.Π., για 
την αμέριστη καθοδήγηση και την πολύτιμη συνδρομή της σε κάθε στάδιο εκπόνησης της εργασίας. Η 
γνώση της, η υπομονή της και οι εποικοδομητικές συμβουλές της αποτέλεσαν για μένα καθοριστικό 
στήριγμα. 

Σε αυτό το σημείο θα ήθελα να εκφράσω την ευγνωμοσύνη μου στην οικογένειά μου, στην οποία 
αφιερώνω και τη διπλωματική εργασία: στους γονείς μου, Δημήτρη και Πέγκυ, και στον αδερφό μου, 
Μιχάλη, που στάθηκαν δίπλα μου σε κάθε δυσκολία και με ενθάρρυναν συνεχώς. 

Τέλος, θα ήθελα να ευχαριστήσω θερμά τους φίλους μου για τη στήριξη, την κατανόηση και τις 
αξέχαστες στιγμές που μοιραστήκαμε καθ’ όλη τη διάρκεια αυτής της πορείας. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

                                                                                     Αθήνα, Ιούλιος 2026 Αργυρώ Σκιαδοπούλου 

 



3 
 

Εκτίμηση κατανάλωσης καυσίμου κατά την αναζήτηση θέσης στάθμευσης 

Συγγραφέας: Αργυρώ Σκιαδοπούλου 

Επιβλέπουσα Καθηγήτρια: Ελένη Ι. Βλαχογιάννη 

Σύνοψη 

Η εύρεση θέσης στάθμευσης σε αστικές περιοχές αποτελεί καθημερινή πρόκληση για τους οδηγούς 
παγκοσμίως. Η παρούσα διπλωματική εργασία επικεντρώνεται στην ανάπτυξη μοντέλων εκτίμησης 
της κατανάλωσης καυσίμου που σχετίζεται με την αναζήτηση θέσης στάθμευσης στα κέντρα των 
πόλεων. Η έρευνα εστιάζεται στη σχέση μεταξύ της διαδικασίας αναζήτησης στάθμευσης και της 
κατανάλωσης καυσίμου, προσδιορίζοντας τους βασικούς παράγοντες που την επηρεάζουν. 
Χρησιμοποιώντας δεδομένα που συλλέχθηκαν από συστήματα Παγκόσμιου Εντοπισμού Θέσης 
(Global Positioning System - GPS) και Διαγνωστικά Εντός Οχήματος (On-Board Diagnostics - OBD), 
εφαρμόζονται μοντέλα μηχανικής μάθησης για την εκτίμηση της κατανάλωσης καυσίμου βάσει 
παραμέτρων, όπως η απόσταση, η διάρκεια αναζήτησης και η μέση ταχύτητα. Η μεθοδολογία 
περιλαμβάνει την επεξεργασία των δεδομένων και την ανάπτυξη διαφορετικών μοντέλων 
παλινδρόμησης, με τη χρήση διασταυρούμενης επικύρωσης και πλέγματος αναζήτησης (Grid Search) 
για τη βέλτιστη επιλογή υπερπαραμέτρων. Η αξιολόγηση της επιρροής των παραγόντων στην εκτίμηση 
της κατανάλωσης καυσίμου πραγματοποιείται μέσω του υπολογισμού των τιμών SHapley (SHapley 
Additive exPlanations - SHAP), μια μεθόδου που ερμηνεύει τα αποτελέσματα μοντέλων μηχανικής 
μάθησης. Τα αποτελέσματα δείχνουν ότι το Voting Regressor, το οποίο συνδυάζει τις προβλέψεις των 
μοντέλων Random Forest, Gradient Boosting και XGBoost, παρουσίασε την βέλτιστη απόδοση. Η 
ανάλυση έδειξε ότι η απόσταση αναζήτησης στάθμευσης αποτελεί τον σημαντικότερο παράγοντα που 
επηρεάζει την κατανάλωση καυσίμου, ενώ η διάρκεια αναζήτησης έχει μικρότερη αλλά υπολογίσιμη 
συνεισφορά. Τα ευρήματα αυτά αναδεικνύουν τη σημασία της ανάπτυξης έξυπνων συστημάτων 
διαχείρισης στάθμευσης και καθοδήγησης των οδηγών με στόχο τη μείωση της απόστασης που 
διανύεται κατά την αναζήτηση στάθμευσης, συμβάλλοντας ουσιαστικά στη μείωση της συνολικής 
κατανάλωσης καυσίμου, στη μείωση των εκπομπών ρύπων και στη βελτίωση των συνθηκών 
κυκλοφορίας στις αστικές περιοχές. Τα αποτελέσματα, συνεπώς, μπορούν να οδηγήσουν στη 
βελτιστοποίηση των μοντέλων πρόβλεψης και στην ανάπτυξη αποδοτικών στρατηγικών διαχείρισης 
καυσίμου, μειώνοντας την άσκοπη κατανάλωση ενέργειας κατά την αναζήτηση στάθμευσης. 

Λέξεις κλειδιά: Κατανάλωση Καυσίμου, Στάθμευση, Αστικά δίκτυα, Συλλογικά δεδομένα, Mοντέλα 
μηχανικής μάθησης  
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Estimation of fuel consumption while searching for parking 
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Abstract 

Finding a parking space in urban areas constitutes a daily challenge for drivers worldwide. The present 
thesis focuses on the development of fuel consumption estimation models related to the search for 
parking in city centers. The research centers on the relationship between the parking search process and 
fuel consumption, identifying the key factors that influence it. Using data collected from Global 
Positioning System (GPS) devices and On-Board Diagnostics (OBD), machine learning models are 
applied to estimate fuel consumption based on parameters such as distance, search duration, and average 
speed. The methodology includes data preprocessing and the development of various regression models, 
employing cross-validation and grid search for optimal hyperparameter selection. The influence of 
factors on fuel consumption estimation is evaluated through the computation of SHapley values 
(SHapley Additive exPlanations - SHAP), a method that interprets machine learning model outputs. 
The results indicate that the Voting Regressor, which combines predictions from the Random Forest, 
Gradient Boosting, and XGBoost models, demonstrated the best performance.The analysis revealed 
that the distance traveled during the search for parking is the most significant factor affecting fuel 
consumption, while search duration has a smaller but notable contribution. These findings highlight the 
importance of developing intelligent parking management and driver guidance systems aimed at 
reducing the distance traveled when searching for parking. This can substantially contribute to lowering 
overall fuel consumption, reducing pollutant emissions, and improving traffic conditions in urban areas. 
Therefore, the results can lead to the optimization of prediction models and the development of efficient 
fuel management strategies, minimizing unnecessary energy consumption during the parking search 
process.  

Keywords: Fuel Consumption, Parking, Urban Networks, Crowdsourced Data, Machine Learning 
Models 
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ΠΕΡΙΛΗΨΗ  

Η παρούσα διπλωματική εργασία επικεντρώνεται στην ανάλυση και εκτίμηση της κατανάλωσης 
καυσίμου που σχετίζεται με την αναζήτηση θέσης στάθμευσης σε αστικά κέντρα. Η εύρεση θέσης 
στάθμευσης αποτελεί ένα καθημερινό πρόβλημα για τους οδηγούς, το οποίο συμβάλλει στην αυξημένη 
κυκλοφοριακή συμφόρηση, στην ατμοσφαιρική ρύπανση και την επιπλέον κατανάλωση καυσίμου. 
Από τη βιβλιογραφική ανασκόπηση προέκυψε ότι η απόσταση και η διάρκεια αναζήτησης είναι οι πιο 
σημαντικοί παράγοντες που επηρεάζουν την κατανάλωση καυσίμου, αναδεικνύοντας την ανάγκη για 
αποδοτικά συστήματα διαχείρισης στάθμευσης. 

Στόχος της έρευνας είναι η κατανόηση των παραγόντων που επηρεάζουν την κατανάλωση καυσίμου 
κατά την αναζήτηση στάθμευσης και η ανάπτυξη προγνωστικών μοντέλων που θα βοηθήσουν στη 
μείωση της κατανάλωσης και των περιβαλλοντικών επιπτώσεων. Για την επίτευξη αυτών των στόχων, 
συλλέχθηκαν δεδομένα από συστήματα GPS και OBD (On-Board Diagnostics), τα οποία καταγράφουν 
παραμέτρους οδήγησης όπως η απόσταση, η διάρκεια αναζήτησης και η μέση ταχύτητα, μέσω της 
εφαρμογής OSeven Telematics. Η ανάλυση πραγματοποιήθηκε με μοντέλα μηχανικής μάθησης. 

Η μεθοδολογία της έρευνας περιλαμβάνει τη διαδικασία συλλογής, επεξεργασίας και καθαρισμού 
δεδομένων, την ανάπτυξη και εκπαίδευση μοντέλων μηχανικής μάθησης, καθώς και την αξιολόγηση 
της απόδοσής τους. Με συγκριτική αξιολόγηση, το Voting Regressor, το οποίο συνδυάζει τα μοντέλα 
Random Forest, Gradient Boosting και XGBoost, παρουσίασε την καλύτερη απόδοση στις βασικές 
μετρικές (RMSE, R², MAE, MSE). Αν και το XGBoost διακρίθηκε για την ικανότητά του να 
διαχειρίζεται μεγάλες ποσότητες δεδομένων με υψηλή ακρίβεια, η συνδυαστική προσέγγιση του Voting 
Regressor προσέφερε ακόμα καλύτερα αποτελέσματα. 

Η ανάλυση των τιμών SHAP (SHapley Additive exPlanations) που εφαρμόστηκε στο καλύτερο 
μοντέλο (Voting Regressor) ανέδειξε την απόσταση αναζήτησης στάθμευσης ως τον σημαντικότερο 
παράγοντα που επηρεάζει την κατανάλωση καυσίμου, με τη διάρκεια αναζήτησης και τη μέση 
ταχύτητα να συνεισφέρουν σε μικρότερο βαθμό. Οι μεταβλητές αυτές αποδείχθηκαν καθοριστικές για 
την ακρίβεια των προβλέψεων, καθώς επέτρεψαν την κατανόηση του πότε και πόσο αυξάνεται η 
κατανάλωση κατά την αναζήτηση στάθμευσης, βελτιώνοντας την αξιοπιστία των εκτιμήσεων. 

Τα ευρήματα υπογραμμίζουν τη σημασία ανάπτυξης στρατηγικών που μειώνουν τον χρόνο και την 
απόσταση αναζήτησης, όπως έξυπνα συστήματα καθοδήγησης στάθμευσης και τεχνολογίες πρόβλεψης 
διαθεσιμότητας θέσεων. Μελλοντικές έρευνες μπορούν να επεκτείνουν αυτή τη μεθοδολογία με 
περισσότερα χαρακτηριστικά και βελτιστοποιημένες υπερπαραμέτρους για μεγαλύτερη ακρίβεια. Η 
συλλογή περισσότερων δεδομένων από διαφορετικούς τύπους οχημάτων και προφίλ οδήγησης θα 
ενισχύσει τη γενικευσιμότητα των μοντέλων, ενώ η ανάλυση κυκλοφοριακών και περιβαλλοντικών 
συνθηκών μπορεί να προσφέρει κρίσιμες πληροφορίες για τη μείωση της κατανάλωσης καυσίμου. 
Τέλος, η χρήση GPS υψηλής ανάλυσης σε συνδυασμό με αισθητήρες OBD και αλγορίθμους 
ανίχνευσης μοτίβων οδήγησης μπορεί να βελτιώσει τον προσδιορισμό του σημείου έναρξης της 
αναζήτησης, μειώνοντας τα σφάλματα στις εκτιμήσεις και συμβάλλοντας στην ανάπτυξη βιώσιμων 
λύσεων για τη διαχείριση της κυκλοφορίας και της ενεργειακής κατανάλωσης στις πόλεις. 
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Κεφάλαιο 1: ΕΙΣΑΓΩΓΗ  

1.1 Το Πρόβλημα της Στάθμευσης και της Κατανάλωσης Καυσίμου   

Η εύρεση χώρου στάθμευσης σε αστικά κέντρα είναι ένα καθημερινό πρόβλημα για τους οδηγούς σε 
όλο τον κόσμο. Η ταχεία τεχνολογική ανάπτυξη και η αύξηση του πληθυσμού έχουν οδηγήσει σε 
αύξηση της ιδιοκτησίας ιδιωτικών αυτοκινήτων (Dowling et al., 2017). Καθημερινά κυκλοφορούν όλο 
και περισσότερα οχήματα, καθιστώντας την αναζήτηση θέσης στάθμευσης πιο δύσκολη για τους 
οδηγούς. Η αύξηση του αριθμού των αυτοκινήτων στους δρόμους έχει ως αποτέλεσμα την αυξημένη 
ανάγκη για θέσεις στάθμευσης. Στις περισσότερες μεγάλες πόλεις, η εξεύρεση χώρου στάθμευσης 
αποτελεί σοβαρό πρόβλημα, ειδικά στα κεντρικά σημεία δραστηριότητας. Η στάθμευση μπορεί να 
πραγματοποιηθεί, είτε στον δρόμο, είτε σε δημόσιους ή ιδιωτικούς χώρους στάθμευσης. Στις μεγάλες 
πόλεις, η στάθμευση στον δρόμο είναι συνήθως ελεγχόμενη και προορίζεται κυρίως για τους κατοίκους 
της περιοχής. Ωστόσο, κατά τη διάρκεια της ημέρας, ο αριθμός των αυτοκινήτων που σταθμεύουν 
υπερβαίνει συχνά την μέγιστη χωρητικότητα λόγω της παράνομης στάθμευσης (Arnott, 2006). 

Η αναζήτηση θέσης στάθμευσης, γνωστή ως "Cruising for Parking" στη διεθνή βιβλιογραφία, έχει 
αποτελέσει αντικείμενο ανησυχίας από την εποχή της μαζικής παραγωγής αυτοκινήτων. Οι συνέπειες 
της αναζήτησης στάθμευσης είναι πολλές και σημαντικές, επηρεάζοντας τόσο τους οδηγούς όσο και 
την κοινωνία γενικότερα. Οι επιπλέον χιλιομετρικές αποστάσεις που διανύουν τα οχήματα γύρω από 
τον τελικό προορισμό τους για να βρουν μια κοντινή θέση στάθμευσης προκαλούν κυκλοφοριακή 
συμφόρηση, ατμοσφαιρική ρύπανση, αυξημένη κατανάλωση καυσίμων, σπατάλη χρόνου και 
εκνευρισμό στους οδηγούς και τους συνεπιβάτες τους (Shoup, 2006). Η μεγάλη διάρκεια αναζήτησης 
στάθμευσης αυξάνει την πιθανότητα ατυχημάτων και μειώνει την οικονομική ανταγωνιστικότητα των 
περιοχών όπου η στάθμευση είναι ιδιαίτερα δύσκολη ή οι εναλλακτικές λύσεις στάθμευσης δεν είναι 
εύκολα προσβάσιμες (Arnott & Williams 2017). Η καθημερινή αναζήτηση θέσης στάθμευσης αυξάνει 
την κυκλοφοριακή ροή, επιβαρύνοντας το οδικό δίκτυο. Το επιπλέον αυτό ποσοστό δεν είναι ορατό, 
καθώς αποτελεί μέρος της συνολικής κυκλοφορίας (Shoup, 2006). Γι' αυτόν τον λόγο, πολλοί 
συγκοινωνιολόγοι αγνοούν το φαινόμενο της αναζήτησης στάθμευσης. Ωστόσο, υπάρχουν ερευνητές 
που έχουν μελετήσει αυτό το φαινόμενο και έχουν ανακαλύψει τρόπους για την αντιμετώπισή του. 

Ο Shoup (2006) συγκέντρωσε έρευνες για την αναζήτηση στάθμευσης που πραγματοποιήθηκαν από 
το 1927 έως το 2001 σε έντεκα πόλεις τεσσάρων ηπείρων. Οι έρευνες αυτές έδειξαν ότι ο χρόνος 
αναζήτησης θέσης κυμαίνεται μεταξύ 3,5 και 14 λεπτών, ενώ το ποσοστό των οχημάτων που αναζητούν 
θέση κυμαίνεται μεταξύ 8% και 74%. Αυτά τα αποτελέσματα τονίζουν τη σημασία των επιπτώσεων 
της αναζήτησης στάθμευσης, καθώς το ποσοστό των αυτοκινήτων που ψάχνουν θέση είναι ιδιαίτερα 
υψηλό και επιβαρύνει την κυκλοφορία. Ωστόσο, η εξαγωγή συμπερασμάτων σχετικά με το ακριβές 
ποσοστό και τον χρόνο αναζήτησης θέσης στάθμευσης δεν είναι εύκολη, καθώς οι έρευνες 
πραγματοποιήθηκαν σε συγκεκριμένες πόλεις με έντονη δυσκολία εύρεσης στάθμευσης. Επίσης, τα 
αποτελέσματα αυτά σχετίζονται με τις συνθήκες κυκλοφορίας και στάθμευσης που επικρατούσαν την 
εποχή των ερευνών. 

Οι πιο βιώσιμες λύσεις για τη διαχείριση του φαινομένου της στάθμευσης και των παρελκόμενων 
προβλημάτων του αυξημένου κυκλοφοριακού φόρτου επιτυγχάνονται μέσω της καλύτερης 
κατανόησης της συμπεριφοράς των οδηγών. Οι έρευνες για τη στάθμευση καλύπτουν τις διάφορες 
πτυχές του φαινομένου, διαρθρώνοντάς τις σε εμπειρικές έρευνες δημιουργίας προτύπων πρόβλεψης. 
Μέσω της στατιστικής ανάλυσης και της χρήσης ποσοτικών μεθόδων, αναδεικνύονται οι σημαντικές 
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πτυχές του φαινομένου, όπως η συμβολή του στην κυκλοφοριακή συμφόρηση, η κατανομή της ζήτησης 
ανά περιοχή δραστηριότητας και οι επιπτώσεις σε οικονομικά και περιβαλλοντικά θέματα. 

Τα πρότυπα πρόβλεψης χρόνου εύρεσης θέσης στάθμευσης βοηθούν στη δημιουργία στοχευμένων 
μέτρων αντιμετώπισης των προβλημάτων. Η συλλογή αξιόπιστων δεδομένων είναι κρίσιμη για τη 
δημιουργία αξιόπιστων ερευνών και τη διαμόρφωση αποτελεσματικών πολιτικών για τη διαχείριση της 
στάθμευσης και τη μείωση της κυκλοφοριακής συμφόρησης στις αστικές περιοχές. 

Η αναζήτηση θέσης στάθμευσης σε αστικές περιοχές συμβάλλει σημαντικά στην αύξηση της 
κατανάλωσης καυσίμου, καθώς οι οδηγοί συχνά διανύουν επιπλέον αποστάσεις και παραμένουν σε 
κυκλοφοριακή συμφόρηση. Αυτή η επιπλέον κατανάλωση καυσίμου έχει άμεσες οικονομικές 
συνέπειες για τους οδηγούς, αυξάνοντας το κόστος μετακίνησης και συμβάλλοντας στην 
περιβαλλοντική ρύπανση. 

Σύμφωνα με έρευνες, η αναζήτηση θέσης στάθμευσης μπορεί να οδηγήσει σε σημαντική αύξηση της 
κατανάλωσης καυσίμου. Ο χρόνος που αφιερώνεται στην αναζήτηση, οι κυκλικές ή σπειροειδείς 
διαδρομές γύρω από τον προορισμό και η αυξημένη κυκλοφοριακή συμφόρηση συντελούν στην 
άσκοπη κατανάλωση καυσίμου. Οι οδηγοί που περιφέρονται σε περιοχές με υψηλή ζήτηση στάθμευσης 
καίνε περισσότερο καύσιμο, αυξάνοντας έτσι τις εκπομπές ρύπων και επιβαρύνοντας το περιβάλλον. 

Η έρευνα των Van Ommeren et al. (2012) έδειξε ότι η κατανάλωση καυσίμου κατά την αναζήτηση 
θέσης στάθμευσης είναι σημαντική. Σύμφωνα με την έρευνα αυτή, η αναζήτηση θέσης στάθμευσης 
αυξάνει την κατανάλωση καυσίμου κατά περίπου 8% σε αστικές περιοχές. Η επιπλέον κατανάλωση 
οφείλεται στις χαμηλές ταχύτητες, τις στάσεις και τις εκκινήσεις των οχημάτων, καθώς και στις 
αυξημένες αποστάσεις που διανύονται κατά την αναζήτηση. 

Επιπλέον, οι οικονομικές επιπτώσεις της αυξημένης κατανάλωσης καυσίμου είναι αισθητές τόσο στους 
οδηγούς όσο και στις τοπικές κοινωνίες. Οι οδηγοί αντιμετωπίζουν αυξημένο κόστος καυσίμου, ενώ οι 
τοπικές κοινωνίες υφίστανται την επιβάρυνση της ατμοσφαιρικής ρύπανσης και της συμφόρησης. Οι 
επιπτώσεις αυτές καθιστούν απαραίτητη την ανάπτυξη στρατηγικών για τη μείωση της κατανάλωσης 
καυσίμου και τη βελτίωση των συνθηκών στάθμευσης. 

Οι πολιτικές διαχείρισης της στάθμευσης, όπως η ελεγχόμενη στάθμευση, οι ζώνες περιορισμένης 
κυκλοφορίας και η ενθάρρυνση της χρήσης δημόσιων συγκοινωνιών, μπορούν να συμβάλλουν στη 
μείωση της κατανάλωσης καυσίμου. Επιπλέον, η χρήση τεχνολογιών έξυπνης στάθμευσης, όπως οι 
εφαρμογές κινητών που κατευθύνουν τους οδηγούς σε διαθέσιμες θέσεις στάθμευσης, μπορεί να 
μειώσει τον χρόνο αναζήτησης και την κατανάλωση καυσίμου. 

Συμπερασματικά, η κατανάλωση καυσίμου κατά την αναζήτηση θέσης στάθμευσης αποτελεί 
σημαντικό πρόβλημα που επηρεάζει την οικονομία και το περιβάλλον. Η ανάπτυξη και εφαρμογή 
κατάλληλων πολιτικών και τεχνολογιών μπορεί να συμβάλλει στη μείωση της κατανάλωσης καυσίμου 
και στη βελτίωση των συνθηκών στάθμευσης στις αστικές περιοχές. 
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1.2 Σκοπός Διπλωματικής Εργασίας 

Ο σκοπός αυτής της διπλωματικής εργασίας είναι η ανάλυση και εκτίμηση της κατανάλωσης καυσίμου 
που συνδέεται με την αναζήτηση θέσης στάθμευσης σε αστικά οδικά δίκτυα. Η έρευνα στοχεύει στην 
κατανόηση των σχέσεων ανάμεσα στη διαδικασία της αναζήτησης και την κατανάλωση καυσίμου, 
καθώς και στον προσδιορισμό των βασικών παραγόντων που επηρεάζουν αυτή τη σχέση. Πιο 
συγκεκριμένα, οι ειδικότεροι στόχοι της έρευνας περιλαμβάνουν: 

1. Συλλογή και Ανάλυση Δεδομένων: Συλλογή δεδομένων από την αναζήτηση θέσης στάθμευσης μέσω 
συστημάτων GPS και OBD, ώστε να καταγραφούν οι παραμέτρους οδήγησης που επηρεάζουν την 
κατανάλωση καυσίμου. 

2. Εφαρμογή Μοντέλων Μηχανικής Μάθησης: Χρήση μοντέλων μηχανικής μάθησης για την εκτίμηση 
της κατανάλωσης καυσίμου βάσει παραμέτρων όπως η απόσταση, η διάρκεια της αναζήτησης και η 
μέση ταχύτητα. 

3. Αξιολόγηση Μοντέλων: Αξιολόγηση της ακρίβειας και της εφαρμοσιμότητας των μοντέλων μέσω 
στατιστικών μετρικών, για να προσδιοριστεί ποιο μοντέλο προσφέρει την καλύτερη πρόβλεψη 
κατανάλωσης καυσίμου. 

4. Επεξήγηση και Βελτίωση Μοντέλων: Ανάλυση της σημασίας των μεταβλητών που επηρεάζουν την 
κατανάλωση καυσίμου μέσω των τιμών SHAP, για την κατανόηση των σημαντικότερων παραγόντων 
και τη βελτίωση των προγνωστικών μοντέλων. 

Αυτή η έρευνα επιδιώκει να παρέχει εμπεριστατωμένες πληροφορίες για τη βελτίωση της διαχείρισης 
της στάθμευσης, με στόχο τη μείωση της κατανάλωσης καυσίμου και της περιβαλλοντικής 
επιβάρυνσης. Κατανοώντας τους παράγοντες που επηρεάζουν την κατανάλωση καυσίμου κατά την 
αναζήτηση θέσης στάθμευσης, μπορούν να αναπτυχθούν πιο αποδοτικές στρατηγικές και τεχνολογικές 
λύσεις για την αστική κινητικότητα. 

1.3 Δομή Διπλωματικής Εργασίας 

Στο πρώτο κεφάλαιο, παρέχεται μια γενική επισκόπηση του θέματος της διπλωματικής εργασίας. 
Παρουσιάζεται το πρόβλημα της στάθμευσης στις αστικές περιοχές, αναλύονται οι επιπτώσεις της 
αναζήτησης θέσης στάθμευσης, όπως η κυκλοφοριακή συμφόρηση και η κατανάλωση καυσίμου, και 
προσδιορίζονται οι στόχοι της έρευνας. Παρέχεται επίσης μια σύντομη αναφορά στη σχετική 
βιβλιογραφία που έχει εξεταστεί μέχρι σήμερα. Στο δεύτερο κεφάλαιο, παρουσιάζονται οι έρευνες που 
έχουν διεξαχθεί σχετικά με την αναζήτηση θέσης στάθμευσης και την κατανάλωση καυσίμου. 
Αναλύονται μελέτες που εξετάζουν την οδηγική συμπεριφορά σε θέματα στάθμευσης και οι μέθοδοι 
συλλογής δεδομένων. Επιπλέον, περιγράφονται τα μοντέλα πρόβλεψης για την εύρεση θέσης 
στάθμευσης και οι διαφορετικοί τρόποι ανάλυσης για την εκτίμηση κατανάλωσης καυσίμου. Το 
κεφάλαιο κλείνει με τη σύνοψη και την κριτική αξιολόγηση της βιβλιογραφίας. Στο τρίτο κεφάλαιο, 
περιγράφεται η μεθοδολογική προσέγγιση που ακολουθήθηκε για την εκπόνηση της παρούσας έρευνας. 
Αρχικά, παρουσιάζεται η διαδικασία συλλογής και επεξεργασίας των δεδομένων που 
χρησιμοποιήθηκαν για την ανάπτυξη του μοντέλου. Στη συνέχεια, αναλύεται λεπτομερώς η διαδικασία 
δημιουργίας του αλγορίθμου για την εκτίμηση της κατανάλωσης καυσίμου, καθώς και οι παραδοχές 
που έγιναν κατά την ανάπτυξή του. Η βάση δεδομένων συλλέχθηκε από την εφαρμογή της OSeven 
Telematics (www.oseven.io). Στο τέταρτο κεφάλαιο, παρουσιάζεται το θεωρητικό υπόβαθρο της 
έρευνας, αναλύονται οι βασικές έννοιες και οι μέθοδοι μηχανικής μάθησης, που χρησιμοποιήθηκαν 
στη μεθοδολογία της παρούσας εργασίας. Περιγράφονται επίσης οι τεχνικές διασταυρούμενης 
επικύρωσης και αναζήτησης πλέγματος για τη βελτιστοποίηση των μοντέλων. Καθώς και θεωρητικά 
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στοιχεία για τα δεδομένα που συλλέγονται μέσω συστημάτων GPS και OBD. Στο πέμπτο κεφάλαιο, 
παρουσιάζονται τα αποτελέσματα των πειραμάτων και η αξιολόγηση των μοντέλων πρόβλεψης 
κατανάλωσης καυσίμου. Αναλύεται η απόδοση διαφορετικών αλγορίθμων μηχανικής μάθησης, όπως 
Random Forest, Gradient Boosting, XGBoost και Voting Regressor, μέσω μετρικών όπως RMSE, 
MAE, MSE και R². Επιπλέον, γίνεται ερμηνεία των αποτελεσμάτων με τη χρήση SHAP values, ώστε 
να αναδειχθεί η σημασία των χαρακτηριστικών, όπως η απόσταση και η διάρκεια αναζήτησης 
στάθμευσης, στην κατανάλωση καυσίμου. Στο τελευταίο  κεφάλαιο, περιλαμβάνονται τα συνολικά 
συμπεράσματα που προκύπτουν από την ανάλυση των αποτελεσμάτων. Γίνεται σύνοψη των 
κυριότερων σημείων της έρευνας και παρουσιάζονται τα τελικά συμπεράσματα. Επιπλέον, γίνονται 
προτάσεις για την αξιοποίηση των αποτελεσμάτων και για περαιτέρω έρευνα, καθώς και προτάσεις για 
τη βελτίωση του υπάρχοντος μοντέλου. 
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Κεφάλαιο 2 :ΒΙΒΛΙΟΓΡΑΦΙΚΗ ΑΝΑΣΚΟΠΗΣΗ 
Αυτό το Κεφάλαιο αφορά την βιβλιογραφική ανασκόπηση της έρευνας για την εκτίμηση κατανάλωσης 
καυσίμου κατά την αναζήτηση θέσης στάθμευσης, με σκοπό την σύνδεση ερευνών που έγιναν 
ξεχωριστά για την μελέτη της αναζήτησης στάθμευσης επί της οδού και αντίστοιχα για την εκτίμηση 
κατανάλωσης καυσίμου των οχημάτων. Το παρόν Κεφάλαιο χωρίζεται σε δύο κύρια μέρη: Στο πρώτο, 
περιγράφονται εμπειρικές προσεγγίσεις για την αναζήτηση θέσης στάθμευσης και μοντέλα πρόβλεψης 
για την εύρεση κενής θέσης στάθμευσης επί της οδού. Στο δεύτερο περιγράφονται οι διαφορετικοί 
τρόποι προσέγγισης και ανάλυσης μοντέλων για την εκτίμηση κατανάλωσης καυσίμου. 

2.1 Αναζήτηση Θέσης Στάθμευσης 

2.1.1 Εμπειρικές Έρευνες 
Ο χώρος στάθμευσης διαδραματίζει σημαντικό ρόλο στο κυκλοφοριακό σύστημα, δεδομένου ότι όλα 
τα οχήματα χρειάζονται μια θέση να σταθμεύσουν, όταν δεν χρησιμοποιούνται για τη μεταφορά 
επιβατών. Η εύρεση κενής θέσης στάθμευσης αποτελεί μία σύγχρονη δυσκολία της πλειοψηφίας των 
οδηγών σε παγκόσμιο επίπεδο. Ο ολοένα και αυξανόμενος αριθμός των οχημάτων σε κυκλοφορία σε 
συνδυασμό με την έλλειψη διαθέσιμων θέσεων στάθμευσης επί της οδού δυσχεραίνουν το πρόβλημα 
των οδηγών (Arnott, 2017). Οι οδηγοί που ψάχνουν χώρο για να παρκάρουν σε ώρες αιχμής, έρχονται 
αντιμέτωποι με το πρόβλημα της κυκλοφοριακής συμφόρησης, ενώ συγχρόνως το εντείνουν. Το 
φαινόμενο αυτό συναντάται συχνά στην βιβλιογραφία με τον όρο “cruising for parking space” και 
αποτελεί κόστος χρόνου και καυσίμων για τους οδηγούς, γενεσιουργό αίτιο επιπλέον κυκλοφοριακής 
κίνησης. Παράλληλα με το πρόβλημα της κυκλοφοριακής συμφόρησης, η συχνή αναζήτηση θέσης 
στάθμευσης εντείνει το ήδη σοβαρό πρόβλημα της ατμοσφαιρικής ρύπανσης με την αύξηση των 
εκπομπών καυσαερίου, βλάπτοντας έτσι το περιβάλλον ( Kaplan & Bekhor 2011). 
 
Ο Shoup (2006) , από τους πρώτους επιστήμονες που ασχολήθηκαν με τη στάθμευση ως φαινόμενο, 
επικεντρώθηκε στην έρευνα για τη συμπεριφορά των οδηγών που αναζητούν κενές θέσεις στάθμευσης 
επί της οδού. Η έρευνά του συνοψίζει τα αποτελέσματα μιας συλλογής ερευνών για τον 
προαναφερθέντα όρο ‘cruising’, που διεξήχθησαν καθ' όλη τη διάρκεια του 20ού αιώνα. Οι έρευνες 
αυτές έδειξαν ότι, κατά μέσο όρο, το 20%-30% των οχημάτων σε πολυσύχναστες αστικές περιοχές 
αναζητούν χώρο στάθμευσης. Στόχος λοιπόν του Shoup, ήταν να σχεδιάσει ένα θεωρητικό μοντέλο για 
το πότε  οι οδηγοί επιλέγουν την αναζήτηση θέση στάθμευσης στον δρόμο ή το ιδιωτικό πάρκινγκ επί 
πληρωμή. Οι παράμετροι του μοντέλου ήταν το κόστος στάθμευσης επί της οδού, το κόστος 
στάθμευσης σε ιδιωτικό χώρο, η διάρκεια στάθμευσης, ο χαμένος χρόνος αναζητώντας θέση επί της 
οδού, η κατανάλωση καυσίμου διανύοντας επιπλέον αποστάσεις ώστε να εντοπιστεί κενή θέση, ο 
αριθμός των επιβαινόντων σε κάθε όχημα, καθώς επίσης και η αξία του χαμένου χρόνου για τους 
επιβάτες κάθε οχήματος. Ακόμη, θεωρήθηκε ότι ο χρόνος περπατήματος από τη θέση στάθμευσης έως 
τον τελικό προορισμό τόσο για την στάθμευση επί της οδού όσο και για την στάθμευση σε ιδιωτικό 
χώρο είναι ίδιος. Το συμπέρασμα που έβγαλε ο Shoup μέσα από την έρευνα του είναι ότι η στάθμευση 
επί της οδού δεν είναι πρακτικά δωρεάν, καθώς υπάρχει και το κόστος χρόνου και το κόστος 
κατανάλωσης καυσίμου κατά την αναζήτηση, ενώ ο χρόνος που χάνει ο οδηγός αναζητώντας θέση 
στάθμευσης θα μπορέσει να μειωθεί, εφόσον η πολιτεία θέσει το κόστος στάθμευσης επί της οδού ίσο 
με το κόμιστρο στάθμευσης σε κάποιο ιδιωτικό χώρο.  

Οι Jos N. van Ommeren et al. (2012) συνέλεξαν τα δεδομένα τους από την Ολλανδική Εθνική έρευνα 
ταξιδιών, παίρνοντας ένα τυχαίο δείγμα διαδρομών με αυτοκίνητο, για το χρονικό διάστημα 2005–
2007. Στόχος της μελέτης τους ήταν η πρόβλεψη του χρόνου αναζήτησης θέσης στάθμευσης από τον 
οδηγό του αυτοκινήτου, επικεντρωμένοι στις κυκλοφοριακές συνθήκες της Ολλανδίας. Τα 



16 
 

αποτελέσματα αυτής της εμπειρικής έρευνας κατέληξαν στο εξής: στο 30% των εξεταζόμενων 
διαδρομών οι οδηγοί των αυτοκινήτων αναζητούσαν χώρο στάθμευσης και ο μέσος  χρόνος 
στάθμευσης ανά διαδρομή ήταν τα 36s. Αυτό σημαίνει ότι, η μέση απώλεια λόγω του χρόνου 
αναζήτησης στάθμευσης είναι περιορισμένη, γεγονός που οφείλεται στην ολλανδική πολιτική της 
στάθμευσης επί πληρωμή. Η στάθμευση επί πληρωμή είναι μία συνηθισμένη επιλογή στις πόλεις της 
Ολλανδίας και το μέσο ωριαίο τέλος στάθμευσης επί της οδού είναι σχεδόν ταυτόσημο με το τέλος 
στάθμευσης εκτός οδού. Αποδείχθηκε ακόμη ότι, το πρόβλημα εύρεσης κενής θέσης στάθμευσης 
συνδέεται περισσότερο με δραστηριότητες ψυχαγωγίας, όπως για παράδειγμα τα ψώνια, από ό,τι με 
δραστηριότητες που σχετίζονται με την εργασία, ενώ παράλληλα τονίζεται ότι η αναζήτηση ελεύθερης 
θέσης στάθμευσης έχει μια διακριτή χωρική διακύμανση που σχετίζεται με το μέγεθος της πόλης, ή 
ακριβέστερα, με τον αριθμό των εισερχόμενων διαδρομών με αυτοκίνητο, η οποία αυτή συσχέτιση δεν 
είναι και τόσο ισχυρή. Συμπερασματικά, η έρευνα προτείνει τη δημιουργία συστημάτων ενημέρωσης 
διαθεσιμότητας θέσεων στάθμευσης σε μεγάλες αστικές περιοχές, με στόχο τη μείωση χρόνου 
αναζήτησης στάθμευσης των οδηγών. 

Σε έρευνα που εκπονήθηκε από τους Dowling et al.(2017) αντλήθηκαν δεδομένα από το Υπουργείο 
Μεταφορών του Σιάτλ και πιο συγκεκριμένα από τους επί πληρωμή έξυπνους μετρητές στάθμευσης 
στην οδό. Ακόμη, χρησιμοποιήθηκαν δεδομένα από την εταιρεία IDAX που αφορούσαν στο χρόνο της 
διαδρομής  και στον κυκλοφοριακό φόρτο για οδικές αρτηρίες στην πόλη του Σιάτλ, των Η.Π.Α. Με 
τη χρήση αυτών των δεδομένων, εκτιμήθηκαν οι παράμετροι ενός θεωρητικού μοντέλου δικτύων 
συστημάτων αναμονής στάθμευσης και αποδείχθηκε ότι υπάρχουν μεγάλες χωρικές και χρονικές 
διαφορές στον αριθμό των αυτοκινήτων που αναζητούν χώρο στάθμευσης επί της οδού. 
Χρησιμοποιώντας το μοντέλο με βάση τα δεδομένα, οι ερευνητές κατέληξαν σε μία εκτίμηση για το 
οριακό κόστος της συμφόρησης που δημιουργείται από την αναζήτηση στάθμευσης σε διάφορες ώρες 
της ημέρας στην πόλη του Σιάτλ. Με στόχο να αποτυπωθούν οι τοπολογικές εξαρτήσεις της 
στάθμευσης και της κυκλοφορίας, που προκύπτουν από την αναζήτηση στάθμευσης, η μεθοδολογία 
που προτάθηκε στην παρούσα εργασία είναι η μοντελοποίηση των οδών της πόλης με τη χρήση δικτύων 
συστημάτων αναμονής. Τα δίκτυα συστημάτων αναμονής μπορούν να χρησιμοποιηθούν γενικά ως 
μοντέλα για πολύπλοκα πληροφοριακά συστήματα που περιέχουν περισσότερους από έναν πόρους και 
στα οποία οι «πελάτες» μετακινούνται από τον έναν πόρο στον άλλο. Η ιδιαιτερότητα όμως του 
συγκεκριμένου μοντέλου είναι στη δημιουργία συμμετρικών δικτύων, με τα οποία αντί να 
χαρακτηριστεί η κατανομή του αριθμού των οχημάτων που αναζητούν χώρο στάθμευσης, υπολογίζεται 
ένας μέσος αριθμός των οχημάτων. Συνοψίζοντας λοιπόν, το εν λόγω μοντέλο στάθμευσης σε αστικές 
περιοχές έχει την προοπτική να συντελέσει μια αξιόπιστη προσέγγιση για τον έλεγχο της συμφόρησης 
και για την εκτίμηση της ποσοστιαίας αύξησης της καθυστέρησης που προκαλείται από την αναζήτηση 
θέσης στάθμευσης. Για την καλύτερη κατανόηση των αποτελεσμάτων του μοντέλου στο Διάγραμμα 1 
απεικονίζεται το ποσοστό της κυκλοφοριακής κίνησης προερχόμενοι από οδηγούς  αυτοκινήτων που 
αναζητούν χώρο στάθμευσης. 
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Διάγραμμα 1: Συνολικός όγκος κυκλοφορίας έναντι του εκτιμώμενου αριθμού οδηγών που αναζητούν στάθμευση κατά μήκος 
της οδού 2nd Ave (Πηγή: Dowling et al. 2017). 

Μία επίσης διαφορετική προσέγγιση για την ανάπτυξη μοντέλου αναζήτησης στάθμευσης είναι η 
χρήση ενός μακροσκοπικού θεμελιώδους διαγράμματος (MFD), στην περίπτωση πόλεων με πολλές 
περιοχές που δεν είναι ομοιόμορφα συμφορημένες (Geroliminis 2015). Το MFD αποτελεί ένα 
σημαντικό εργαλείο στον τομέα της αστικής κυκλοφορίας, καθώς παρέχει για ορισμένες περιοχές του 
δικτύου μια μονοτροπική σχέση χαμηλής διασποράς μεταξύ της πυκνότητας οχημάτων του δικτύου 
(οχήματα/χλμ) και της μέσης κυκλοφοριακής ροής (οχήματα/ώρα), υπό συγκεκριμένες συνθήκες 
κανονικότητας. Στην έρευνα του Geroliminis το προσομοιωμένο δίκτυο είναι μία μακροσκοπική 
αναπαράσταση των γεωμετρικών και κυκλοφοριακών χαρακτηριστικών του Σαν Φρανσίσκο, με όλες 
τις διαδρομές να ολοκληρώνονται σε περιοχές που παρέχουν ιδιωτικούς χώρους στάθμευσης. Στόχος 
αυτής της έρευνας είναι η εκτίμηση του  ποσοστού μείωσης της ζήτησης ,που απαιτείται για την 
βελτίωση της κινητικότητα του κυκλοφοριακού συστήματος μιας πόλης. Το μοντέλο δείχνει ότι η 
αναζήτηση στάθμευσης μπορεί να προκαλέσει συμφόρηση, επηρεάζοντας όλους τους χρήστες του 
συστήματος, ακόμη και εκείνους που έχουν προορισμούς έξω από την περιοχή με περιορισμένο χώρο 
στάθμευσης. Από συγκοινωνιακή σκοπιά, η έρευνα αυτή είναι ιδιαίτερα σημαντική καθώς προσφέρει 
μια καλύτερη κατανόηση της επίδρασης της αναζήτησης στάθμευσης στη συνολική συμφόρηση του 
δικτύου και παρέχει εργαλεία που μπορούν να χρησιμοποιηθούν για τη βελτίωση της διαχείρισης της 
κυκλοφορίας σε πόλεις με μεταβαλλόμενη ζήτηση. 

Οι Lee et al. (2017) στην έρευνά τους έδειξαν ότι οι οδηγοί δεν είναι καλά ενημερωμένοι σχετικά με 
το κόστος στάθμευσης, ακόμη και όταν ισχυρίζονται ότι γνωρίζουν το κόστος αυτό. Σύμφωνα με 
έρευνα που διεξήχθη στην πόλη Μπρίσμπεϊν της Αυστραλίας, μόλις το 16% του συνόλου των 
ερωτηθέντων οδηγών που συμμετείχαν στα ερωτηματολόγια είχε αρκετά ακριβή επίγνωση του κόστους 
στάθμευσης και όσοι δεν είχαν κάποιον χρονικό περιορισμό για την αναζήτηση στάθμευσης δεν 
μπορούσαν να προβούν σε αντικειμενικές, οικονομικά βιώσιμες αποφάσεις σχετικά με το πότε να 
σταματήσουν την αναζήτηση. Αποδείχθηκε λοιπόν, πως όσο καλύτερα ενημερωμένοι είναι οι οδηγοί 
για τις τοπικές συνθήκες κυκλοφορίας και για τα κόστη στάθμευσης που ισχύουν, τόσο λιγότερο πιθανό 
είναι να αναζητούν χώρο στάθμευσης για μεγάλα χρονικά διαστήματα. 

Οι Zhu et al. (2020) ερεύνησαν πώς η αναζήτηση θέσης στάθμευσης επηρεάζει τον χρόνο ταξιδιού 
χρησιμοποιώντας ένα μοντέλο που βασίζεται στην ανάλυση της επικινδυνότητας. Η ανάλυση της 
επικινδυνότητας (hazard analysis) είναι μια στατιστική μέθοδος που χρησιμοποιείται για να εκτιμηθεί 
η πιθανότητα ενός γεγονότος να συμβεί σε συγκεκριμένα χρονικά διαστήματα και στην παρούσα 
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έρευνα χρησιμοποιήθηκε για να αναλύσει πόσο πιθανό είναι οι οδηγοί να βρουν μια θέση στάθμευσης 
σε διάφορα χρονικά διαστήματα κατά την αναζήτησή τους. Η μεθοδολογία του μοντέλου διάρκειας με 
βάση την επικινδυνότητα έλαβε υπόψη την επιρροή των παραγόντων επίδρασης που σχετίζονται με την 
κυκλοφοριακή απόδοση της αναζήτησης ελεύθερης θέσης στάθμευσης και τις κυκλοφοριακές 
συνθήκες. Αυτή η ανάλυση επιτρέπει στους ερευνητές να κατανοήσουν καλύτερα πώς η αναζήτηση 
θέσης στάθμευσης επηρεάζει τον συνολικό χρόνο ταξιδιού και να ποσοτικοποιήσουν τις καθυστερήσεις 
που προκαλούνται από την έλλειψη διαθέσιμων θέσεων στάθμευσης. Για το λόγο αυτό, μπορεί να 
εκφράσει τον τρόπο με τον οποίο η εύρεση για στάθμευση επηρεάζει την κατανομή του χρόνου 
ταξιδιού. Από τα αποτελέσματα σχετικά με τη στατιστική σημαντικότητα κάθε μεταβλητής, 
αποδείχθηκε ότι όλες είναι στατιστικά σημαντικές σε επίπεδο σημαντικότητας 0,05 και μέσω της 
επαλήθευσης του μοντέλου συνάγεται το συμπέρασμα ότι η μέθοδος διάρκειας κινδύνου ήταν 
κατάλληλη για την ανάλυση των επιπτώσεων της εύρεσης ελεύθερης θέσης στάθμευσης.  

Οι van Ommerena et al. (2020) πρότειναν μία μεθοδολογία για την εκτίμηση της συνολικής κατανομής 
του οριακού εξωτερικού χρόνου αναζήτησης διαθέσιμης θέσης στάθμευσης και επομένως, του MECP 
(marginal external cost of on-street parking duration) στο χρόνο και στο χώρο. Ο όρος MECP 
αναφέρεται στο εξωτερικό κόστος, διότι, ενώ οι ίδιοι οι οδηγοί αποφασίζουν τον χρόνο που θα 
ξοδέψουν για την  αναζήτηση ελεύθερης θέσης στάθμευσης, αγνοούν παράλληλα την διαδικασία 
αναζήτησης στάθμευσης από άλλους οδηγούς που σκοπεύουν να σταθμεύσουν στην ίδια θέση. Το 
μοντέλο λοιπόν που δημιουργήθηκε καθιστά εύκολο για την  κάθε πόλη να αξιολογήσει τη βέλτιστη 
λειτουργία των σημερινών τελών στάθμευσης και της προσφοράς στάθμευσης. Η προσέγγιση του 
μοντέλου βασίζεται στην υπόθεση ότι η διαδικασία αναζήτησης στάθμευσης των οδηγών μπορεί να 
προσεγγιστεί χρησιμοποιώντας μια κατανομή Poisson. Αποδείχθηκε επίσης ότι εάν μια αρχή 
στάθμευσης εισάγει μια βέλτιστη πολιτική στάθμευσης, τότε το κόστος της προσφοράς στάθμευσης 
είναι αυτοχρηματοδοτούμενο.  

Με στόχο την μοντελοποίηση της αναζήτησης στάθμευσης οι Arnott και Williams (2017) εξέτασαν την 
αναζήτηση στάθμευσης  με σταθερή ταχύτητα γύρω από έναν κύκλο με ομοιόμορφα κατανεμημένες 
θέσεις στάθμευσης σε μία στοχαστική σταθερή κατάσταση, με χρονικό και χωρικό αναλλοίωτο ρυθμό 
εισόδου της κατανομής Poisson και αρνητικά εκθετικά κατανεμημένους χρόνους παραμονής στο χώρο 
στάθμευσης. Το μοντέλο της έρευνας υποθέτει ότι οι οδηγοί απλώς συνεχίζουν να αναζητούν ελεύθερη 
θέση στάθμευσης επί της οδού μέχρι να βρουν κενή θέση. Στην πραγματικότητα όμως οι οδηγοί που 
αναζητούν χώρο στάθμευσης αναπτύσσουν κάποιους κανόνες για το πότε θα σταματήσουν την 
αναζήτηση που εξαρτώνται από τις εξής συνθήκες: η ατέρμονη αναζήτηση χώρου στάθμευσης γίνεται 
όλο και πιο απογοητευτική και έχει ως αποτέλεσμα να καθυστερούν οι οδηγοί όλο και περισσότερο 
στις εκάστοτε υποχρεώσεις τους. Συνεπώς, εάν δεν ληφθούν υπόψη οι κανόνες διακοπής της 
αναζήτησης θέσης στάθμευσης από τους οδηγούς, τα μοντέλα αναζήτησης στάθμευσης θα 
υπερεκτιμούν συστηματικά τις πιθανότητες ακραίων τιμών για τους χρόνους εύρεσης στάθμευσης. 

2.1.2 Μοντέλα πρόβλεψης για την εύρεση κενής θέσης στάθμευσης επί της οδού 
Η πρόβλεψη της διαθεσιμότητας χώρων στάθμευσης κατατάσσεται στους σημαντικότερους 
παράγοντες που επηρεάζουν τόσο την απόφαση της διαδρομής από τους οδηγούς όσο και τις συνθήκες 
κυκλοφορίας στις αστικές περιοχές. Οι αποφάσεις των οδηγών εξαρτώνται χρονικά, πράγμα που 
σημαίνει ότι επηρεάζονται από την προηγούμενη εμπειρία, καθώς και από την αντίληψη τους σε 
πραγματικό χρόνο. Η στάθμευση είναι μια τέτοια περίπτωση όπου η προηγούμενη γνώση σχετικά με 
πιθανές επικρατούσες συνθήκες (π.χ. δυσκολία εύρεσης θέσης στάθμευσης, επί της οδού, κόστος 
στάθμευσης κ.ο.κ.) επηρεάζει τις αποφάσεις των οδηγών για στάθμευση. Ταυτόχρονα, τα οχήματα που 
αναζητούν ελεύθερες θέσεις στάθμευσης επηρεάζουν αρνητικά τις συνθήκες κυκλοφορίας και το 
περιβάλλον. Στο πλαίσιο αυτό, η παροχή πληροφοριών για τη στάθμευση αποτελεί ερευνητικό πεδίο 
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ιδιαίτερου ενδιαφέροντος, δεδομένου ότι οι σύγχρονες τεχνολογίες επικοινωνίας προσφέρουν 
εναλλακτικούς τρόπους παροχής πληροφοριών στους ταξιδιώτες με έγκαιρο και αποτελεσματικό 
τρόπο. 

Διαπιστώθηκε ότι τα παραμετρικά μοντέλα Weibull είναι τα καλύτερα για την πρόβλεψη της 
πιθανότητας μια θέση στάθμευσης να παραμείνει ελεύθερη, ενώ τα γενετικά βελτιστοποιημένα 
Perceptron πολλαπλών στρώσεων προβλέπουν με ακρίβεια τα ποσοστά πληρότητας των χώρων 
στάθμευσης έως και 30 λεπτά στο μέλλον (Vlahogianni et al. 2015 ). Το σύστημα που χρησιμοποιήθηκε 
για την πρόβλεψη στάθμευσης σε πραγματικό χρόνο για έξυπνες πόλεις αποτελείται από δύο ενότητες: 
νευρωνικά δίκτυα για την πρόβλεψη της πληρότητας των χώρων στάθμευσης και ανάλυση επιβίωσης 
για την πρόβλεψη της πιθανότητας μια θέση στάθμευσης να είναι ελεύθερη. Τα νευρωνικά δίκτυα 
αποτυπώνουν με ακρίβεια τη χρονική εξέλιξη της πληρότητας των χώρων στάθμευσης και μπορούν να 
προβλέψουν την πληρότητα έως και μισή ώρα νωρίτερα. Το σύνολο δεδομένων που χρησιμοποιήθηκε 
για την μελέτη αποτελείται δεδομένα που αντλήθηκαν από 400 αισθητήρες, που είναι εγκατεστημένοι  
επί της οδού  στο κέντρο της πόλης Σανταντέρ  της Ισπανίας. Τα συστήματα αυτά μειώνουν τις ουρές 
μπροστά από χώρους στάθμευσης, τα συνολικά διανυόμενα χιλιόμετρα των οχημάτων και βελτιώνουν 
την ενεργειακή κατανάλωση και τις εκπομπές οχημάτων. Η αξιοπιστία των μοντέλων πρόβλεψης που 
δημιουργήθηκαν φαίνεται στο γεγονός ότι είναι σε θέση να προβλέψουν την πληρότητα στάθμευσης 
κάθε περιοχής 15 λεπτά στο μέλλον με λιγότερο από 3,6% μέσο σφάλμα. Αυτή η μελέτη υπογραμμίζει 
τη σημασία της χρήσης προηγμένων τεχνολογιών και της ανάλυσης δεδομένων για τη βελτίωση της 
διαχείρισης της στάθμευσης και την ελαχιστοποίηση της κυκλοφοριακής συμφόρησης στις πόλεις. Με 
την παροχή ακριβέστερων προβλέψεων για τη διαθεσιμότητα των θέσεων στάθμευσης, οι οδηγοί 
μπορούν να εντοπίζουν ευκολότερα ελεύθερες θέσεις, μειώνοντας το χρόνο που περνούν ψάχνοντας 
για στάθμευση.  

Στο πρόβλημα διαχείρισης των χώρων στάθμευσης δύνανται να δώσουν λύση μοντέλα μηχανικής αλλά 
και βαθιάς μάθησης, τα οποία προβλέπουν την διαθεσιμότητα ελεύθερων θέσεων. Πιο συγκεκριμένα, 
τα Δέντρα αποφάσεων, ανεξάρτητα από το μέγεθος του συνόλου δεδομένων, αποτελούν την βέλτιστη 
λύση για το πρόβλημα πρόβλεψης της διαθεσιμότητας χώρων στάθμευσης με μέση ακρίβεια 92,25%, 
σε σύγκριση με άλλους πολυπλοκότερους αλγόριθμους όπως τα Perceptron πολλαπλών στρώσεων που 
εμφάνισαν ακρίβεια μόλις  64.63%  (Awan et al. 2020 ). Τα αποτελέσματα της ανάλυσης έδειξαν ότι 
εκτός από τα Δέντρα Απόφασης, υψηλή ακρίβεια πρόβλεψης για την διαθεσιμότητα θέσεων 
στάθμευσης σε διάστημα 10 έως 20 λεπτών, έχουν επίσης  οι αλγόριθμοι Random Forest και  KNN. 
Παρά την ποικιλία και την πολυπλοκότητα των τεχνικών βαθιάς μάθησης, η μελέτη διαπιστώνει ότι 
λιγότερο πολύπλοκοι αλγόριθμοι όπως οι Decision Tree, Random Forest και KNN επιδεικνύουν 
καλύτερη απόδοση σε σχέση με πιο πολύπλοκα μοντέλα όπως ο Multilayer Perceptron στο πλαίσιο 
ακρίβειας πρόβλεψης, προσφέροντας συγκρίσιμες πληροφορίες για την πρόβλεψη διαθεσιμότητας 
χώρων στάθμευσης.  

Τα αποτελέσματα της έρευνας  μπορούν να χρησιμοποιηθούν για την ανάπτυξη βιώσιμων πολιτικών 
αστικού σχεδιασμού, όπως η δυναμική τιμολόγηση των θέσεων στάθμευσης και η δημιουργία 
πρόσθετων υποδομών στάθμευσης σε περιοχές με υψηλή ζήτηση. Ακόμη, οι αλγόριθμοι που 
παρουσιάζουν υψηλή ακρίβεια και αποτελεσματικότητα μπορούν να συμβάλουν στη μείωση των 
λειτουργικών εξόδων των συστημάτων διαχείρισης στάθμευσης, καθιστώντας τα οικονομικά βιώσιμα 
για τις πόλεις. 
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Διάγραμμα 2: Αξιολόγηση της απόδοσης των δεδομένων εκπαίδευσης (Πηγή: Awan,2022 ). 

Όπως αναφέρθηκε και παραπάνω ο αλγόριθμος Random Forest είναι ένας από τους καταλληλότερους 
για την πρόβλεψη διαθεσιμότητας ελεύθερης θέσης στάθμευσης επί της οδού και σύμφωνα με τους 
Inam et al. (2022) ξεπέρασε τις άλλες τεχνικές που αξιολογήθηκαν, σημειώνοντας μέση ακρίβεια 81% 
και AUC (περιοχή κάτω από την καμπύλη) 0,18. Οι υπόλοιπες μέθοδοι που αναλύθηκαν για την 
σύγκριση ήταν οι εξής : Multilayer Perceptron (MLP), Decision Trees (DT), K-Nearest Neighbors 
(KNN), Gradient Boosting (GA), Adaptive Boosting (AB) και γραμμικό SVC, οι οποίες κατατάσσονται 
στην μηχανική και βαθιά μάθηση και προέβλεψαν την καλύτερη δυνατή θέση στάθμευσης με βάση τις 
καιρικές συνθήκες, τη ροή της κυκλοφορίας και τον όγκο των πεζών. Η ένταξη δεδομένων από 
διάφορες πηγές έχει θετικό αντίκτυπο στην πρόβλεψη, βελτιώνοντας την ικανότητα των μοντέλων να 
προσδιορίζουν τον καλύτερο διαθέσιμο χώρο στάθμευσης, ενώ παράλληλα τα πειράματα σε 
πραγματικό χρόνο έδειξαν ότι η προτεινόμενη λύση μπορεί να προσφέρει γρήγορες και αξιόπιστες 
προβλέψεις για διαθέσιμους χώρους στάθμευσης μέσα σε χρονικό πλαίσιο 5-10 λεπτών. Η έρευνα αυτή 
συμβάλλει σημαντικά στην κατανόηση του πώς η διαθεσιμότητα χώρων στάθμευσης επηρεάζεται από 
εξωτερικούς παράγοντες και πώς οι τεχνολογίες πρόβλεψης μπορούν να μειώσουν την κυκλοφοριακή 
συμφόρηση και τις εκπομπές ρύπων σε αστικές περιοχές.  

2.2 Εκτίμηση κατανάλωσης καυσίμου 
Η κατανάλωση ενέργειας από τα οχήματα και οι εκπομπές ρύπων αποτελούν προβλήματα καθοριστικής 
σημασίας για την βιώσιμη ανάπτυξη των αστικών μεταφορών. Τα καύσιμα που καταναλώνουν τα 
οχήματα προέρχονται κυρίως από μη ανανεώσιμες πηγές ενέργειας, όπως το πετρέλαιο. Η ακριβής 
πρόβλεψη της κατανάλωσης καυσίμου ενός οχήματος μπορεί να βοηθήσει τους οδηγούς να 
προσαρμόσουν τις στρατηγικές οδήγησής τους, να βελτιστοποιήσουν την αποδοτικότητα του 
καυσίμου, να εξοικονομήσουν το κόστος καυσίμου και να μειώσουν τη ρύπανση του περιβάλλοντος. 
Μέχρι και σήμερα, οι μέθοδοι πρόβλεψης της κατανάλωσης καυσίμου των οχημάτων χωρίζονται κατά 
βάση σε δύο κατηγορίες : (1) σε ένα φυσικό μοντέλο πρόβλεψης της κατανάλωσης καυσίμου που 
κατασκευάζεται με βάση την αρχή της δυναμικής του οχήματος και (2) σε ένα μοντέλο που βασίζεται 
σε δεδομένα για την εκτίμηση της κατανάλωσης καυσίμου (Moradi et al., 2020). 
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Τα δεδομένα που απαιτούνται από το μοντέλο πρόβλεψης της κατανάλωσης καυσίμου εξαρτώνται 
κυρίως από μεταβλητές που έχουν αντίκτυπο στην κατανάλωση καυσίμου του οχήματος. Σε γενικές 
γραμμές, αυτές μπορούν να χωριστούν σε τρεις κατηγορίες: ενδογενείς μεταβλητές του οχήματος, 
μεταβλητές που αφορούν στην οδηγική συμπεριφορά και μεταβλητές του περιβάλλοντος οδήγησης. 
Ενδογενείς μεταβλητές του οχήματος περιλαμβάνουν το μοντέλο του οχήματος και του κινητήρα, τον 
κυβισμό του κινητήρα, τη συνολική μάζα του οχήματος και μπορούν να ληφθούν σύμφωνα με τις πηγές 
πληροφοριών που παρέχουν οι κατασκευαστές οχημάτων. Οι μεταβλητές της συμπεριφοράς οδήγησης 
βασίζονται κυρίως στις μεταβολές των δεδομένων κατάστασης λειτουργίας του οχήματος που 
προκαλούνται από τις συμπεριφορές του οδηγού, όπως το να πατήσει το πεντάλ και να στρίψει το 
όχημα. Οι μεταβλητές περιβάλλοντος οδήγησης προέρχονται κυρίως από την επίδραση μη 
ελεγχόμενων παραγόντων, όπως οι καιρικές συνθήκες, το υψόμετρο και ο δρόμος κατά τη διάρκεια 
που το όχημα είναι εν κινήσει. Οι αλλαγές στα δεδομένα λειτουργίας του οχήματος που προκαλούνται 
από τις παραπάνω μεταβλητές μπορούν να λαμβάνονται μέσω ενσωματωμένων αισθητήρων, όπως το 
GPS, το γυροσκόπιο, το OBD-II και ένα δίκτυο περιοχής ελεγκτών επί του οχήματος  (Controller Area 
Network). Λαμβάνοντας υπόψη την ευκολία μεταφόρτωσης δεδομένων και τη φορητότητα των 
συσκευών, οι αισθητήρες των smartphones και οι εφαρμογές τους μπορούν επίσης να χρησιμοποιηθούν 
για τη λήψη πληροφοριών όπως τα δεδομένα λειτουργίας του οχήματος, την οδηγική συμπεριφορά και 
την πραγματική κατανάλωση καυσίμου των οχημάτων.  

2.2.1 Μοντέλα πρόβλεψης βασιζόμενα σε δεδομένα  
Κάνοντας χρήση νευρωνικών δικτύων για την εκτίμηση κατανάλωσης καυσίμου ενός οχήματος , οι 
Jakov Topić et al. (2022) βασίστηκαν στην ταχύτητα του οχήματος, στην επιτάχυνση και στη 
χρονοσειρά κλίσης του δρόμου με τη βοήθεια των δεδομένων που παρείχε το GPS στη διάρκεια έξι 
μηνών. Με σκοπό να καταλήξουν στο συμπέρασμα για την αποτελεσματικότητα των νευρωνικών 
δικτύων, τα συνέκριναν με μοντέλα γραμμικής παλινδρόμησης και παρατήρησαν ότι η τελική απόδοση 
του μοντέλου ΝΝ περιγράφει τη διακύμανση των καταγεγραμμένων δεδομένων για τους κύκλους 
οδήγησης σε βαθμό κατά 95% υψηλότερο σε σύγκριση με το βασικό μοντέλο γραμμικής 
παλινδρόμησης. Ειδικότερα, τα βαθιά νευρωνικά δίκτυα πολλαπλής προβολής, Μulti-View Deep 
Neural Network (MVDNN), σε ανάλυση των Yawen Li; Isabella Yunfei Zeng et al. (2022) 
συγκρίθηκαν με τις μεθόδους Random Forest (τυχαίο δάσος)  και Gradient Boosting Decision Tree 
(Δέντρο Απόφασης με Διαβαθμιζόμενη Ενίσχυση) ως προς την ακρίβεια τους στην πρόβλεψη 
κατανάλωσης καυσίμου ενός οχήματος. Παρατηρήθηκε λοιπόν ότι, το MVDNN προσδίδει 
ακριβέστερα αποτελέσματα σαν μοντέλο πρόβλεψης ,με την οδηγική συμπεριφορά να αποτελεί 
σημαντικό παράγοντα στην κατανάλωση καυσίμου. Η έρευνα αναφέρει ότι οι πέντε πιο σημαντικοί 
παράγοντες που επηρεάζουν την κατανάλωση καυσίμου είναι η ιπποδύναμη του οχήματος, οι συνήθειες 
οδήγησης, ο κυβισμός του κινητήρα, η συχνότητα οδήγησης και η επίγνωση ασφάλειας. Για την 
αναλυτικότερη μέτρηση του αντίκτυπου των οδηγών στην κατανάλωση καυσίμου χρησιμοποιήθηκε ο 
αλγόριθμος Lasso.  

Ακόμη μια μορφή τεχνητών νευρωνικών δικτύων είναι τα Μοντέλα Perceptron πολλαπλών στρωμάτων 
Multi-Layer Perceptron (MLP), τα οποία αποτελούν τον πιο διαδεδομένο και πιο εύχρηστο τύπο 
νευρωνικών δικτύων για την ακριβή πρόβλεψη μοντέλων κατανάλωσης καυσίμου, με επιτρεπτές τιμές 
σφαλμάτων και με συντελεστή προσδιορισμού R2 να λαμβάνει ικανοποιητική τιμή άνω του 0,98 
(Ziółkowski et.al, 2021). Οι σημαντικότεροι παράμετροι που αναγνωρίζονται στην έρευνα 
περιλαμβάνουν την κυβική χωρητικότητα, τον αριθμό των κυλίνδρων, τον αριθμό των βαλβίδων, τη 
μέγιστη ισχύ, τη μέγιστη ροπή, το ποσοστό συμπίεσης, και το βάρος του οχήματος. Αυτές οι 
μεταβλητές είναι κρίσιμες για την ακριβή πρόβλεψη της κατανάλωσης καυσίμου με βάση τα δεδομένα 
τεχνικών παραμέτρων . 
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Η μηχανική μάθηση είναι μια κλασική μέθοδος πρόβλεψης της κατανάλωσης καυσίμου, η οποία 
περιλαμβάνει Μηχανές Διανυσμάτων Στήριξης SVM (support vector machine),  το τυχαίο δάσος (RF), 
το δέντρο απόφασης (DL) κ.ά. Για παράδειγμα, οι Fafoutellis et al. (2023) ανέπτυξαν τον αλγόριθμο 
επιβλεπόμενης μάθησης Δέντρων Αποφάσεων  Ενίσχυσης Κλίσης  (Gradient Boosting Decision 
Trees), χρησιμοποιώντας τα δεδομένα που συλλέχθηκαν από έξυπνα τηλέφωνα και συσκευές OBD (επί 
του αυτοκινήτου διάγνωση), προκειμένου να εκτιμηθεί η κατανάλωση καυσίμου κατά την διάρκεια της 
οδήγησης. Η ακρίβεια του μοντέλου πρόβλεψης ξεπέρασε το 96% µε ποσοστιαίο σφάλµα µικρότερο 
του 10%. Οι Hamed et al. (2021) ανέπτυξαν μια λειτουργική σχέση μεταξύ της ταχύτητας του οχήματος 
και της κατανάλωσης καυσίμου με βάση μια μηχανή διανυσμάτων υποστήριξης (Support Vector 
Machine), με R2 έως και 0.97. Το μοντέλο όμως Support Vector Regression, που είναι μια παραλλαγή 
του SVM, αποδείχθηκε ότι υστερεί σε σχέση με τα τεχνητά Νευρωνικά Δίκτυα για την πρόβλεψη 
κατανάλωσης καυσίμου και  παρουσίασε εξαιρετική αδυναμία στην αποτύπωση πολύπλοκων 
αλληλεπιδράσεων σύμφωνα με τους Moradi et al. (2020). Οι Ping et al. (2019) χρησιμοποίησαν την 
μέθοδο φασματικής συστάδας που μοντελοποίησε με σαφήνεια τη σχέση μεταξύ των δεδομένων 
οδήγησης στον πραγματικό κόσμο και των αντίστοιχων χαρακτηριστικών τους για την κατανάλωση 
καυσίμου. Ενώ παράλληλα συμπέραναν ότι το μοντέλο Long Short-Term Memory δεν μπορούσε να 
προβλέψει με ακρίβεια την κατανάλωση καυσίμου σε πολύ σύνθετες ή άγνωστες καταστάσεις. 
 
Από την άλλη πλευρά, ο αλγόριθμος τυχαίου δάσους (RF) μπορεί να χειριστεί δεδομένα υψηλών 
διαστάσεων και αποδίδει ικανοποιητικά στην πρόβλεψη της κατανάλωσης καυσίμων μειώνοντας 
αποτελεσματικά τη διαστατικότητα. Ειδικότερα, οι Gong et al. (2021) εξέτασαν 21 παράγοντες που 
προκαλούν την κατανάλωση καυσίμων για να καθορίσουν ένα μοντέλο RF κατανάλωσης καυσίμων με 
ακρίβεια πρόβλεψης 86%. Παράλληλα οι Zhang et al. (2018) δημιούργησαν ένα μοντέλο εκτίμησης 
της κατανάλωσης καυσίμου με βάση τα ελάχιστα τετράγωνα χρησιμοποιώντας την ταχύτητα και την 
επιτάχυνση του οχήματος. Οι  Yao et al. (2020) συνέκριναν το μοντέλο RF με το Back Propagation 
(BP) Neural Network και το SVR, αποδεικνύοντας ότι το μοντέλο RF έχει την υψηλότερη ακρίβεια και 
τρέχει γρηγορότερα. Οι Zhu et al. (2016) πρότειναν ένα μοντέλο πρόβλεψης με βάση το βελτιωμένο 
δέντρο απόφασης C4.5 και επαλήθευσαν την αποτελεσματικότητα του μοντέλου στηριζόμενο σε ένα 
σύνολο δεδομένων από δοκιμή σε δρόμο ταχείας κυκλοφορίας. Επιπλέον, η εφαρμογή αλγορίθμων 
gradient boosting, LightGBM (Gradient Boosting Machine) και γραμμικής παλινδρόμησης (LR) σε 
μοντέλα πρόβλεψης της κατανάλωσης καυσίμου έχει επίσης επιτύχει καλά αποτελέσματα. Μοντέλα 
πρόβλεψης της κατανάλωσης καυσίμου που δημιουργήθηκαν με βάση το RF μπορούν να 
προσδιορίσουν αποτελεσματικά τη μη γραμμική σχέση μεταξύ διαφορετικών μεταβλητών και να 
παρέχουν αποτελέσματα πρόβλεψης που συσχετίζονται σε μεγάλο βαθμό με την πραγματική 
κατανάλωση καυσίμου, ιδίως με την εφαρμογή του μοντέλου σύζευξης, το οποίο μπορεί να μειώσει 
αποτελεσματικά το σφάλμα του μοντέλου πρόβλεψης της κατανάλωσης καυσίμου. Ο παρακάτω 
πίνακας 1 συνοψίζει τη βιβλιογραφία που χρησιμοποίησε το μοντέλο RF για την πρόβλεψη της 
κατανάλωσης καυσίμου. 
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Πίνακας 1:  Ανάλυση αποτελεσμάτων μοντέλων κατανάλωσης καυσίμου βασισμένων στο RF 

 
 

 
 

 
 

 

2.2.2  Σύγκριση μεθόδων εκτίμησης κατανάλωσης καυσίμου  
Συγκρίνοντας τις παραδοσιακές  μεθόδους μηχανικής μάθησης με την μέθοδο νευρωνικών δικτύων 
αξίζει να σημειωθεί ότι το μοντέλο πρόβλεψης κατανάλωσης καυσίμου που βασίζεται στο νευρωνικό 
δίκτυο μπορεί να εξορύξει καλύτερα τις πληροφορίες για τα χαρακτηριστικά που σχετίζονται με τα 
δεδομένα κατανάλωσης καυσίμου, έχει καλύτερη ικανότητα γενίκευσης του μοντέλου, υψηλότερη 
σταθερότητα, όπως και καλύτερη ακρίβεια πρόβλεψης. Υβριδικά μοντέλα πρόβλεψης που συνδυάζουν 
τεχνικές μηχανικής μάθησης και νευρωνικών δικτύων αξιοποιούν τα πλεονεκτήματα των διαφορετικών 
μοντέλων, οδηγώντας σε προβλέψεις υψηλής συσχέτισης με τις πραγματικές τιμές κατανάλωσης 
καυσίμου.  

Εικόνα 1: Μεταβλητές που επηρεάζουν περισσότερο την κατανάλωση καυσίμου ενός οχήματος 
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 Όσον αφορά στις μετρικές απόδοσης, για την εκτίμηση κατανάλωσης καυσίμου, ποικίλλουν ανάλογα 
με τη μεθοδολογία και τους στόχους κάθε έρευνας. Η ερμηνευσιμότητα αναφέρεται στο πόσο εύκολο 
είναι να κατανοηθεί το μοντέλο και οι προβλέψεις του από ανθρώπους. Στις μελέτες πρόβλεψης 
κατανάλωσης καυσίμου, μοντέλα όπως το Random Forest και το Gradient Boosting Decision Trees 
παρέχουν συχνά υψηλή ακρίβεια αλλά μπορεί να είναι πιο δύσκολο να ερμηνευτούν σε σχέση με πιο 
απλά μοντέλα όπως η γραμμική παλινδρόμηση. Ωστόσο, οι μελέτες χρησιμοποιούν αυτά τα μοντέλα 
λόγω της ικανότητάς τους να διαχειρίζονται σύνθετες μη γραμμικές σχέσεις και μεγάλο όγκο 
δεδομένων. Η αποτελεσματικότητα αναφέρεται στην ικανότητα του μοντέλου να πραγματοποιεί 
προβλέψεις με ελάχιστη χρήση υπολογιστικών πόρων και χρόνου. Στις παραπάνω εξεταζόμενες 
μελέτες, το μοντέλο Random Forest εμφανίζεται συχνά ως ιδιαίτερα αποτελεσματικό, λαμβάνοντας 
υπόψη την ικανότητά του να εκτελείται γρήγορα και να παρέχει ακριβείς προβλέψεις. Αυτό είναι 
σημαντικό για την εφαρμογή σε πραγματικό χρόνο ή σε συστήματα όπου οι πόροι είναι περιορισμένοι.  

Τέλος, η ακρίβεια είναι πιθανώς η πιο άμεσα σχετιζόμενη μετρική με την επιτυχία ενός μοντέλου 
πρόβλεψης και αναφέρεται στο πόσο κοντά βρίσκονται οι προβλεπόμενες τιμές στις πραγματικές. 
Μετρικές όπως το RMSE, το MAPE και το R² χρησιμοποιήθηκαν ευρέως στις μελέτες για να 
καταγράψουν την ακρίβεια των μοντέλων πρόβλεψης κατανάλωσης καυσίμου. Η επιλογή της 
κατάλληλης μετρικής ακρίβειας εξαρτάται από τις συγκεκριμένες απαιτήσεις της έρευνας και το είδος 
των δεδομένων που εξετάζονται. Για παράδειγμα, το RMSE προσφέρει μια σαφή εικόνα της μέσης 
τετραγωνικής απόστασης των προβλέψεων από τις πραγματικές τιμές, ενώ το MAPE παρέχει μια 
εύκολα κατανοητή μετρική του λάθους ως ποσοστού της πραγματικής τιμής. Το R², από την άλλη 
πλευρά, δίνει μια ενδεικτική εικόνα της αποδοτικότητας του μοντέλου να εξηγεί τη μεταβλητότητα των 
δεδομένων. Ειδικότερα, το RMSE είναι μια μετρική που δίνει τη μέση τετραγωνική απόκλιση των 
προβλέψεων από τις πραγματικές τιμές, με χαμηλότερες τιμές RMSE να υποδηλώνουν καλύτερη 
επίδοση του μοντέλου. Το MAPE μετράει το μέσο απόλυτο ποσοστιαίο λάθος μεταξύ των προβλέψεων 
και των πραγματικών τιμών, επιτρέποντας μια εύκολη ερμηνεία του λάθους ως ποσοστού. Το R² δείχνει 
το ποσοστό της συνολικής μεταβλητότητας των πραγματικών τιμών που μπορεί να εξηγηθεί από το 
μοντέλο, με τιμές πλησιέστερες στο 1 να δείχνουν καλύτερη επίδοση. Η επιλογή της κατάλληλης 
μετρικής εξαρτάται από το πλαίσιο της έρευνας, τον τύπο των δεδομένων και το είδος της πρόβλεψης 
που επιδιώκεται. Για παράδειγμα, σε μια έρευνα που αποσκοπεί στην ανάπτυξη μιας εφαρμογής για 
πραγματικό χρόνο, η ταχύτητα και η απλότητα της μετρικής μπορεί να είναι πιο σημαντική, ενώ σε μια 
πιο θεωρητική έρευνα, μια πιο σύνθετη μετρική που εκφράζει την εξήγηση της μεταβλητότητας μπορεί 
να προτιμηθεί. 

Συνοψίζοντας, η ακρίβεια αποτελεί κρίσιμη μετρική για την αξιολόγηση των μοντέλων πρόβλεψης 
κατανάλωσης καυσίμου, καθώς υψηλές τιμές ακρίβειας δείχνουν την ικανότητα του μοντέλου να 
προσεγγίζει καλύτερα τις πραγματικές συνθήκες και να παρέχει πιο αξιόπιστες προβλέψεις. Αυτό είναι 
ιδιαίτερα σημαντικό για εφαρμογές που επιδιώκουν τη βελτίωση της ενεργειακής απόδοσης και τη 
μείωση των εκπομπών, καθώς η ακριβής πρόβλεψη κατανάλωσης καυσίμου μπορεί να επιτρέψει πιο 
στοχευμένες παρεμβάσεις και βελτιώσεις. Ως εκ τούτου, η επιλογή και η βελτιστοποίηση των μοντέλων 
πρέπει να γίνεται με προσοχή, λαμβάνοντας υπόψη τόσο την ακρίβεια όσο και άλλες σημαντικές 
μετρικές όπως η ερμηνευσιμότητα και η αποτελεσματικότητα, για να διασφαλιστεί η επιτυχία της 
τελικής εφαρμογής. 

 

Για να γίνει πιο κατανοητή η σύγκριση των μεθόδων παρουσιάζεται ο παρακάτω πίνακας 2 : 
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     Πίνακας 2: Χαρακτηριστικά διαφορετικών μοντέλων πρόβλεψης της κατανάλωσης καυσίμου (Πηγή:  Zhao et al  (2023)). 

ΜΕΤΡΙΚΕΣ 
ΑΠΟΔΟΣΗΣ 

ΤΥΠΟΣ ΜΟΝΤΕΛΟΥ 

Παραδοσιακή 
Mηχανική 
Mάθηση 

Νευρωνικό 
Δίκτυο 

Βαθύ Νευρωνικό 
Δίκτυο 

Υβριδικό Μοντέλο 

Ερμηνευσιμότητα ΚΑΛΗ ΜΕΤΡΙΑ ΠΟΛΥ ΧΑΜΗΛΗ ΠΟΛΥ ΧΑΜΗΛΗ 

Αποτελεσματικότητα ΥΨΗΛΗ ΜΕΤΡΙΑ ΧΑΜΗΛΗ ΧΑΜΗΛΗ 

Ακρίβεια ΧΑΜΗΛΗ ΜΕΤΡΙΑ ΥΨΗΛΗ ΥΨΗΛΗ 

 

2.3 Συμπεράσματα Βιβλιογραφίας 
Από την ανάλυση της βιβλιογραφίας γίνεται κατανοητό ότι ο τρόπος αναζήτησης στάθμευσης 
επηρεάζεται κατά κύριο λόγο από δύο βασικούς παράγοντες, το προφίλ του οδηγού όσον αφορά στα 
διάφορα χαρακτηριστικά του και στην κοστολόγηση της στάθμευσης. Το προφίλ του οδηγού 
περιλαμβάνει παράγοντες όπως η ηλικία, το φύλο, το επίπεδο εισοδήματος, η συχνότητα χρήσης του 
οχήματος και η προτίμηση για συγκεκριμένους τύπους στάθμευσης. Αυτά τα χαρακτηριστικά 
επηρεάζουν την προτίμηση και την επιλογή του οδηγού για την αναζήτηση στάθμευσης. Η κατανόηση 
του προφίλ των οδηγών είναι κρίσιμη για την ανάπτυξη στρατηγικών που θα βελτιώσουν την 
αποδοτικότητα της στάθμευσης και θα μειώσουν τη συνολική κατανάλωση καυσίμου. Η ανάλυση των 
δεδομένων αυτών μπορεί να οδηγήσει σε πιο στοχευμένες πολιτικές διαχείρισης της στάθμευσης, οι 
οποίες θα λαμβάνουν υπόψη τις προτιμήσεις και τις ανάγκες των διαφορετικών κατηγοριών οδηγών, 
βελτιώνοντας έτσι τη συνολική εμπειρία στάθμευσης και μειώνοντας τις περιβαλλοντικές επιπτώσεις.  

Αρκετοί ερευνητές προσπάθησαν να αναζητήσουν επίσης την σωστή κοστολόγηση της στάθμευσης επί 
της οδού και της στάθμευσης σε ιδιωτικούς χώρους στάθμευσης. Παρόλο που τα αποτελέσματα όλων 
των ερευνών έδειξαν ότι η διαφορά κόστους στάθμευσης επί της οδού και κόστους σε ιδιωτικούς 
χώρους, δεν θα πρέπει να είναι μεγάλη, ωστόσο δεν έχει αποδειχθεί ποια είναι η σωστή επιθυμητή 
κοστολόγηση. Η αδυναμία κοστολόγησης της στάθμευσης έγκειται στο γεγονός ότι, οι ανάγκες 
στάθμευσης δεν είναι ίδιες σε κάθε περιοχή αλλά διαφέρουν ανάλογα με τα πληθυσμιακά 
χαρακτηριστικά και τις προσφερόμενες δραστηριότητες. Η κοστολόγηση της στάθμευσης είναι ένας 
κρίσιμος παράγοντας που διαμορφώνει τις στρατηγικές αναζήτησης των οδηγών. Η ισορροπία μεταξύ 
του κόστους στάθμευσης επί της οδού και στα ιδιωτικά πάρκινγκ μπορεί να επηρεάσει την επιλογή των 
οδηγών, και συνεπώς ο ορθός καθορισμός της τιμής μπορεί να ενθαρρύνει πιο βιώσιμες πρακτικές 
στάθμευσης. Στόχος των ερευνών μοντελοποίησης της διαδικασίας εύρεσης ελεύθερης θέσης 
στάθμευσης είναι να γίνουν κατανοητές οι χωρικές και χρονικές πτυχές της συμπεριφοράς των οδηγών 
στην αναζήτηση στάθμευσης. 

Στο δεύτερο σκέλος της βιβλιογραφίας παρουσιάζονται δύο βασικές κατηγορίες μεθόδων πρόβλεψης 
για κατανάλωση καυσίμου ενός οχήματος, τα οποία επικεντρώνονται στην ανάλυση των δεδομένων 
συμπεριφοράς και οδηγικού περιβάλλοντος  που επηρεάζουν την κατανάλωση καυσίμου. Η εφαρμογή 
τεχνολογιών που βασίζονται σε δεδομένα, όπως η μηχανική μάθηση και τα νευρωνικά δίκτυα, 
υποδεικνύεται ως καίρια για την προώθηση της αποδοτικότητας και της βιωσιμότητας των μεταφορών. 
Παρατηρείται ωστόσο η έλλειψη ειδικών ερευνών για την εκτίμηση κατανάλωσης καυσίμου κατά τη 
διαδικασία αναζήτησης θέσης στάθμευσης, γεγονός που μπορεί να οφείλεται σε πολλαπλούς 
παράγοντες. 
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Αρχικά, η διαδικασία αυτή περιλαμβάνει μια σειρά από μεταβλητές που είναι δύσκολο να μετρηθούν 
ακριβώς, όπως ο χρόνος αναζήτησης, οι συνθήκες κυκλοφορίας και η συμπεριφορά του οδηγού. 
Επίσης, η εκτίμηση κατανάλωσης καυσίμου κατά την αναζήτηση θέσης στάθμευσης εμπλέκεται σε μια 
δυναμική αλληλεπίδραση μεταξύ της κυκλοφοριακής ροής, της διαθεσιμότητας των θέσεων 
στάθμευσης και των συμπεριφορικών παραγόντων των οδηγών κάνοντας την ακριβή εκτίμηση 
περίπλοκη. Επιπλέον, η έρευνα μπορεί να στρέφεται προς την ανάπτυξη τεχνολογιών για την 
εξοικονόμηση καυσίμου και τη βελτίωση της αστικής κινητικότητας συνολικά, αντί της εστίασης σε 
συγκεκριμένες δραστηριότητες όπως η αναζήτηση στάθμευσης. Αυτό επιβεβαιώνεται από την 
υπάρχουσα βιβλιογραφία που εστιάζει κυρίως στην ανάπτυξη έξυπνων συστημάτων στάθμευσης και 
τη διαχείριση της κυκλοφοριακής συμφόρησης.  

Η ανάγκη για περαιτέρω έρευνα στον τομέα της κατανάλωσης καυσίμου κατά την αναζήτηση 
στάθμευσης είναι σημαντική, καθώς μπορεί να προσφέρει επιπλέον ευκαιρίες για τη βελτίωση της 
αστικής βιωσιμότητας και τη μείωση των περιβαλλοντικών επιπτώσεων. Με την πρόβλεψη 
κατανάλωσης καυσίμου κατά την αναζήτηση στάθμευσης θα μπορούμε να  μειώσουμε σημαντικά τις 
εκπομπές ρύπων στην ατμόσφαιρα, να κατανοήσουμε το πώς η αναζήτηση στάθμευσης επηρεάζει την 
κατανάλωση καυσίμου και έτσι να υλοποιηθούν πιο αποτελεσματικά συστήματα διαχείρισης της 
κυκλοφορίας και των χώρων στάθμευσης, βελτιστοποιώντας την αστική κυκλοφορία.  

 

Εικόνα 2 : Επισκόπηση της βιβλιογραφίας 
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Κεφάλαιο 3 : ΜΕΘΟΔΟΛΟΓΙΚΗ ΠΡΟΣΕΓΓΙΣΗ 

3.1 Διάγραμμα ροής εργασιών  

Η αναζήτηση για διαθέσιμη θέση στάθμευσης σε αστικά κέντρα αποτελεί μια αυξανόμενη πηγή 
προβλημάτων, από την απώλεια χρόνου μέχρι την επιβάρυνση της κυκλοφορίας και την αυξημένη 
κατανάλωση καυσίμου. Η έρευνα στον τομέα της εκτίμησης της κατανάλωσης καυσίμου κατά την 
αναζήτηση στάθμευσης είναι ζωτικής σημασίας για την ανάπτυξη πιο βιώσιμων πρακτικών 
στάθμευσης και τη μείωση της αστικής συμφόρησης. Ο σκοπός αυτής της διπλωματικής εργασίας είναι 
η ανάλυση και εκτίμηση της κατανάλωσης καυσίμου που συνδέεται με την αναζήτηση θέσης 
στάθμευσης σε αστικά κέντρα, με στόχο την κατανόηση των σχέσεων ανάμεσα στη διαδικασία της 
αναζήτησης και την κατανάλωση καυσίμου και τον προσδιορισμό των βασικών παραγόντων που 
συμβάλλουν σε αυτή. Στην παρούσα έρευνα για την εκτίμηση κατανάλωσης καυσίμου κατά την 
αναζήτηση θέσης στάθμευσης οι μεταβλητές που χρησιμοποιούνται για την κατασκευή του μοντέλου 
πρόβλεψης είναι εκείνες που εστιάζουν στην συμπεριφορά του οδηγού και στο περιβάλλον οδήγησης 

Η μεθοδολογία της εργασίας περιλαμβάνει τη συλλογή δεδομένων μέσω συστημάτων GPS και OBD, 
τα οποία καταγράφουν παραμέτρους όπως η απόσταση, η διάρκεια αναζήτησης και η μέση ταχύτητα, 
ακολουθούμενη από προσεκτική προεπεξεργασία και καθαρισμό για την εξασφάλιση της ποιότητας 
και της αξιοπιστίας τους.  

Στο πλαίσιο ενίσχυσης της γενίκευσης των μοντέλων και αποφυγής υπερπροσαρμογής, εφαρμόστηκε 
επαύξηση δεδομένων με χρήση Variational Autoencoder (VAE), μιας μεθόδου βαθιάς μάθησης που 
επιτρέπει τη δημιουργία τεχνητών δειγμάτων με βάση την κατανομή των αρχικών δεδομένων. 
Ακολούθως, εφαρμόστηκαν μοντέλα μηχανικής μάθησης, όπως Linear Regression, Random Forest, 
Gradient Boosting, XGBoost και Voting Regressor, για την εκτίμηση της κατανάλωσης καυσίμου βάσει 
των καταγεγραμμένων παραμέτρων. 

Η αξιολόγηση της απόδοσης των μοντέλων πραγματοποιήθηκε με τις μετρικές RMSE, R², MAE και 
MSE, ενώ οι τιμές SHAP χρησιμοποιήθηκαν για την ανάλυση της σημασίας των χαρακτηριστικών, 
αναδεικνύοντας την απόσταση αναζήτησης ως τον σημαντικότερο παράγοντα που επηρεάζει την 
κατανάλωση καυσίμου, με τη διάρκεια αναζήτησης και τη μέση ταχύτητα να ακολουθούν με μικρότερη 
αλλά υπολογίσιμη συνεισφορά. Μέσα από τη διαδικασία αυτή επιβεβαιώθηκε ότι η μείωση της 
απόστασης και της διάρκειας αναζήτησης μπορεί να συμβάλει ουσιαστικά στη μείωση της 
κατανάλωσης καυσίμου κατά την αναζήτηση στάθμευσης. Το διάγραμμα ροής που ακολουθεί 
συνοψίζει τη μεθοδολογία που εφαρμόστηκε και τα στάδια που υλοποιήθηκαν για την επίτευξη των 
στόχων της έρευνας. 
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Διάγραμμα 3:Διάγραμμα Ροής Μεθοδολογίας 

 

Συλλογή δεδομένων
➝ GPS και OBD 

Καθαρισμός και 
Προεπεξεργασία 

δεδομένων

Επαύξηση δεδομένων 
(Data Augmentation)

Επεξηγηματική ανάλυση 
δεδομένων και οπτικοποίηση

Εκπαίδευση μοντέλων: 

•Γραμμική Παλινδρόμηση

•Random Forest Regressor

•AdaBoost Regression 

•Gradient Boost Regression

•XGBoost Regressor

Συνδυασμός μοντέλων -
Voting Regressor

Αξιολόγηση μοντέλων
➝ R², RMSE, MAE, MSE.

SHAP analysis ➝ Σημασία 
χαρακτηριστικών

Ερμηνεία & Συμπεράσματα
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3.2 Πείραμα και συλλογή δεδομένων 

Η πειραματική διαδικασία για τη συλλογή δεδομένων αποτελεί κρίσιμο στάδιο για την ακριβή ανάλυση 
της κατανάλωσης καυσίμου κατά την αναζήτηση στάθμευσης. Η συλλογή δεδομένων 
πραγματοποιήθηκε μέσω συσκευών GPS και OBD-II, που επιτρέπουν την καταγραφή δεδομένων 
οδήγησης σε πραγματικό χρόνο. Τα δεδομένα περιλαμβάνουν την απόσταση και τον χρόνο 
αναζήτησης, τη μέση ταχύτητα, την κατανάλωση καυσίμου και άλλα δυναμικά χαρακτηριστικά του 
οχήματος. Επιπλέον, χρησιμοποιήθηκαν τεχνικές ανίχνευσης μοτίβων οδήγησης για τον καθορισμό της 
στιγμής έναρξης της διαδικασίας αναζήτησης στάθμευσης. 

Για την ακριβέστερη καταγραφή των δεδομένων, οι συσκευές GPS χρησιμοποιήθηκαν για τον 
εντοπισμό της ακριβούς τοποθεσίας του οχήματος, ενώ οι αισθητήρες OBD-II κατέγραψαν δεδομένα 
που σχετίζονται με την κατανάλωση καυσίμου, την ταχύτητα του οχήματος και τις στροφές του 
κινητήρα. Η ενσωμάτωση αυτών των δεδομένων σε μια ενοποιημένη βάση επέτρεψε τη δημιουργία 
ενός πλήρους συνόλου πληροφοριών για την ανάλυση των μοτίβων οδήγησης κατά την αναζήτηση 
στάθμευσης. 

Η επεξεργασία των δεδομένων περιλάμβανε τον καθαρισμό των αρχικών εγγραφών, την ανίχνευση και 
την απομάκρυνση ακραίων τιμών και τη χρήση τεχνικών στατιστικής ανάλυσης για την εξαγωγή 
αξιόπιστων συμπερασμάτων. Επιπλέον, εφαρμόστηκαν αλγόριθμοι μηχανικής μάθησης για την 
αναγνώριση των κύριων χαρακτηριστικών που επηρεάζουν την κατανάλωση καυσίμου, επιτρέποντας 
τη βελτιστοποίηση των μοντέλων πρόβλεψης. 

Η ανάλυση αυτών των δεδομένων συνέβαλε στην ανάπτυξη μοντέλων πρόβλεψης της κατανάλωσης 
καυσίμου και στη βελτιστοποίηση στρατηγικών στάθμευσης. Τα αποτελέσματα της πειραματικής 
διαδικασίας υποδεικνύουν ότι η απόσταση και ο χρόνος αναζήτησης στάθμευσης είναι βασικοί 
παράγοντες που επηρεάζουν την κατανάλωση καυσίμου, επιβεβαιώνοντας τη σημασία της 
αποτελεσματικής διαχείρισης των θέσεων στάθμευσης στα αστικά κέντρα. 

3.3 Δεδομένα GPS 

Το GPS (Global Positioning System) είναι ένα παγκόσμιο δορυφορικό σύστημα που παρέχει γεω-
χωρικές και χρονικές πληροφορίες σε έναν δέκτη οπουδήποτε στη Γη, όταν και εφόσον υπάρχει 
ανεμπόδιστη οπτική επαφή με τέσσερις ή περισσότερους δορυφόρους GPS. Το GPS λειτουργεί μέσω 
ενός δικτύου περίπου 30 δορυφόρων που περιφέρονται σε σταθερές τροχιές γύρω από τη Γη, 
στέλνοντας συνεχώς σήματα πίσω στην επιφάνεια, τα οποία μπορούν να ερμηνευθούν από δέκτες GPS 
για τον καθορισμό της τοποθεσίας, της ταχύτητας και της κατεύθυνσης. 

Ο τρόπος συλλογής δεδομένων από GPS είναι διαδικασία που εμπλέκει τη συλλογή μεγάλου όγκου 
δεδομένων από πληθώρα χρηστών, κατά κύριο λόγο μέσω των συσκευών τους, τα οποία μπορεί να 
συμπεριλαμβάνουν smartphones ή άλλες φορητές συσκευές με δυνατότητα GPS. Τα δεδομένα αυτά 
συγκεντρώνονται και επεξεργάζονται για να δημιουργήσουν αναλυτικούς χάρτες, να βελτιώσουν τις 
υπάρχουσες υπηρεσίες πλοήγησης ή να ενισχύσουν τις εφαρμογές που βασίζονται σε τοποθεσία. 

Σύμφωνα με τους Yong Wang et al. (2024) ,πριν από τη συλλογή στο πεδίο, καθορίζονται το εύρος, το 
περιεχόμενο και οι στόχοι της συλλογής. Επιλέγεται κατάλληλη συσκευή συλλογής βάσει των 
απαιτήσεων συλλογής και εξασφαλίζεται ότι η συσκευή λειτουργεί σωστά και διαθέτει επαρκή χώρο 
αποθήκευσης δεδομένων (σκληρούς δίσκους). Μετά την προετοιμασία, τα δεδομένα συλλέγονται 
σύμφωνα με την προγραμματισμένη περιοχή συλλογής. Τα οχήματα απόκτησης υψηλής ακρίβειας 
χαρτών συνήθως χρειάζονται να είναι εφοδιασμένα με μια σειρά από επαγγελματικό εξοπλισμό για τη 
συλλογή πληροφοριών χαρτών. Η διαδικασία της επεξεργασίας των δεδομένων είναι κυρίως υπεύθυνη 
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για τη μετατροπή των συλλεγμένων δεδομένων σε χρησιμοποιήσιμα δεδομένα για την παραγωγή 
υψηλής ακρίβειας χαρτών. Αποτελεί ένα δοκιμαστικό μοντέλο για την παραγωγή υψηλής ακρίβειας 
χαρτών, περιλαμβάνοντας κυρίως διαδικασίες ανάλυσης, τμηματοποίησης, συγκρισιμότητας και 
αναγνώρισης. Τα αποτελέσματα της αυτόματης αναγνώρισης και η αρχική έκδοση των δεδομένων 
επεξεργάζονται μέσω διαφοροποίησης, συγχώνευσης και ανατίθενται οι εργασίες στους παραγωγούς 
δεδομένων μέσω της ολικής διαδικασίας καθοδήγησης online εργασιών. Έπειτα, πραγματοποιείται ο 
έλεγχος προδιαγραφών και λογικής σχετικής ποιότητας και ο έλεγχος ποιότητας των αποτελεσμάτων 
παραγωγής δεδομένων για να ελεγχθεί η ορθότητα των δεδομένων σε κάθε σύνδεσμο. 

 

Εικόνα 3: Κόμβοι συλλογής και επεξεργασίας βασικών δεδομένων 

 

3.4  Aνάλυση δεδομένων από το On-Board Diagnostics (OBD) 

Η πρότυπη διαγνωστική διαδικασία onboard (OBD) αναπτύχθηκε στις Ηνωμένες Πολιτείες κυρίως για 
να βοηθήσει στον εντοπισμό βλαβών του κινητήρα. Ο πρωταρχικός σκοπός της ύπαρξης ενός τέτοιου 
συστήματος είναι ο εντοπισμός οποιασδήποτε αύξησης των εκπομπών βλαβερών αερίων που 
υπερβαίνουν κάποια αποδεκτά όρια. Το σύστημα λειτουργεί συνεχώς παρακολουθώντας διάφορους 
αισθητήρες που είναι αφιερωμένοι να στέλνουν ηλεκτρικά σήματα ως ανατροφοδότηση στην κύρια 
ECU (Electronic Control Unit) του οχήματος. Οι αισθητήρες αυτοί παρακολουθούν τις λειτουργίες 
διαχείρισης του κινητήρα πιο συγκεκριμένα, αυτοί οι αισθητήρες είναι υπεύθυνοι για τον εντοπισμό 
του όγκου του αέρα/καυσίμου ώστε η ECU να μπορεί να καθορίσει ακριβώς το σωστό μείγμα σε 
πραγματικό χρόνο. Άλλοι αισθητήρες επίσης συμβάλλουν στο μείγμα αέρα/καυσίμου όπως ο 
αισθητήρας οξυγόνου και ο αισθητήρας μαζικής ροής αέρα (MAF). Ένας σαρωτής OBD 
χρησιμοποιείται για την επικοινωνία με την ECU των οχημάτων. Ο σαρωτής OBD είναι ένα εργαλείο 
για τη διάγνωση προβλημάτων στα ηλεκτρικά και εκπομπές συστήματα των οχημάτων. Όταν 
ανιχνευθεί μια βλάβη, η ECU αποθηκεύει τον ελαττωματικό κώδικα στη μνήμη ώστε να μπορεί να 
διαβαστεί από τον σαρωτή (Abukhalil et al. 2020). Η ανάλυση δεδομένων που προέρχονται από το On-

Board Diagnostics (OBD) σύστημα ενός οχήματος παρέχει μια προηγμένη μέθοδο για την εκτίμηση 
κατανάλωσης καυσίμου. Το OBD είναι ένα σύστημα που επιτρέπει την πρόσβαση σε διάφορες 
παραμέτρους και συστήματα λειτουργίας του οχήματος, παρέχοντας πολύτιμα δεδομένα σχετικά με 
την απόδοση και την κατανάλωση καυσίμου. 
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Εικόνα 4:  Σχήμα συλλογής και επεξεργασίας δεδομένων (Šarkan et al. 2019) 

Τα OBD συστήματα παρέχουν πρόσβαση σε δεδομένα όπως η στροφορμή του κινητήρα, η 
θερμοκρασία του κινητήρα, ο ρυθμός εκπομπής καυσαερίων, η θέση του γκαζιού, και πολλά άλλα. 
Αυτές οι πληροφορίες μπορούν να χρησιμοποιηθούν για την ακριβή εκτίμηση της κατανάλωσης 
καυσίμου του οχήματος (Konstantinou et al. 2023). 

Η συλλογή δεδομένων από το On-Board Diagnostics (OBD) σύστημα για την κατανάλωση καυσίμου 
ξεκινά με τη σύνδεση μιας OBD-II συσκευής διαγνωστικής με την αντίστοιχη θύρα του οχήματος. 
Αυτή η θύρα βρίσκεται συνήθως κάτω από το ταμπλό κοντά στο τιμόνι. 

Η ECU (Electronic Control Unit) του οχήματος συλλέγει δεδομένα από διάφορους αισθητήρες που 
είναι σχετικοί με τη λειτουργία του κινητήρα και την κατανάλωση καυσίμου. Αυτοί περιλαμβάνουν 
τον αισθητήρα θέσης της πεταλούδας (Throttle Position Sensor - TPS), τον αισθητήρα μαζικής ροής 
αέρα (Mass Air Flow sensor - MAF), τον αισθητήρα οξυγόνου (Oxygen Sensor), και άλλους. Η ECU 
επεξεργάζεται αυτά τα δεδομένα για να προσδιορίσει την κατανάλωση καυσίμου βάσει των 
λειτουργικών παραμέτρων του οχήματος, όπως η ταχύτητα, η συχνότητα ανάφλεξης, ο ρυθμός 
εισαγωγής αέρα και το μείγμα αέρα-καυσίμου. 

Με τη χρήση της συσκευής διαγνωστικής OBD-II, οι τεχνικοί ή οι ιδιοκτήτες μπορούν να 
προσπελάσουν τα δεδομένα κατανάλωσης καυσίμου, καθώς και να διαβάσουν και να ερμηνεύσουν 
τυχόν κωδικούς βλαβών που έχουν καταχωρηθεί στην μνήμη της ECU. Οι διαθέσιμες εφαρμογές και 
λογισμικά μπορούν να αναλύσουν περαιτέρω τα δεδομένα, παρέχοντας πιο λεπτομερή κατανόηση της 
κατανάλωσης καυσίμου και προτάσεις για βελτιστοποίηση της απόδοσης του οχήματος. Σε κάποιες 
περιπτώσεις, τα συστήματα OBD μπορούν να παρέχουν πληροφορίες στους οδηγούς σε πραγματικό 
χρόνο, βοηθώντας τους να κατανοήσουν καλύτερα τις συνθήκες λειτουργίας του οχήματος και να 
προσαρμόσουν ανάλογα το στυλ οδήγησής τους για μεγαλύτερη οικονομία καυσίμου. 

Η διαδικασία αυτή επιτρέπει την συνεχή παρακολούθηση και βελτιστοποίηση της κατανάλωσης 
καυσίμου, προσφέροντας ταυτόχρονα σημαντικές πληροφορίες για την συντήρηση και την απόδοση 
του οχήματος. 

Η χρήση δεδομένων από τα On-Board Diagnostics (OBD) συστήματα αποτελεί μια επαναστατική 
προσέγγιση για την ακριβή εκτίμηση και βελτίωση της κατανάλωσης καυσίμου στα οχήματα. Μέσω 
της εξελιγμένης ανάλυσης και επεξεργασίας των δεδομένων που συλλέγονται σε πραγματικό χρόνο, 
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είναι δυνατό να αποκτηθεί μια βαθιά κατανόηση των δυναμικών παραμέτρων που επηρεάζουν την 
κατανάλωση καυσίμου. Η εφαρμογή σύγχρονων τεχνικών μηχανικής μάθησης και τεχνολογιών 
ανάλυσης δεδομένων επιτρέπει την ανάπτυξη προηγμένων μοντέλων πρόβλεψης, προσφέροντας στους 
καταναλωτές, στους κατασκευαστές και στις κυβερνήσεις ένα ισχυρό εργαλείο για την βελτίωση από 
άποψη οικονομίας  καυσίμου, την μείωση των εκπομπών στην ατμόσφαιρα και την προώθηση της 
βιωσιμότητας στην αυτοκινητοβιομηχανία. 
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Κεφάλαιο 4 : ΘΕΩΡΗΤΙΚΟ ΥΠΟΒΑΘΡΟ 

4.1 Μηχανική Μάθηση 

Η Μηχανική Μάθηση (Machine Learning, ML) αποτελεί έναν από τους πυλώνες της Τεχνητής 
Νοημοσύνης (Artificial Intelligence, AI) και σχετίζεται με την ανάπτυξη αλγορίθμων και στατιστικών 
μοντέλων που επιτρέπουν σε ένα σύστημα να 'μαθαίνει' από δεδομένα, προκειμένου να κάνει 
προβλέψεις ή να λαμβάνει αποφάσεις χωρίς να είναι ρητά προγραμματισμένο για συγκεκριμένες 
καταστάσεις. Με την πάροδο των ετών, η έρευνα στον τομέα αυτό έχει επεκταθεί σημαντικά, με 
ορόσημο την ανάπτυξη των νευρωνικών δικτύων, του αλγόριθμου back-propagation για την 
εκπαίδευση νευρωνικών δικτύων, και των Support Vector Machines (SVM) (Loh, 2011). 

Η ML περιλαμβάνει τρεις θεμελιώδεις τύπους μάθησης: Επιβλεπόμενη Μάθηση (Supervised 
Learning), Μη Επιβλεπόμενη Μάθηση (Unsupervised Learning) και Ενισχυτική Μάθηση 
(Reinforcement Learning), η καθεμία με τις δικές της μεθοδολογίες και μετρικές για την αξιολόγηση 
της απόδοσης. 

4.1.1 Βασικά Είδη Μηχανικής Μάθησης 
Τα μοντέλα μάθησης με επίβλεψη εκπαιδεύονται χρησιμοποιώντας επισημειωμένα ζεύγη εισόδου-
εξόδου, με στόχο την ανακάλυψη μιας συνάρτησης που μπορεί να προβλέψει τις εξόδους για νέες 
εισόδους. Αυτή η μορφή μάθησης είναι κομβικής σημασίας όταν το αποτέλεσμα είναι γνωστό και ο 
στόχος είναι να εξαχθεί ένα μοντέλο πρόβλεψης. Ο Zhou (2018) παρέχει μια ολοκληρωμένη 
επισκόπηση της προόδου στη μάθηση με ασθενή επίβλεψη, υπογραμμίζοντας τις προκλήσεις και τις 
εξελίξεις στον χειρισμό των μορφών ασθενούς επίβλεψης, όπως η ελλιπής και η ανακριβής επίβλεψη. 
Μια διεισδυτική προοπτική για την επιβλεπόμενη μάθηση προσφέρουν οι Hinton και Sejnowski (2018), 
οι οποίοι υπογραμμίζουν τον θεμελιώδη ρόλο της στην ενεργοποίηση συστημάτων προβλεπτικής 
ανάλυσης και λήψης αποφάσεων, τονίζοντας τη σημασία της κατανόησης της στατιστικής δομής των 
μοτίβων εισόδου για την εξαγωγή ουσιαστικών προβλέψεων εξόδου χωρίς ρητό προγραμματισμό 
συγκεκριμένων εργασιών. 

Η μάθηση χωρίς επίβλεψη, αντίθετα, ασχολείται με σύνολα δεδομένων που δεν έχουν επισημειωμένες 
εξόδους. Στοχεύει στην αποκάλυψη κρυφών δομών ή συστάδων μέσα στα δεδομένα. Αυτός ο τύπος 
μάθησης είναι απαραίτητος όταν διερευνά τα εγγενή μοτίβα των δεδομένων χωρίς προκαθορισμένες 
ετικέτες ή αποτελέσματα. Είναι ένας κρίσιμος τομέας για την ανακάλυψη άγνωστων μοτίβων στα 
δεδομένα ή για την κατάτμηση συνόλων δεδομένων σε διακριτές κατηγορίες με βάση εγγενείς 
ομοιότητες. Ο Wang (2016) διευκρινίζει πώς οι τεχνικές μη επιβλεπόμενης μάθησης, μέσω μεθόδων 
όπως η ανάλυση κύριων συνιστωσών και η ανάλυση συστάδων, μπορούν να αναγνωρίσουν φάσεις και 
μεταβάσεις φάσεων σε συστήματα πολλών σωμάτων από ακατέργαστες διαμορφώσεις spin. Αυτό 
αποτελεί παράδειγμα της ικανότητας της μη επιβλεπόμενης μάθησης να αποκαλύπτει κρυμμένες 
διαστάσεις των δεδομένων που δεν είναι άμεσα εμφανείς. 

Η ενισχυτική μάθηση ξεχωρίζει για την εστίασή της στη λήψη αποφάσεων μέσω δοκιμής και 
σφάλματος, με γνώμονα τον στόχο της μεγιστοποίησης μιας καθορισμένης συνάρτησης ανταμοιβής. 
Σε αντίθεση με την επιβλεπόμενη και τη μη επιβλεπόμενη μάθηση, η ενισχυτική μάθηση περιλαμβάνει 
έναν πράκτορα που μαθαίνει τις βέλτιστες ενέργειες με βάση την ανατροφοδότηση από το περιβάλλον 
του. Αυτό το παράδειγμα είναι ικανό στην πλοήγηση σε πολύπλοκα περιβάλλοντα όπου η σωστή 
ενέργεια δεν είναι προκαθορισμένη αλλά ανακαλύπτεται μέσω των αλληλεπιδράσεων του πράκτορα 
και των ανταμοιβών που λαμβάνει. Η ενισχυτική μάθηση αντιπροσωπεύει μια σημαντική προσέγγιση 
στην εξερεύνηση της δυνατότητας αυτόνομων συστημάτων να βελτιώνουν την απόδοσή τους και να 
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επιτυγχάνουν τους στόχους τους μέσα από την αλληλεπίδραση με περίπλοκα και αβέβαια περιβάλλοντα 
(Sutton 1992). 

Η επιβλεπόμενη μάθηση ευδοκιμεί σε περιβάλλοντα όπου είναι διαθέσιμα ιστορικά δεδομένα με 
γνωστά αποτελέσματα, επιτρέποντας την εκπαίδευση προγνωστικών μοντέλων. Η μάθηση χωρίς 
επίβλεψη είναι ζωτικής σημασίας για την ανακάλυψη προτύπων και την ομαδοποίηση όταν δεν 
παρέχονται ρητά αποτελέσματα. Η ενισχυτική μάθηση ταιριάζει σε εργασίες λήψης αποφάσεων όπου 
ένας πράκτορας μαθαίνει τις βέλτιστες ενέργειες μέσω ανταμοιβών. 

Η κατηγοριοποίηση και η παλινδρόμηση αποτελούν δύο από τις κυριότερες εργασίες μάθησης με 
επίβλεψη. Η κατηγοριοποίηση είναι μια διαδικασία στη μηχανική μάθηση όπου το μοντέλο 
εκπαιδεύεται να διαχωρίζει τα δεδομένα σε διάφορες προκαθορισμένες κατηγορίες. Το αποτέλεσμα 
είναι διακριτό και συνήθως αφορά σε έναν πεπερασμένο αριθμό κλάσεων. Για παράδειγμα, ένα 
μοντέλο κατηγοριοποίησης μπορεί να προβλέψει αν ένα email είναι spam ή όχι, βασιζόμενο σε 
χαρακτηριστικά όπως τα λέξεις-κλειδιά ή ο αριθμός των εξωτερικών συνδέσμων. Παραδείγματα 
αλγορίθμων κατηγοριοποίησης περιλαμβάνουν τον αλγόριθμο K-Nearest Neighbors (k-NN), τα 
Δέντρα Αποφάσεων, και τα Νευρωνικά Δίκτυα (Domingos, 2012).  

Η παλινδρόμηση ασχολείται με την πρόβλεψη ενός συνεχούς αποτελέσματος βασιζόμενη σε μια ή 
περισσότερες εισόδους. Σε αντίθεση με την κατηγοριοποίηση, όπου η έξοδος περιορίζεται σε διακριτές 
τιμές, η παλινδρόμηση προβλέπει μια συνεχή τιμή Κλασικοί αλγόριθμοι παλινδρόμησης 
περιλαμβάνουν την Γραμμική Παλινδρόμηση, την Πολυώνυμη Παλινδρόμηση, και τις Μηχανές 
Διανυσματικής Υποστήριξης για παλινδρόμηση (James, et al. 2013). 

Η πρόβλεψη της κατανάλωσης καυσίμου κατά τη διάρκεια της αναζήτησης θέσης στάθμευσης είναι 
ένα πρόβλημα παλινδρόμησης επειδή αφορά στην πρόβλεψη μιας συνεχούς τιμής (την κατανάλωση 
καυσίμου) με βάση ένα σύνολο εισόδων (όπως η απόσταση, η διάρκεια της αναζήτησης, η μέση 
ταχύτητα κλπ.). Στη διαδικασία αυτή, το μοντέλο μαθαίνει να συνδέει τις εισόδους με την έξοδο (την 
κατανάλωση καυσίμου) έτσι ώστε να μπορεί να προβλέψει την έξοδο για νέα, άγνωστα δεδομένα. 

Ο στόχος είναι να ανακαλυφθεί μια συνάρτηση που μπορεί να προβλέψει με ακρίβεια την κατανάλωση 
καυσίμου για νέες συνθήκες οδήγησης που δεν έχουν συμπεριληφθεί στα δεδομένα εκπαίδευσης. Στη 
συγκεκριμένη έρευνα, χρησιμοποιούνται διάφορα μοντέλα παλινδρόμησης, όπως το XGBoost 
Regressor, το Gradient Boosting Regressor και το Random Forest Regressor, για να προβλεφθεί η 
κατανάλωση καυσίμου. 

4.1.2 Βασικά Μοντέλα Παλινδρόμησης 
Για τη δημιουργία μοντέλων πρόβλεψης στη μηχανική μάθηση, υπάρχει μια πληθώρα αλγορίθμων που 
μπορούν να χρησιμοποιηθούν, εξαρτώμενοι από το είδος του προβλήματος , τον τύπο των δεδομένων, 
και την επιθυμητή ακρίβεια του μοντέλου. 

H Γραμμική Παλινδρόμηση (Linear Regression), ένας από τους πιο βασικούς αλγορίθμους για 
παλινδρόμηση, χρησιμοποιείται ευρέως για την πρόβλεψη συνεχών τιμών. Ο αλγόριθμος προσπαθεί να 
εντοπίσει τη γραμμική σχέση μεταξύ εισόδων και εξόδων, ιδανικός για περιπτώσεις όπου η σχέση 
μεταξύ των μεταβλητών είναι σχετικά απλή και κατανοητή. Τα Δέντρα Αποφάσεων (Decision Trees), 
ένας αλγόριθμος που χρησιμοποιείται τόσο για κατηγοριοποίηση όσο και για παλινδρόμηση, 
λειτουργούν διαιρώντας το σετ δεδομένων σε υποσύνολα βασισμένα σε κριτήρια απόφασης, 
προσπαθώντας να παράγουν όσο το δυνατόν πιο ομοιογενή υποσύνολα. Τα Τυχαία Δάση (Random 
Forests) αποτελούν ένα ensemble μοντέλο που χρησιμοποιεί πολλαπλά δέντρα αποφάσεων για να 
αυξήσει την ακρίβεια των προβλέψεων. Η μέθοδος αυτή μειώνει τον κίνδυνο υπερπροσαρμογής που 
συχνά συναντάται στα δέντρα αποφάσεων και παρέχει πιο αξιόπιστες προβλέψεις (Breiman, 2001).  
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Οι Υποστηρικτικές Μηχανές Διανυσμάτων (Support Vector Machines - SVM), προσφέρουν μια ισχυρή 
τεχνική για κατηγοριοποίηση και μπορούν να προσαρμοστούν για χρήση στην παλινδρόμηση. Οι SVM 
εργάζονται βελτιστοποιώντας τα όρια απόφασης μεταξύ των διαφορετικών κατηγοριών (Cortes, C., & 
Vapnik, V. 1995). Τέλος, τα Νευρωνικά Δίκτυα (Neural Networks) προσφέρουν εξαιρετικές 
δυνατότητες προσαρμογής και μπορούν να χειριστούν πολύπλοκα και μη γραμμικά προβλήματα, 
καθιστώντας τα ιδανικά για μια ευρεία γκάμα εργασιών που περιλαμβάνουν κατηγοριοποίηση και 
παλινδρόμηση. Με την εισαγωγή τεχνικών βαθιάς μάθησης (deep learning), τα νευρωνικά δίκτυα έχουν 
επιτύχει εξαιρετικές επιδόσεις σε σύνθετες εργασίες, όπως η αναγνώριση εικόνας, η φυσική γλωσσική 
επεξεργασία και πολλές άλλες (LeCun et al., 2015). 

4.2 Δέντρα Αποφάσεων 

Στη μηχανική μάθηση, υπάρχουν δύο τύποι δέντρων απόφασης (decision trees): τα δέντρα 
παλινδρόμησης και τα δέντρα ταξινόμησης. Ένα δέντρο απόφασης χρησιμοποιεί μια προσέγγιση 
βασισμένη σε κανόνες για να διαιρέσει έναν χώρο δεδομένων σε πολλαπλούς γραμμικούς χώρους και 
να προβλέψει τις αποκρίσεις. Εάν οι προβλεπόμενες αποκρίσεις είναι συνεχείς (δηλαδή, οι αποκρίσεις 
μπορούν να είναι πραγματικός αριθμός), τότε το δέντρο απόφασης είναι ένα δέντρο παλινδρόμησης, 
και αν οι προβλεπόμενες αποκρίσεις είναι διακριτές (δηλαδή, μια απόκριση μπορεί να να ανήκει σε μια 
κλάση), τότε το δέντρο είναι ένα δέντρο ταξινόμησης (Lewis, 2000). Με απλά λόγια, τα δέντρα 
απόφασης κάνουν διάφορες κάθετες και οριζόντιες τομές στο πεδίο δεδομένων και, επομένως, είναι 
επίσης ιδιαίτερα κατάλληλα για ταξινόμηση πολλαπλών κατηγοριών. Ο τομέας δεδομένων μπορεί να 
αντιστοιχιστεί σε διάφορες κλάσεις και το δέντρο απόφασης μπορεί να τις ταξινομήσει αναπτύσσοντας 
πολλαπλούς υποτομείς.  

Τα Δέντρα Αποφάσεων είναι ένα από τα πιο διαισθητικά μοντέλα στην επιβλεπόμενη μηχανική 
μάθηση, παρέχοντας μια ισχυρή μέθοδο για την πρόβλεψη και ταξινόμηση δεδομένων μέσω ενός 
συστήματος κανόνων βασισμένων σε δοκιμαστικές ερωτήσεις. Αυτά τα μοντέλα χρησιμοποιούνται 
ευρέως λόγω της ευκολίας ερμηνείας τους, της ικανότητάς τους να χειρίζονται τόσο αριθμητικά όσο 
και κατηγορικά δεδομένα, και της μη απαίτησης για εκτεταμένη προεπεξεργασία των δεδομένων. 
Αποτελούνται από κόμβους, κλαδιά και φύλλα, όπου κάθε κόμβος αντιπροσωπεύει μια δοκιμαστική 
ερώτηση σε ένα χαρακτηριστικό, κάθε κλάδος αντιπροσωπεύει την απάντηση στην ερώτηση και κάθε 
φύλλο αντιπροσωπεύει μια πρόβλεψη ή απόφαση (Breiman L.,1984). Προσφέρουν σημαντικά 
πλεονεκτήματα, όπως η ευκολία ερμηνείας των μοντέλων, η ικανότητα να χειρίζονται τόσο αριθμητικά 
όσο και κατηγορικά δεδομένα, Ωστόσο, υπάρχουν και σημαντικοί περιορισμοί, όπως η τάση προς 
υπερπροσαρμογή (overfitting), ιδίως σε περιπτώσεις με πολύπλοκα δέντρα ή περιορισμένα δεδομένα, 
καθώς και η ευαισθησία σε μικρές αλλαγές στα δεδομένα εκπαίδευσης, που μπορεί να οδηγήσουν σε 
σημαντικά διαφορετικά μοντέλα. Για την αντιμετώπιση ορισμένων από αυτούς τους περιορισμούς, 
έχουν αναπτυχθεί τεχνικές όπως η προσαρμογή (pruning) του δέντρου, για τη μείωση της 
πολυπλοκότητας και την αποφυγή της υπερπροσαρμογής, και οι μέθοδοι ensemble, όπως τα Random 
Forests, που συνδυάζουν τις προβλέψεις από πολλαπλά δέντρα αποφάσεων για τη βελτίωση της 
ακρίβειας και της σταθερότητας των προβλέψεων. Για την αντιμετώπιση αυτού, χρησιμοποιούνται 
τεχνικές προσαρμογής (pruning) που αφαιρούν τμήματα του δέντρου που προσφέρουν λίγη ή καθόλου 
πληροφορία για τη λήψη αποφάσεων, βοηθώντας έτσι το μοντέλο να βελτιώσει την απόδοσή του σε 
αδιερεύνητα δεδομένα (Quinlan, J. R. 1986). Tα Δέντρα Αποφάσεων μπορεί να χρησιμοποιηθούν για 

την αξιολόγηση της σημαντικότητας των χαρακτηριστικών (feature importance) και την επιλογή των 
πιο σημαντικών χαρακτηριστικών (feature selection) πριν από την εκπαίδευση του μοντέλου. Αυτό 
συμβαίνει μέσω της διαδικασίας αξιολόγησης στην οποία κάθε χαρακτηριστικό αξιολογείται βάσει της 
συνεισφοράς του στην μείωση της αβεβαιότητας (ή της εντροπίας) του μοντέλου, με την επιλογή των 
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χαρακτηριστικών που προσφέρουν το μεγαλύτερο κέρδος πληροφορίας (information gain) για την 
πρόβλεψη (Hamed, M. A., et al., 2021) 

Συνοψίζοντας, τα Δέντρα Αποφάσεων προσφέρουν μια ισχυρή και ευέλικτη προσέγγιση για την 
επίλυση προβλημάτων ταξινόμησης και πρόβλεψης, με την ικανότητα να ανακαλύπτουν περίπλοκες 
δομές στα δεδομένα. Η ευκολία ερμηνείας και η ικανότητα να διαχειρίζονται τόσο αριθμητικά όσο και 
κατηγορικά δεδομένα καθιστούν τα Δέντρα Αποφάσεων μια δημοφιλή επιλογή για πολλές εφαρμογές. 
Παρ' όλα αυτά, η προσοχή στην υπερπροσαρμογή και η χρήση τεχνικών όπως το pruning και οι μέθοδοι 
ensemble είναι κρίσιμης σημασίας για την κατασκευή αποτελεσματικών και αξιόπιστων μοντέλων. 
Έτσι, για την ενίσχυση της απόδοσης των Δέντρων Αποφάσεων, συχνά εφαρμόζονται μέθοδοι 
ensemble, όπως τα Random Forests. Αυτές οι μέθοδοι συνδυάζουν τις προβλέψεις από πολλαπλά 
δέντρα για να παράγουν μια τελική απόφαση, μειώνοντας την υπερπροσαρμογή και αυξάνοντας την 
ικανότητα γενίκευσης του μοντέλου. 

Το Διάγραμμα 4 απεικονίζει ένα δέντρο απόφασης, που αποτελείται από κόμβους απόφασης, κόμβους 
φύλλων, και υπο-δέντρα. Ο κόμβος ρίζας είναι ο αρχικός κόμβος από τον οποίο ξεκινούν όλες οι 
αποφάσεις. Το διάγραμμα δείχνει πώς ένα δέντρο απόφασης αναλύει τα δεδομένα και λαμβάνει 
αποφάσεις σε κάθε κόμβο μέχρι να φτάσει σε ένα κόμβο φύλλου, όπου δίνεται η τελική πρόβλεψη ή 
κατηγοριοποίηση. 

 

Διάγραμμα 4: Δέντρο Απόφασης στη Μηχανική Μάθηση 

4.3 Τυχαία Δάση  

Τα Τυχαία Δάση (Random Forests) είναι μια μέθοδος εκμάθησης συνόλου (ensemble learning) για 
ταξινόμηση και παλινδρόμηση που κατασκευάζει έναν αριθμό τυχαίων δέντρων απόφασης κατά τη 
διάρκεια της φάσης εκπαίδευσης και προβλέπει με μέσο όρο των αποτελεσμάτων. Από τη δημοσίευσή 
της στην πρωτοποριακή εργασία του Breiman (2001), η διαδικασία έχει γίνει ένα σημαντικό εργαλείο 
ανάλυσης δεδομένων, που αποδίδει καλά στην πράξη σε σύγκριση με πολλές τυποποιημένες μεθόδους. 
Αυτό που έχει συμβάλει σημαντικά στη δημοτικότητα των δασών είναι ότι μπορούν να εφαρμοστούν 
σε ένα ευρύ φάσμα προβλημάτων πρόβλεψης και έχουν λίγες παραμέτρους προς ρύθμιση. Εκτός από 
το γεγονός ότι είναι απλοί στη χρήση, η μέθοδος αναγνωρίζεται γενικά για την ακρίβειά της και την 
ικανότητά της να αντιμετωπίζει μικρά μεγέθη δείγματος, χώρους χαρακτηριστικών υψηλών 
διαστάσεων και πολύπλοκες δομές δεδομένων (Scornet, E., et al.2014). 
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Η βασική ιδέα πίσω από τα Τυχαία Δάση είναι η δημιουργία ενός "δάσους" από πολλά δέντρα 
αποφάσεων, τα οποία εκπαιδεύονται μέσω της διαδικασίας του bootstrap aggregating (ή bagging). 
Αυτή η διαδικασία περιλαμβάνει την τυχαία επιλογή δειγμάτων από το πρωτότυπο σύνολο δεδομένων 
με αντικατάσταση, για να δημιουργηθούν πολλαπλά διαφορετικά σύνολα δεδομένων, τα οποία 
χρησιμοποιούνται για την εκπαίδευση κάθε δέντρου μέσα στο δάσος. Εκτός από την τεχνική bagging, 
τα Τυχαία Δάση εισάγουν επίσης την ιδέα της τυχαίας επιλογής χαρακτηριστικών σε κάθε κόμβο 
διαχωρισμού των δέντρων.  Αυτό σημαίνει ότι αντί να αναζητούν το καλύτερο χαρακτηριστικό για 
διαχωρισμό σε ολόκληρο το σετ δεδομένων, τα δέντρα στο δάσος εξετάζουν μόνο ένα υποσύνολο των 
διαθέσιμων χαρακτηριστικών. Λόγω της χρήσης πολλαπλών δέντρων και της τυχαιότητας στην επιλογή 
δειγμάτων και χαρακτηριστικών, τα Τυχαία Δάση είναι λιγότερο πιθανό να υπερπροσαρμοστούν στα 
δεδομένα εκπαίδευσης σε σύγκριση με ένα μόνο δέντρο αποφάσεων. Συχνά παράγουν πολύ ακριβή 
μοντέλα, ικανά να ανταγωνιστούν ή και να υπερβούν άλλες προηγμένες τεχνικές μηχανικής μάθησης 
και ταυτόχρονα μπορούν να χρησιμοποιηθούν τόσο για προβλήματα κατηγοριοποίησης όσο και 
παλινδρόμησης. 

Παρόλο που ένα μεμονωμένο δέντρο είναι πιο ερμηνεύσιμο, τα Τυχαία Δάση προσφέρουν στατιστικά 
μέτρα σημαντικότητας για τα χαρακτηριστικά, βοηθώντας στην κατανόηση ποια χαρακτηριστικά έχουν 
μεγαλύτερη επίδραση στην πρόβλεψη. Αξίζει να αναφερθεί πως τα Τυχαία Δάση μπορούν να 
χειριστούν επιτυχώς σετ δεδομένων με υψηλή διάσταση χωρίς ιδιαίτερη ανάγκη για επιλογή 
χαρακτηριστικών αλλά παρόλο την ανθεκτικότητά τους στις απούσες τιμές, η εφαρμογή τεχνικών 
προεπεξεργασίας για τη διαχείριση τους μπορεί να βελτιώσει την απόδοση. (Bernard, S.,et al. 2012) 

4.4 eXtreme Gradient Boosting 

Η μέθοδος Extreme Gradient Boosting (XGB) αναγνωρίζεται ως μέθοδος δέντρων που επεκτάθηκε από 
τους Chen και Guestrin (2016) και παρέχει μια βελτιστοποιημένη υλοποίηση των αλγορίθμων gradient 
boosting (GB). Η XGB είναι σε θέση να παράγει βελτιωμένα δέντρα και να λειτουργεί παράλληλα, να 
συγκλίνει αποτελεσματικά τόσο σε θέματα ταξινόμησης όσο και σε θέματα παλινδρόμησης. 
Συγκρίσιμο με πολλούς αλγορίθμους βελτιστοποίησης, το XGBoost ανακαλύπτει τις βέλτιστες 
μεταβλητές μιας περιγραφόμενης συνάρτησης στόχου χρησιμοποιώντας μεθόδους μηχανικής μάθησης 
(δηλαδή, κατάσταση GB) που αποτελεί τον πυρήνα της μεθόδου. Το XGBoost έχει την ικανότητα να 
βελτιώσει παράλληλα δέντρα (όπως στα GB machines και GB decision trees) και είναι ικανό να 
υποστηρίξει γρήγορα και αξιόπιστα μοντέλα για σειριακές και διαφορικές εντολές. Το XGBoost 
ενσωματώνει τον αλγόριθμο του gradient boosting για να βελτιώσει την ακρίβεια του μοντέλου. Η 
εξήγηση του XGB είναι η ακόλουθη: ας υποθέσουμε το D₁ = {(xᵢ, yᵢ)} ένα σύνολο δεδομένων που 
περιέχει n δείγματα και m χαρακτηριστικά  ( |D1| = n, xi ∈ Rm, yi ∈ R). Το προτεινόμενο μοντέλο 
δέντρων αποφάσεων χρησιμοποιεί αυξανόμενες συναρτήσεις για να προσεγγίσει την απόκριση του 
συστήματος: 

𝑦పෝ = φ(𝑥௜) = ∑ 𝑓௭(𝑥௜)௓
௭ୀଵ ,  𝑓௭ ∈ 𝐹          (1)   

                                                                                                     

Σε αυτήν, ο F ορίζεται ως ο χώρος των δέντρων παλινδρόμησης και ορίζεται ως παρακάτω: 

𝐹 = ൛𝑓(𝑥) = ω௤(𝑥)ൟ(𝑞: 𝑅௠ → 𝑅, ω ∈ 𝑅்)         (2)   

q : δομή των δέντρων   

ω : βάρος του φύλλου 
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Τ : αριθμός του φύλλου στο δέντρο  

fk : Μια συνάρτηση που συσχετίζει τα q και ω σε ένα ανεξάρτητο δέντρο 

Για να βελτιστοποιηθεί το δέντρο συνόλου (ensemble tree) και να μειωθεί το σφάλμα, η συνάρτηση 
σφάλματος AF του XGB ελαχιστοποιείται όπως παρακάτω: 

𝐿(௧) = ∑ 𝑙௡
௜ୀଵ ቆ𝑦௜, 𝑦ప

(௧ିଵ)෣
+ 𝑓௧(𝑥௜)ቇ + Ω(𝑓௧)           (3) 

Ω(𝑓௧) = γ𝑇 + 0.5λ|ω|ଶ           (4) 

l : Μια συνάρτηση απώλειας που χρησιμοποιήθηκε για τη μέτρηση της διαφοράς μεταξύ των 
προβλεπόμενων και μετρούμενων τιμών 

yᵢ : Προβλεπόμενη τιμή  

 𝑦ᵢ ෞ : Μετρούμενη τιμή  

t : Αριθμός επανάληψης για την ελαχιστοποίηση των σφαλμάτων 

Ω : Η πολυπλοκότητα του μοντέλου 

Η μέθοδος XGBoost βελτιστοποιεί επίσης, τη χρήση μνήμης και την ταχύτητα εκπαίδευσης μέσω 
τεχνικών όπως η προ-διαταγμένη διαίρεση (pre-sorted split) και την ιστογραμματική βελτιστοποίηση, 
επιτρέποντας την αποδοτική εκτέλεση σε μεγάλα σετ δεδομένων. Οι παράμετροι του XGBoost, όπως 
ο ρυθμός μάθησης, το μέγιστο βάθος των δέντρων, και ο αριθμός των δέντρων, μπορούν να ρυθμιστούν 
για την βελτιστοποίηση της απόδοσης του μοντέλου. Όσον αφορά στα πλεονεκτήματα, ο αλγόριθμος 
XGBoost είναι γνωστό για την ικανότητά του να παράγει πολύ ακριβή μοντέλα, υπερτερώντας πολλές 
άλλες τεχνικές μηχανικής μάθησης, ενώ παράλληλα μπορεί να χρησιμοποιηθεί σε μια πληθώρα 
προβλημάτων μηχανικής μάθησης, προσφέροντας υποστήριξη τόσο για κατηγοριοποίηση όσο και για 
παλινδρόμηση (Mahzad  et al. ,2023). 

Η έρευνα από τον Jiang και Zhang (2023) παρουσιάζει μια μελέτη για την πρόβλεψη της κατανάλωσης 
καυσίμου σε οχήματα με τη χρήση του μοντέλου Extreme Gradient Boosting (XGBoost). Στην έρευνα 
αναπτύχθηκε ένα μοντέλο πρόβλεψης κατανάλωσης καυσίμου βασισμένο στο XGBoost, όπου μια 
βελτιωμένη μέθοδος Whale Optimization Algorithm (IWOA) χρησιμοποιήθηκε για να βελτιστοποιήσει 
τις κύριες παραμέτρους στο μοντέλο πρόβλεψης. Στην IWOA, η αρχικοποίηση της ακολουθίας Sobol 
εισήχθη για να βελτιώσει την ποικιλομορφία του πληθυσμού και να επεκτείνει την εμβέλεια 
αναζήτησης. Τα πειραματικά αποτελέσματα έδειξαν ότι το μοντέλο IWOA-XGBoost είχε καλύτερες 
επιδόσεις από μερικά υπάρχοντα δημοφιλή μοντέλα τόσο σε ακρίβεια όσο και σε σταθερότητα.  

Για την αποφυγή της υπερπροσαρμογής, ενσωματώνει όρους κανονικοποίησης στην αντικειμενική του 
συνάρτηση, διασφαλίζοντας ότι το μοντέλο γενικεύεται καλά σε νέα, αόρατα δεδομένα και για την 
ρύθμιση παραμέτρων ο αλγόριθμος διαθέτει υπερπαραμέτρους που ελέγχουν τη διαδικασία μάθησης, 
όπως το βάθος των δέντρων και ο ρυθμός μάθησης. Αυτές οι παράμετροι μπορούν να ρυθμιστούν 
λεπτομερώς χρησιμοποιώντας τεχνικές όπως η διασταυρούμενη επικύρωση για να διασφαλιστεί ότι το 
μοντέλο δεν υποπροσαρμόζεται ούτε υπερπροσαρμόζεται. Το XGBoost αξιολογεί τη σπουδαιότητα 
κάθε χαρακτηριστικού για την πραγματοποίηση των προβλέψεων, επιτρέποντας την κατανόηση των 
παραγόντων που έχουν μεγαλύτερη επιρροή στον καθορισμό της κατανάλωσης καυσίμου. Αφού 
εκπαιδευτεί, το μοντέλο μπορεί να προβλέψει την κατανάλωση καυσίμου για νέα ταξίδια με βάση τη 
μαθημένη σχέση μεταξύ των χαρακτηριστικών εισόδου και της κατανάλωσης καυσίμου. 
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4.5 Τεχνικές Εκπαίδευσης των Μοντέλων 

4.5.1 Διασταυρωμένη Επικύρωση  
Η διασταυρούμενη επικύρωση (Cross Validation - CV) χρησιμοποιήθηκε αρχικά για την αξιολόγηση 
της προβλεπτικής εγκυρότητας των εξισώσεων γραμμικής παλινδρόμησης που χρησιμοποιούνταν για 
την πρόβλεψη ενός κριτηρίου απόδοσης από τις βαθμολογίες σε μια σειρά δοκιμασιών (Mosier, 1951). 
Διαπιστώθηκε ότι η πολλαπλή συσχέτιση συντελεστή εντός του αρχικού δείγματος που 
χρησιμοποιήθηκε για την ανάθεση τιμών στα βάρη παλινδρόμησης έδινε μια αισιόδοξη εντύπωση για 
την προγνωστική αποτελεσματικότητα της εξίσωσης παλινδρόμησης όταν εφαρμοζόταν σε 
μελλοντικές παρατηρήσεις. Προκειμένου να διερευνηθεί αυτό το φαινόμενο χρησιμοποιήθηκε η 
διαδικασία διασταυρούμενης επικύρωσης. Αντλήθηκαν δύο δείγματα από τον ίδιο πληθυσμό. Το 
πρώτο, το δείγμα βαθμονόμησης, χρησιμοποιήθηκε για τη βαθμονόμηση της εξίσωσης παλινδρόμησης, 
δηλαδή για την απόδοση τιμών στα βάρη παλινδρόμησης. Το σταθμισμένο γραμμικό σύνθετο των 
προβλεπτικών παραγόντων, με τα προηγουμένως βαθμονομημένα βάρη,  στη συνέχεια συσχετίστηκε 
με το κριτήριο σε ένα δεύτερο δείγμα, το δείγμα επικύρωσης.  

Σύμφωνα με τον Michael W. Browne (2000), για τον Δείκτη Συσχέτισης της Προβλεπτικής Ισχύος 
στην διασταυρωμένη επικύρωση χρειάζεται η εύρεση μιας βαρυσταθμισμένης γραμμικής σύνθεσης 
των βαθμολογιών προγνωστικής αξίας 

𝑦ො( 𝑥 ∣ 𝑏 ) = 𝑏଴ + 𝑏ᇱ𝑥            (5) 

με σταθερό όρο b0και διάνυσμα βάρους b που θα δώσουν βέλτιστες προβλέψεις των τιμών του y 
δεδομένου του x σε έναν πληθυσμό, P. Το διάνυσμα μέσης τιμής του πληθυσμού, μ, και ο (p+1)×(p+1) 
πίνακας συνδιακύμανσης, 𝛴, για το κριτήριο και τους προγνωστικούς μαζί, μπορούν να διαιρεθούν ως 

εξής: 

  μ= ቂ
𝜇௫

𝜇௬
ቃ                                                                                                                                     (6) 

 Σ= ൤
𝛴௫௫ 𝜎௫௬

𝜎௫௬ 𝜎௬௬
൨                                                                                                                          (7) 

   

Στις αρχικές εφαρμογές της διασταυρωμένης επικύρωσης (π.χ., Mosier, 1951) ο δείκτης προβλεπτικής 
ισχύος που χρησιμοποιήθηκε ήταν ο τετράγωνος συντελεστής συσχέτισης μεταξύ του κριτηρίου y και 
της πρόβλεψής του 𝑦ො(x∣b) στην εξίσωση (5): 

Corr2൫𝒫, 𝑦, 𝑦ො(𝑥|𝑏)൯ =
൫௕ᇲ஢ೣ೤൯

మ

஢೤೤௕ᇲஊೣೣ௕
.                                                                                               (8) 

Αυτός ο τετράγωνος δείκτης συσχέτισης ορίζεται σε ολόκληρο τον πληθυσμό, P, δεδομένου 
οποιουδήποτε διανύσματος βάρους, b. Δεν περιλαμβάνει τον σταθερό όρο, b0, στην (5) και είναι 
ανεξάρτητος από την αντικατάσταση του b με kb για οποιονδήποτε k≠0. Ως εκ τούτου, ο δείκτης είναι 
ανεπηρέαστος από τη θέση και κλίμακα των προβλεπόμενων βαθμολογιών 𝑦ො(x∣b). Επομένως, είναι 
εφαρμόσιμος κυρίως όταν η εξίσωση πρόβλεψης πρέπει να χρησιμοποιηθεί για να επιλέξει ένα 
προκαθορισμένο ποσοστό υποψηφίων για μια θέση. Η διάταξη των προβλεπόμενων βαθμολογιών είναι 
πρωταρχικής σημασίας σε αυτή την κατάσταση. 

Η διασταυρωμένη επικύρωση (Cross Validation - CV) είναι μια τεχνική στατιστικής ανάλυσης που 
χρησιμοποιείται ευρέως στη μηχανική μάθηση για την αξιολόγηση της γενικευτικής ικανότητας ενός 
μοντέλου. Στόχος είναι να προσδιορίσει πόσο καλά το μοντέλο θα μπορούσε να αποδώσει σε ένα 
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ανεξάρτητο σετ δεδομένων, δηλαδή δεδομένων που δεν έχει δει κατά τη διάρκεια της εκπαίδευσης. Η 
τεχνική είναι ιδιαίτερα χρήσιμη για να αποφεύγεται το overfitting, δηλαδή η υπερβολική προσαρμογή 
του μοντέλου στα δεδομένα εκπαίδευσης, χωρίς να μπορεί να γενικεύει αποτελεσματικά σε νέα 
δεδομένα. 

Η διασταυρωμένη επικύρωση περιλαμβάνει την τυχαία διαίρεση του συνόλου δεδομένων σε k 
υποσύνολα (folds). Σε κάθε επανάληψη της διαδικασίας, ένα υποσύνολο χρησιμοποιείται ως σετ 
δοκιμών (ή validation set), ενώ τα υπόλοιπα k-1 υποσύνολα συνθέτουν το σετ εκπαίδευσης. Αυτή η 
διαδικασία επαναλαμβάνεται k φορές, με κάθε υποσύνολο να χρησιμοποιείται ακριβώς μία φορά ως 
σετ δοκιμών (Bernau, et al. , 2014). 

Η πιο συνηθισμένη μορφή CV είναι η K-Fold Cross Validation. Σε αυτήν, το σετ δεδομένων διαιρείται 
τυχαία σε K ίσα μεγέθη (ή όσο το δυνατόν πιο ισορροπημένα) υποσύνολα. Από αυτά, ένα υποσύνολο 
χρησιμοποιείται ως σετ ελέγχου και τα υπόλοιπα K-1 ως σετ εκπαίδευσης. Η διαδικασία 
επαναλαμβάνεται K φορές (folds), κάθε φορά με ένα διαφορετικό υποσύνολο να χρησιμοποιείται ως 
το σετ ελέγχου. Στο τέλος, ο μέσος όρος των αποτελεσμάτων από όλα τα K folds χρησιμοποιείται για 
την εκτίμηση της απόδοσης του μοντέλου. Στην ειδική περίπτωση Leave-One-Out Cross Validation 
(LOOCV) για κάθε επανάληψη, χρησιμοποιείται μόνο ένα παράδειγμα ως το σετ ελέγχου και τα 
υπόλοιπα ως σετ εκπαίδευσης. Αυτή η μέθοδος είναι χρονοβόρα αλλά παρέχει μια λεπτομερή εκτίμηση 
της απόδοσης του μοντέλου. Σε περιπτώσεις όπου τα δεδομένα δεν είναι ισορροπημένα (δηλαδή, 
ορισμένες κλάσεις είναι υπερπροσωπευμένες σε σχέση με άλλες), η Stratified K-Fold Cross Validation 
διασφαλίζει ότι κάθε fold έχει το ίδιο ποσοστό δειγμάτων από κάθε κλάση, όπως και το αρχικό σετ 
δεδομένων. 

Η Cross Validation είναι κρίσιμη για την εκτίμηση της ικανότητας του μοντέλου να γενικεύει σε νέα 
δεδομένα, μειώνοντας τον κίνδυνο υπερπροσαρμογής, προσφέροντας μια πιο αξιόπιστη εκτίμηση της 
απόδοσης ενός μοντέλου σε σύγκριση με την απλή διαίρεση των δεδομένων σε ένα σετ εκπαίδευσης 
και ένα σετ ελέγχου, καθώς χρησιμοποιεί όλο το διαθέσιμο σετ δεδομένων. Επιτρέπει λοιπόν, την 
αξιολόγηση διαφορετικών ρυθμίσεων των υπερπαραμέτρων του μοντέλου για την εύρεση της 
βέλτιστης διαμόρφωσης. Η αυξημένη υπολογιστική πολυπλοκότητα βέβαια είναι μια σημαντική 
πρόκληση, καθώς το μοντέλο πρέπει να εκπαιδευτεί πολλαπλές φορές, κάθε φορά σε διαφορετικά 
υποσύνολα δεδομένων. 

4.5.2 Βελτιστοποίηση υπερπαραμέτρων  
Η παραδοσιακή μέθοδος βελτιστοποίησης των υπερπαραμέτρων είναι η αναζήτηση πλέγματος (grid 
search), η οποία απλώς πραγματοποιεί μια πλήρη αναζήτηση σε ένα δεδομένο υποσύνολο του χώρου 
υπερπαραμέτρων του αλγορίθμου εκπαίδευσης (Εικόνα 5). Επειδή ο χώρος παραμέτρων του 
αλγορίθμου μηχανικής μάθησης μπορεί να περιλαμβάνει χώρους με απεριόριστες τιμές για ορισμένες 
παραμέτρους, είναι πιθανό να χρειαστεί να καθορίσουμε ένα όριο για να εφαρμόσουμε μια αναζήτηση 
πλέγματος. Η αναζήτηση πλέγματος πάσχει από χώρους υψηλών διαστάσεων, αλλά συχνά μπορεί 
εύκολα να παραλληλιστεί, καθώς οι τιμές των υπερπαραμέτρων με τις οποίες εργάζεται ο αλγόριθμος 
είναι συνήθως ανεξάρτητες μεταξύ τους (Liashchynskyi et al., 2019). 
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Εικόνα 5: Απεικόνιση ενός χώρου αναζήτησης πλέγματος. 

Η αναζήτηση πλέγματος είναι ένας εξαντλητικός αλγόριθμος που έχει ως στόχο να χωρίσει τις 
αναζητούμενες παραμέτρους σε πλέγματα ίδιου μήκους εντός ενός συγκεκριμένου εύρους. Κάθε 
σημείο στο πλέγμα αντιπροσωπεύει ένα σύνολο παραμέτρων και η βέλτιστη λύση μπορεί να επιτευχθεί 
με τη διέλευση όλων των σημείων του πλέγματος. Το διάγραμμα ροής του αλγορίθμου GS 
παρουσιάζεται στο Διάγραμμα 5 και ο αλγόριθμος υλοποιείται με τα εξής βήματα (Yuting Sun et al, 
2024) : 

Βήμα 1) Αρχικοποίηση: το μέσο τετραγωνικό σφάλμα της διασταυρούμενης επικύρωσης (CVMSE) 
αρχικοποιείται ως CVMSEr. Επίσης, ορίζεται ένα μέγεθος βήματος d για να γίνει η αναζήτηση των 
τιμών των παραμέτρων C και g στο εύρος όπου το C ορίζεται στο [2Cmax, 2Cmin] και το g στο [2gmax, 
2gmin]. 

Βήμα 2)  Η ενημέρωση του βέλτιστου σημείου: Το CVMSEi με K-CV υπολογίζεται με την εκπαίδευση 
του μοντέλου Support Vector Regression (Υποστήριξη διανυσματικής παλινδρόμησης) για την i-οστή 
επιλεγμένη παράμετρο στο εύρος. Για ένα πρόβλημα ελαχιστοποίησης, εάν CVMSEi < CVMSEr, το 
βέλτιστο σημείο ενημερώνεται ως CVMSEr = CVMSEi, Cr = Ci και gr = gi. 

Βήμα 3)  Κριτήρια διακοπής: Εάν αναζητηθούν όλες οι παράμετροι στο εύρος, η προσομοίωση 
τερματίζεται και λαμβάνεται το τελικό βέλτιστο σημείο, διαφορετικά επιστροφή στο βήμα 2. 

 

Διάγραμμα 5:  Ένας βελτιωμένος αλγόριθμος αναζήτησης πλέγματος για τη βελτιστοποίηση του SVR για πρόβλεψη 
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Η μέθοδος του Πλέγματος Αναζήτησης (Grid Search) είναι μία από τις πιο διαδεδομένες και σταθερές 
τεχνικές για την βελτιστοποίηση των υπερπαραμέτρων ενός μοντέλου μηχανικής μάθησης. Στοχεύει 
στην εύρεση της ιδανικής συνδυαστικής τιμής των υπερπαραμέτρων που οδηγούν στην καλύτερη 
απόδοση του μοντέλου, δοκιμάζοντας μια σειρά από προκαθορισμένες τιμές για κάθε υπερπαράμετρο. 
Η διαδικασία της Grid Search συνίσταται στην δημιουργία ενός "πλέγματος" τιμών για τις 
υπερπαραμέτρους που επιθυμούμε να βελτιστοποιήσουμε. Για παράδειγμα, αν θέλουμε να 
βελτιστοποιήσουμε το βάθος και τον αριθμό των δέντρων σε ένα μοντέλο τυχαίων δασών, 
δημιουργούμε ένα πλέγμα με διάφορες τιμές για αυτές τις δύο υπερπαραμέτρους. Στη συνέχεια, το 
μοντέλο εκπαιδεύεται και αξιολογείται για κάθε δυνατό συνδυασμό των υπερπαραμέτρων, με σκοπό 
την εύρεση του συνδυασμού που παρέχει την καλύτερη απόδοση. Η συγκεκριμένη τεχνική προσφέρει 
μια εξαντλητική και συστηματική προσέγγιση για την εύρεση της βέλτιστης τιμής των 
υπερπαραμέτρων και παρουσιάζει σχετική ευκολία να υλοποιηθεί χωρίς να απαιτεί προχωρημένες 
γνώσεις στατιστικής ή μαθηματικής βελτιστοποίησης.  

Αξιοσημείωτο είναι ακόμη ότι διασφαλίζει πως η βέλτιστη λύση δεν θα παραβλεφθεί εφόσον όλοι οι 
πιθανοί συνδυασμοί έχουν εξεταστεί. Η εξαντλητική φύση της Grid Search σημαίνει ότι μπορεί να γίνει 
υπολογιστικά απαιτητική, ειδικά όταν υπάρχουν πολλές υπερπαράμετροι ή όταν οι διαθέσιμες τιμές 
είναι πολλές. Η απόδοση της Grid Search εξαρτάται από την ακρίβεια του διαστήματος τιμών που έχει 
οριστεί για κάθε υπερπαράμετρο. Αν το διάστημα δεν είναι αρκετά λεπτομερές, μπορεί να χαθούν 
βέλτιστες τιμές. 

Στην περίπτωση της εκτίμησης κατανάλωσης καυσίμου αυτοκινήτων, η Grid Search μπορεί να 
χρησιμοποιηθεί για να βρούμε τις καλύτερες υπερπαραμέτρους για τα μοντέλα πρόβλεψης, μπορεί να 
επηρεάσει πόσο γρήγορα το μοντέλο συγκλίνει σε μια λύση, καθορίζει πόσες φορές το μοντέλο θα δει 
το σύνολο των δεδομένων εκπαίδευσης και επηρεάζει το βήμα με το οποίο το μοντέλο μαθαίνει από τα 
δεδομένα κατά τη διάρκεια της εκπαίδευσης, βοηθώντας ταυτόχρονα στην πρόληψη του overfitting 
ελέγχοντας την πολυπλοκότητα του μοντέλου. 

 Για να εφαρμοστεί η Grid Search στην εκτίμηση κατανάλωσης καυσίμου, είναι απαραίτητη η σχεδίαση 
του πλέγματος των υπερπαραμέτρων. Μέσω της επαναληπτικής διαδικασίας εκπαίδευσης και 
αξιολόγησης πολλαπλών μοντέλων, η Grid Search είναι εφικτό να βρει το μοντέλο εκείνο, που 
προβλέπει με την καλύτερη δυνατή ακρίβεια την κατανάλωση καυσίμου με βάση τα διαθέσιμα 
δεδομένα. 

Συνοπτικά, ο συνδυασμός της μεθόδου Grid Search για την επιλογή υπερπαραμέτρων και της 
διασταυρωμένης επικύρωσης για την αξιολόγηση του μοντέλου παρέχει μια ισχυρή προσέγγιση για την 
ανάπτυξη υψηλής ποιότητας προγνωστικών μοντέλων στην εκτίμηση κατανάλωσης καυσίμου ενός 
οχήματος. 

4.5.3 Μετρικές Αξιολόγησης των Μοντέλων Παλινδρόμησης 
Η αξιολόγηση της απόδοσης ενός μοντέλου μηχανικής μάθησης είναι κρίσιμης σημασίας, είτε αυτό 
αφορά εργασίες κατηγοριοποίησης είτε παλινδρόμησης. Κάθε εργασία απαιτεί τη χρήση 
συγκεκριμένων μετρικών για να εξασφαλιστεί η ακριβής και ολοκληρωμένη αξιολόγηση της 
αποτελεσματικότητάς της. Για εφαρμογές παλινδρόμησης, οι οποίες προβλέπουν συνεχή 
αποτελέσματα, το μέσο τετραγωνικό σφάλμα (MSE), η ρίζα του μέσου τετραγωνικού σφάλματος 
(RMSE), το μέσο απόλυτο σφάλμα (MAE) και ο συντελεστής προσδιορισμού (R2) είναι μετρικές που 
χρησιμοποιούνται  πιο συχνά. Τα MSE και RMSE ποσοτικοποιούν τη διακύμανση μεταξύ των 
προβλεπόμενων και των παρατηρούμενων τιμών, με το RMSE να προσφέρει ένα μέτρο ευαίσθητο στην 
κλίμακα. Το MAE παρέχει μια μέση απόκλιση των προβλέψεων από τα πραγματικά αποτελέσματα και 
το R2 μετρά το ποσοστό της διακύμανσης που εξηγείται από το μοντέλο, αντικατοπτρίζοντας την 
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προβλεπτική του ισχύ (Botchkarev, A, 2019). Επιπλέον, το μέσο απόλυτο ποσοστιαίο σφάλμα (MAPE) 
χρησιμοποιείται συχνά για να εκφράσει το μέσο σφάλμα ως ποσοστό των πραγματικών τιμών. Το 
MAPE παρέχει μια ένδειξη της ακρίβειας του μοντέλου σε σχέση με την κλίμακα των δεδομένων και 
είναι ιδιαίτερα χρήσιμο όταν χρειάζεται να συγκρίνουμε μοντέλα σε διαφορετικά σύνολα δεδομένων ή 
μοντέλα με διαφορετικές κλίμακες. Ωστόσο, πρέπει να σημειωθεί ότι το MAPE μπορεί να είναι 
παραπλανητικό όταν οι τιμές των πραγματικών δεδομένων είναι πολύ μικρές, καθώς οδηγεί σε 
υπερβολικά υψηλές τιμές του σφάλματος (Sokolova & Lapalme, 2009). Για το λόγο αυτό στην 
συγκεκριμένη έρευνα, κατά την ανάλυση των αποτελεσμάτων από μοντέλα πρόβλεψης κατανάλωσης 
καυσίμου, προέκυψαν πολύ υψηλές τιμές για το Mean Absolute Percentage Error (MAPE), οι οποίες 
δεν θα συμπεριληφθούν, καθώς οι τιμές της κατανάλωσης καυσίμου στον παρονομαστή είναι μικρές. 
Αυτό συμβαίνει επειδή το MAPE υπολογίζεται ως ο μέσος όρος των απόλυτων ποσοστιαίων διαφορών 
μεταξύ των προβλεπόμενων και των πραγματικών τιμών, και όταν οι πραγματικές τιμές είναι πολύ 
μικρές, ακόμη και μικρές αποκλίσεις μπορούν να οδηγήσουν σε μεγάλα ποσοστά σφάλματος. Η 
επιλογή της σωστής μετρικής υπαγορεύεται από τις ειδικές απαιτήσεις της εκάστοτε έρευνας, 
λαμβάνοντας υπόψη παράγοντες όπως η ισορροπία των δεδομένων, η κλίμακα μέτρησης και η σημασία 
των ψευδώς θετικών έναντι των ψευδώς αρνητικών αποτελεσμάτων (Forman, 2003). Αυτή η 
διαδικασία επιλογής πρέπει να είναι προσεκτική, καθώς η απόδοση και η ερμηνευσιμότητα του 
μοντέλου ML βασίζονται σε μεγάλο βαθμό στην επιλεγμένη μετρική.  

Ακολουθούν οι μαθηματικές εξισώσεις για τις μετρικές παλινδρόμησης που θα χρησιμοποιηθούν: 

Μέσο Τετραγωνικό Σφάλμα (Mean Squared Error, MSE): 

MSE =
ଵ

௡
∑ (𝑦௜ − 𝑦పෝ)ଶ௡

௜ୀଵ            (9) 

 

όπου n είναι το πλήθος των δειγμάτων, yi είναι η πραγματική τιμή και  𝑦𝚤ෝ  είναι η προβλεπόμενη τιμή 
για το δείγμα i. 

Ρίζα Μέσου Τετραγωνικού Σφάλματος (Root Mean Squared Error, RMSE): 

RMSE = √MSE = ට
ଵ

௡
∑ (𝑦௜ − 𝑦పෝ)ଶ௡

௜ୀଵ                                                                         (10) 

 

Μέσο Απόλυτο Σφάλμα (Mean Absolute Error, MAE): 

MAE =
ଵ

௡
∑ |𝑦௜ − 𝑦పෝ|௡

௜ୀଵ                                                                                                (11) 

 

Συντελεστής Προσδιορισμού (R-squared, R²): 

𝑅ଶ = 1 −
∑ (௬೔ି௬ഢෝ )మ೙

೔సభ

∑ (௬೔ି௬ത)మ೙
೔సభ

                                                                                                   (12) 

 

όπου 𝑦ത είναι η μέση τιμή των πραγματικών τιμών. 
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Κεφάλαιο 5 : ΕΦΑΡΜΟΓΗ ΚΑΙ ΑΠΟΤΕΛΕΣΜΑΤΑ 

5.1 Προετοιμασία Δεδομένων 

Τα δεδομένα που συλλέχθηκαν από την εταιρεία OSeven περιλαμβάνουν όχι μόνο γεωγραφικές, 
κινητικές και χρονικές παραμέτρους αλλά και στοιχεία κατανάλωσης καυσίμου ληφθέντα απευθείας 
από τα OBD συστήματα των οχημάτων. Αυτά τα δεδομένα OBD παρέχουν πολύτιμες πληροφορίες 
σχετικά με την κατανάλωση καυσίμου σε πραγματικό χρόνο κατά τη διάρκεια της αναζήτησης 
στάθμευσης, επιτρέποντας μια πιο ακριβή και δυναμική ανάλυση. 

Το αρχικό σετ δεδομένων περιλαμβάνει τα εξής: 

1. Identifier και Trip_id: Αναγνωριστικά στοιχεία που δείχνουν την ταυτότητα του οχήματος και τη 
συγκεκριμένη διαδρομή αντίστοιχα. 

2. obd_fuel_consumption (L/100km): Μετρήσεις που αφορούν στη μέση κατανάλωση καυσίμου καθώς 
το αυτοκίνητο κινείται, μετρημένη από το σύστημα OBD του οχήματος.  

3. Speed_avg, speed_highway_avg, speed_rural_avg, speed_undefined_avg, speed_urban_avg ( 
km/h) : Μέσες ταχύτητες σε διάφορα περιβάλλοντα, που δείχνουν πώς μεταβάλλεται η ταχύτητα του 
οχήματος ανάλογα με τον τύπο του δρόμου. 

4. Harsh_acc και Harsh_brk: Δείκτες που αναφέρονται στον αριθμό των έντονων επιταχύνσεων και 
φρεναρισμάτων αντίστοιχα, παρέχοντας μια ενδεικτική εικόνα της οδηγικής συμπεριφοράς. 

5. duration: Η συνολική διάρκεια του ταξιδιού σε δευτερόλεπτα. Περιλαμβάνει τόσο την οδήγηση όσο 
και τυχόν στάσεις. 

6. duration_driving: Η διάρκεια της οδήγησης σε δευτερόλεπτα, δηλαδή το διάστημα που το όχημα ήταν 
πραγματικά σε κίνηση. 

7. distance_total: Η συνολική απόσταση που διανύθηκε κατά τη διάρκεια του ταξιδιού σε χιλιόμετρα. 

8. parking_duration:  Συνολικός χρόνος παρκαρίσματος, που υποδηλώνει για πόσο χρόνο το όχημα 
βρισκόταν σε διαδικασία εύρεσης στάθμευσης. 

9. distance_total: Συνολική απόσταση που διανύθηκε κατά τη διάρκεια της δραστηριότητας του 
οχήματος, μετρημένη σε χιλιόμετρα.  

10. parking_circulation_distance_park_to_last (km) :  Η απόσταση που διένυσε ο οδηγός από την θέση 
στάθμευσης μέχρι τον τελικό του προορισμό (πόσο περπάτησε δηλαδή)  

11. parking_circulation_minima: Αναφέρεται στον αριθμό των φορών που το όχημα πέρασε από το 
σημείο της τελικής του θέσης στάθμευσης του κατά τη διάρκεια της αναζήτησης για στάθμευση. 

12. parking_circulation_minima_before: Αριθμός φορών που το όχημα πέρασε από το σημείο της 
τελικής του θέσης στάθμευσης πριν ο οδηγός ξεκινήσει την διαδικασία αναζήτησης στάθμευσης. 

13. parking_circulation_straightness: Αποτελεί μια μετρική που δείχνει κατά πόσο η διαδρομή που 
έκανε ο οδηγός κατά τη διάρκεια της αναζήτησης στάθμευσης ήταν ευθεία και ισούται με την 
ευκλείδεια απόσταση μεταξύ του σημείου εκκίνησης και του σημείου στάθμευσης διαιρούμενη με την 
απόσταση που διανύθηκε κατά την αναζήτηση για στάθμευση. 
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14. parking_circulation_distance (km) : Η απόσταση που διανύθηκε κατά την αναζήτηση για 
στάθμευση, που δείχνει πόσο μακριά ο οδηγός πέρασε μέχρι να βρει χώρο στάθμευσης. 

Για τη συλλογή των δεδομένων, χρησιμοποιήθηκαν συστήματα GPS και OBD-II, τα οποία 
εγκαταστάθηκαν σε έναν στόλο οχημάτων που εκτελούσαν διαδρομές σε πραγματικά σενάρια 
στάθμευσης. Τα δεδομένα συλλέχθηκαν κατά τη διάρκεια ενός προκαθορισμένου χρονικού 
διαστήματος, καταγράφοντας τόσο την κατανάλωση καυσίμου όσο και τις οδηγικές συνθήκες. 
Εφαρμόστηκαν τεχνικές καθαρισμού δεδομένων για την απομάκρυνση ακραίων τιμών και τη βελτίωση 
της ακρίβειας των αναλύσεων. Επιπλέον, για τον διαχωρισμό της κατανάλωσης καυσίμου που 
οφείλεται αποκλειστικά στην αναζήτηση στάθμευσης, χρησιμοποιήθηκαν αλγόριθμοι ανάλυσης 
μοτίβων οδήγησης, βασισμένοι στις καταγεγραμμένες διαδρομές και τη συμπεριφορά του οχήματος. 
Αυτή η διαδικασία επέτρεψε την απομόνωση της κατανάλωσης που συνδέεται άμεσα με την αναζήτηση 
θέσης στάθμευσης, βελτιώνοντας την ακρίβεια των αποτελεσμάτων και των προγνωστικών μοντέλων 

Ένα σημαντικό ζήτημα που παρουσιάστηκε στην παρούσα εργασία είναι η έλλειψη διαχωρισμού 
ανάμεσα στη συνολική κατανάλωση καυσίμου και στην κατανάλωση κατά τη διάρκεια της αναζήτησης 
θέσης στάθμευσης. Τα δεδομένα που χρησιμοποιούνται περιλαμβάνουν την ολική κατανάλωση 
καυσίμου για κάθε διαδρομή, χωρίς να παρέχουν διακριτές μετρήσεις που να επιτρέπουν τον ακριβή 
προσδιορισμό της κατανάλωσης καυσίμου που προκύπτει αποκλειστικά από την αναζήτηση 
στάθμευσης. Αυτός ο περιορισμός καθιστά δύσκολη την ανάλυση και την εκτίμηση της κατανάλωσης 
καυσίμου που συνδέεται άμεσα με την αναζήτηση στάθμευσης και ενδέχεται να επηρεάσει την 
ακρίβεια των μοντέλων πρόβλεψης που αναπτύσσονται. Για την αντιμετώπιση αυτού του προβλήματος, 
είναι απαραίτητη η ανάπτυξη μεθόδων που θα επιτρέπουν τον διαχωρισμό και την απομόνωση της 
κατανάλωσης καυσίμου κατά τη διάρκεια της αναζήτησης στάθμευσης από την συνολική κατανάλωση, 
προκειμένου να επιτευχθούν πιο αξιόπιστα και χρήσιμα αποτελέσματα. 

5.2 Επεξεργασία Δεδομένων 

5.2.1 Καθαρισμός Δεδομένων 
Εκτός από τα παραπάνω, το αρχικό σύνολο δεδομένων περιείχε πληθώρα παραμέτρων, ορισμένες από 
τις οποίες δεν είχαν άμεση σχέση με το ερευνητικό ερώτημα της παρούσας μελέτης. Παραδείγματα 
τέτοιων μεταβλητών περιλαμβάνουν τη θερμοκρασία του περιβάλλοντος αέρα, η οποία, παρόλο που 
μπορεί να είναι σημαντική για άλλες αναλύσεις, για τους σκοπούς της δικής μας έρευνας κρίθηκε ως 
μη σχετική. Επομένως, για να επικεντρωθούμε στις παραμέτρους που επηρεάζουν την κατανάλωση 
καυσίμου κατά την αναζήτηση θέσης στάθμευσης, πραγματοποιήθηκε μια προεπεξεργασία για την 
αφαίρεση των μη σχετικών δεδομένων. Επίσης, αφαιρέθηκαν οι γραμμές όπου οι στήλες 
parking_circulation_distance_park_to_last,parking_circulation_minima,parking_circulation_minima_
before και parking_circulation_duration έχουν τιμή -1, καθώς εγγραφές που περιέχουν αρνητικές τιμές, 
είναι μη ρεαλιστικές ή αποτέλεσμα σφαλμάτων καταγραφής. Τέλος, διατηρήθηκαν μόνο εκείνες οι 
γραμμές της βάσης δεδομένων στις οποίες η διάρκεια (parking_circulation_duration) είναι τουλάχιστον 
15 δευτερόλεπτα, δηλαδή αποκλείστηκαν καταστάσεις με πολύ σύντομη διάρκεια, οι οποίες δεν είναι 
ενδεικτικές για τη μελέτη. 

5.2.2 Δημιουργία Νέων Μεταβλητών 
Δημιουργία Μέσης Ταχύτητας Κυκλοφορίας Στάθμευσης (km/h): Υπολογίστηκε η μέση ταχύτητα 
κυκλοφορίας κατά τη διάρκεια αναζήτησης θέσης στάθμευσης, χρησιμοποιώντας την απόσταση και τη 
διάρκεια στάθμευσης. Επικράτησαν στο σετ δεδομένων μόνο εκείνες οι περιπτώσεις όπου η μέση 
ταχύτητα δεν υπερβαίνει τα 40 km/h, που είναι λογικό για την κυκλοφορία κατά την αναζήτηση θέσης 
στάθμευσης.                                                                              
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𝑝𝑎𝑟𝑘𝑖𝑛𝑔_𝑐𝑖𝑟𝑐𝑢𝑙𝑎𝑡𝑖𝑜𝑛_𝑎𝑣𝑔_𝑠𝑝𝑒𝑒𝑑 = (
௣௔௥௞௜௡௚_௖௜௥௖௨௟௔௧௜௢௡_ௗ௜௦௧௔௡௖௘

௣௔௥௞௜௡௚_௖௜௥௖௨௟௔௧௜௢௡_ௗ௨௥௔௧௜௢௡
)  ×  3600 

Ο παράγοντας  3600 χρησιμοποιείται για τη μετατροπή της ταχύτητας από μέτρα ανά δευτερόλεπτο 
(m/s) σε χιλιόμετρα ανά ώρα (km/h). 

Δημιουργία Κατανάλωσης Καυσίμου Κατά τη Διάρκεια Στάθμευσης (L): Υπολογίστηκε η 
κατανάλωση καυσίμου κατά τη διάρκεια αναζήτησης θέσης στάθμευσης, βασιζόμενοι στη σχέση της 
μέσης ταχύτητας αναζήτησης στάθμευσης σε σχέση με την μέση ταχύτητα κίνησης συνολικά. 

 𝑝𝑎𝑟𝑘𝑖𝑛𝑔_𝑐𝑖𝑟𝑐𝑢𝑙𝑎𝑡𝑖𝑜𝑛_𝑓𝑢𝑒𝑙 = (
௣௔௥௞௜௡௚_௖௜௥௖௨௟௔௧௜௢௡_௔௩௚_௦௣௘௘ௗ

௦௣௘௘ௗ_௔௩௚
) ×  𝑜𝑏𝑑_𝑓𝑢𝑒𝑙_𝑐𝑜𝑛𝑠𝑢𝑚𝑝𝑡𝑖𝑜𝑛 

Αυτή η εξίσωση βασίζεται στη σχέση της μέσης ταχύτητας αναζήτησης στάθμευσης σε σχέση με τη 
μέση ταχύτητα κίνησης συνολικά. Η επιλογή της μέσης ταχύτητας ως σημαντικής παραμέτρου για την 
κατανάλωση καυσίμου υποστηρίζεται από πολλές έρευνες που έχουν δείξει ότι η ταχύτητα ενός 
οχήματος έχει σημαντική επίδραση στην κατανάλωση καυσίμου. Για παράδειγμα οι Wang et al. (2008), 
στην έρευνά τους, διαπίστωσαν ότι η κατανάλωση καυσίμου επιβατικών αυτοκινήτων επηρεάζεται 
σημαντικά από τα χαρακτηριστικά οδήγησης, με την ταχύτητα να είναι ένας από τους κύριους 
παράγοντες . Όπως επίσης, οι Gong et al. (2021), σε συγκριτική μελέτη για μεθόδους πρόβλεψης 
κατανάλωσης καυσίμου, τόνισαν ότι η ταχύτητα είναι ένας από τους σημαντικότερους παράγοντες που 
πρέπει να λαμβάνονται υπόψη για την ακριβή εκτίμηση της κατανάλωσης καυσίμου των βαρέων 
οχημάτων . 

Η χρήση της μέσης ταχύτητας αναζήτησης στάθμευσης σε σχέση με τη μέση ταχύτητα κίνησης 
συνολικά επιτρέπει την εκτίμηση της κατανάλωσης καυσίμου που αποδίδεται ειδικά στη διαδικασία 
αναζήτησης θέσης στάθμευσης. Αυτή η μέθοδος παρέχει μια πιο ακριβή εικόνα της ενεργειακής 
απόδοσης και βοηθά στην καλύτερη κατανόηση των επιπτώσεων της αναζήτησης στάθμευσης στην 
κατανάλωση καυσίμου. 

Υπολογισμός Ποσοστού Κατανάλωσης Καυσίμου: Υπολογίστηκε το ποσοστό της κατανάλωσης 
καυσίμου κατά τη διάρκεια αναζήτησης στάθμευσης σε σχέση με τη συνολική κατανάλωση καυσίμου 
όπως καταγράφεται από το OBD, όπου μετά  έγινε ξανά καθαρισμός στο σύνολο δεδομένων, ώστε να 
περιλαμβάνονται μόνο εκείνες οι τιμές όπου το ποσοστό του καυσίμου που καταναλώθηκε κατά τη 
διάρκεια της αναζήτησης για θέση στάθμευσης είναι λιγότερο από 90%. Αυτό σημαίνει ότι 
αποκλείονται περιπτώσεις όπου η αναζήτηση για θέση στάθμευσης είχε ασυνήθιστα υψηλή 
κατανάλωση καυσίμου σε σχέση με τη συνολική κατανάλωση κατά τη διάρκεια του ταξιδιού, 
κρατώντας έτσι τις πιο ρεαλιστικές και αντιπροσωπευτικές περιπτώσεις. 

𝑝𝑒𝑟𝑐𝑒𝑛𝑡𝑎𝑔𝑒 = (
௣௔௥௞௜௡௚_௖௜௥௖௨௟௔௧௜௢௡_௙௨௘௟

௢௕ௗ_௙௨௘௟_௖௢௡௦௨௠௣௧௜௢௡
) 

Τα συμπεράσματα από την στατιστική ανάλυση ήταν ότι η μέση κατανάλωση είναι 4.4 λίτρα/ ανά 100 
χλμ., με τον μέσο όρο να βρίσκεται στα 4.0 λίτρα και το μέσο ποσοστό κατανάλωσης καυσίμου κατά 
τη διάρκεια αναζήτησης θέσης στάθμευσης σε σχέση με τη συνολική κατανάλωση καυσίμου είναι 
περίπου 51.5%. 

5.2.3 Διαχείριση Έκτοπων Τιμών 
Με σκοπό τον εντοπισμό και τον καθαρισμό των ακραίων τιμών (outliers) από το σύνολο δεδομένων, 
δημιουργήθηκαν τα παρακάτω Boxplots για τις μεταβλητές : Parking Circulation Fuel,  Parking 
Circulation duration, Parking Circulation Distance και  Parking Circulation speed. Τα Boxplots, ή 
αλλιώς διαγράμματα κουτιού, αποτελούν ένα από τα πλέον αποτελεσματικά εργαλεία για την 
οπτικοποίηση της κεντρικής τάσης, της διασποράς, καθώς και της παρουσίας ακραίων τιμών σε ένα 
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σετ δεδομένων. Με την εφαρμογή των Boxplots στα δεδομένα μας, είμαστε σε θέση να παρατηρήσουμε 
την κατανομή τους και να εντοπίσουμε ευκολότερα τις ακραίες τιμές που θα μπορούσαν να επηρεάσουν 
την ακρίβεια των στατιστικών μας αναλύσεων. Η διαδικασία αυτή είναι αρκετά σημαντική, καθώς οι 
ακραίες τιμές μπορούν να προκαλέσουν σημαντικές παραμορφώσεις στα αποτελέσματα της ανάλυσης, 
να οδηγήσουν σε λανθασμένα συμπεράσματα, και να αυξήσουν τον κίνδυνο λανθασμένης ερμηνείας 
των δεδομένων. Με την εφαρμογή των Boxplots και την απομάκρυνση των ακραίων τιμών, 
δημιουργήθηκε μια νέα βάση δεδομένων ( df_no_outliers) εξασφαλίζοντας έτσι την αξιοπιστία των 
συμπερασμάτων μας. 

Στο Διάγραμμα 6 για την κατανάλωση καυσίμου κατά τη διάρκεια στάθμευσης οι κόκκινες τελείες 
σηματοδοτούν τις ακραίες τιμές που υπερβαίνουν τα άκρα του πράσινου κουτιού, όπου βρίσκονται εκεί 
οι φυσιολογικές τιμές της βάσης δεδομένων. Το διάγραμμα καταγράφει 16 ακραίες τιμές στην 
κατανάλωση καυσίμου, με την πλειοψηφία των        καταγραφών να έχει μικρή κατανάλωση. 

Στο Διάγραμμα 7 για τη διάρκεια στάθμευσης, υπάρχει σημαντικός αριθμός ακραίων τιμών, 80, 
δείχνοντας ότι κάποιες περίοδοι στάθμευσης είναι ασυνήθιστα μεγάλες σε σύγκριση με τον γενικό 
πληθυσμό των δεδομένων. 

Στο Διάγραμμα 8 για την απόσταση στάθμευσης, αποτυπώνονται 97 ακραίες τιμές, αποκαλύπτοντας 
περιπτώσεις όπου η διανυθείσα απόσταση υπερβαίνει τα συνήθη επίπεδα. Στο συγκεκριμένο 
διάγραμμα, οι ακραίες τιμές υποδεικνύουν ότι υπάρχουν περιπτώσεις όπου τα οχήματα διανύουν πολύ 
μεγάλες αποστάσεις εντός των χώρων στάθμευσης, που μπορεί να οφείλονται σε δύσκολες συνθήκες 
στάθμευσης ή ειδικές περιστάσεις. 

Στο Διάγραμμα 9 οι 10 ακραίες τιμές ταχύτητας υποδηλώνουν ασυνήθιστα γρήγορη κυκλοφορία σε 
περιοχές στάθμευσης ή ενδεχομένως λανθασμένες καταγραφές, και απαιτούν προσεκτική εξέταση, 
παρότι το πλήθος των outliers εδώ είναι σχετικά μικρό.  

Συνολικά, τα boxplots δείχνουν ότι τα περισσότερα δεδομένα εμπίπτουν σε έναν σχετικά στενό εύρος 
τιμών, με κάποιες εξαιρέσεις που χρήζουν να αφαιρεθούν από το μοντέλο για λόγους ακριβείας,  καθώς 
μπορεί να είναι αποτέλεσμα εξωτερικών παραγόντων, λαθών στην καταγραφή δεδομένων ή 
ασυνήθιστων συνθηκών οδήγησης. 
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Διάγραμμα 6: Boxplot κατανάλωσης καυσίμου κατά την αναζήτηση στάθμευσης 

 

Διάγραμμα 7:  Boxplot διάρκειας αναζήτησης στάθμευσης 



49 
 

 

Διάγραμμα 8: Boxplot απόσταση αναζήτησης στάθμευσης 

            

 

 

Διάγραμμα 9: Boxplot ταχύτητας κατά την  αναζήτηση στάθμευσης 
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                Πίνακας 3:Αριθμός ακραίων τιμών κάθε μεταβλητής 

 

 

 

 

 

5.2.4 Τελικός Καθαρισμός Βάσης Δεδομένων 
Στην παρούσα ενότητα αναλύεται η διαδικασία της τελικής προετοιμασίας των δεδομένων για την 
αναλυτική εξέταση των σχέσεων μεταξύ των μεταβλητών της κίνησης κατά την αναζήτηση 
στάθμευσης και της κατανάλωσης καυσίμου. Διενεργούνται λοιπόν, τρία στάδια φιλτραρίσματος στο 
δεδομένο σετ δεδομένων (df_no_outliers), με σκοπό να αφαιρεθούν όλες οι αντιφατικές και 
ασυνήθιστες περιπτώσεις μέσω συγκεκριμένων φίλτρων και να παραμείνουν μόνο οι μεταβλητές 
εκείνες που αφορούν στην στάθμευση. 

1ο Στάδιο καθαρισμού δεδομένων (βάση απόστασης) 

Αρχικά, γίνεται φιλτράρισμα με βάση την απόσταση και την κατανάλωση καυσίμου, δημιουργώντας 
ένα νέο dataset (filtered_df_distance). To καθαρισμένο dataset αυτού του σταδίου είναι το αποτέλεσμα 
της απομάκρυνσης καταγραφών που με μεγάλη απόσταση στην περιήγηση για εύρεση θέσης 
στάθμευσης (>5 χλμ.) παρατηρείται ταυτόχρονα χαμηλή κατανάλωση καυσίμου (<2 λίτρα). Αυτός ο 
συνδυασμός μπορεί να είναι ασυνήθιστος και ίσως αντικατοπτρίζει λάθη στα δεδομένα ή εξαιρετικές 
συνθήκες που δεν είναι αντιπροσωπευτικές της τυπικής συμπεριφοράς κατανάλωσης καυσίμου.  

2ο  Στάδιο καθαρισμού δεδομένων (βάση διάρκειας) 

Σε αυτό το στάδιο, εφαρμόζεται ένα δεύτερο φίλτρο , όπου αφαιρούνται όλες εκείνες οι καταγραφές 
που με σχετικά χαμηλή διάρκεια αναζήτησης στάθμευσης (<500 δευτερόλεπτα) παρατηρείται 
ασυνήθιστα υψηλή κατανάλωση καυσίμου (>4 λίτρα). Ο συγκεκριμένος συνδυασμός μπορεί επίσης να 
δείχνει λανθασμένες μετρήσεις ή ανωμαλίες που θα επηρεάσουν το μοντέλο πρόβλεψης.  

3ο  Στάδιο καθαρισμού δεδομένων (μεταβλητές στάθμευσης) 

Στο τελικό στάδιο προετοιμασίας της βάσης δεδομένων για την μοντελοποίηση, δημιουργείται το 
df_parking_filtered, που περιέχει αποκλειστικά τις μεταβλητές σχετικές με την αναζήτηση στάθμευσης. 
Αυτό το σετ δεδομένων είναι πλέον πιο καθαρό και περιλαμβάνει την απόσταση από την τελευταία 
θέση που προσπάθησε ο οδηγός να σταθμεύσει μέχρι την τελική θέση στάθμευσης, τον αριθμό των 
φορών που το όχημα πέρασε από το σημείο προορισμού του κατά τη διάρκεια της αναζήτησης για 
στάθμευση, τον αριθμό φορών που ένας οδηγός μπορεί να πέρασε από ένα συγκεκριμένο σημείο πριν 
βρει χώρο στάθμευσης, τον συνολικό χρόνο αναζήτησης, την μετρική που δείχνει κατά πόσο η 
διαδρομή που έκανε ο οδηγός κατά τη διάρκεια της αναζήτησης στάθμευσης ήταν ευθεία, την 
απόσταση αναζήτησης, την μέση ταχύτητα κατά την αναζήτηση και την κατανάλωση καυσίμου. 

Η τελική βάση δεδομένων (df_parking_filtered) αποτελείται από τις παρακάτω μεταβλητές: 

 parking_circulation_distance_park_to_last 

 parking_circulation_minima 

ΜΕΤΑΒΛΗΤΕΣ 
ΑΡΙΘΜΟΣ ΑΚΡΑΙΩΝ ΤΙΜΩΝ 

(outliers) 

Parking Circulation Fuel 16 

Parking Circulation Duration 80 

Parking Circulation Distance 97 

Parking Circulation Speed 10 
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 parking_circulation_minima_before 

 parking_circulation_duration 

 parking_circulation_straightness 
 parking_circulation_distance 

 parking_circulation_avg_speed 

 parking_circulation_fuel 

 

5.2.5 Προκαταρκτική Ανάλυση Δεδομένων  
Τα διαγράμματα διασποράς (scatter plots) είναι ένα πολύτιμο εργαλείο στην ανάλυση δεδομένων, 
παρέχοντας τη δυνατότητα να απεικονίσουμε τις σχέσεις μεταξύ δύο συνεχών μεταβλητών. Η 
χρησιμότητά τους έγκειται στον εντοπισμό συσχετίσεων θετικών, αρνητικών ή και καθόλου μεταξύ 
δύο μεταβλητών, στην ανίχνευση ακραίων τιμών και στην αξιολόγηση μη γραμμικών σχέσεων. Για 
αυτούς τους λόγους καθίστανται απαραίτητα για την προκαταρκτική ανάλυση δεδομένων. Τα 
παρακάτω scatter plots εξετάζουν τη σχέση μεταξύ διαφόρων μεταβλητών κυκλοφοριακής 
συμπεριφοράς και της κατανάλωσης καυσίμου κατά την αναζήτηση στάθμευσης.  

Ευθύγραμμη διαδρομή κατά την αναζήτηση στάθμευσης και Κατανάλωση Καυσίμου: 

Η μετρική που δείχνει κατά πόσο η διαδρομή που έκανε ο οδηγός κατά τη διάρκεια της αναζήτησης 
στάθμευσης ήταν ευθεία σε σχέση με την κατανάλωση καυσίμου φαίνεται να μην έχει έντονη 
συσχέτιση, καθώς η κατανάλωση παραμένει σχετικά σταθερή ανεξάρτητα από την μετρική (Parking 
Straightness). Στο Διάγραμμα 10  ,στον άξονα x απεικονίζεται η μετρική για την ευθεία πορεία κίνησης, 
με τιμές από 0 έως 1, όπου μια τιμή κοντά στο 1 σημαίνει μια πιο ευθεία πορεία, ενώ τιμές κοντά στο 
0 υποδεικνύουν πιο ανομοιογενείς ή περιστροφικές κινήσεις κατά την αναζήτηση θέση στάθμευσης. 
Στον άξονα y βλέπουμε την κατανάλωση καυσίμου σε λίτρα, όπου η περιοχή με τις πιο πυκνές μπλε 
κουκκίδες δείχνει το εύρος των πιο συνηθισμένων τιμών κατανάλωσης καυσίμου. Σύμφωνα λοιπόν με 
αυτήν την απεικόνιση, η μορφή της διαδρομής (ευθεία ή όχι)  που έκανε ο οδηγός κατά τη διάρκεια της 
αναζήτησης στάθμευσης δεν ασκεί μεγάλη επίδραση στη συνολική κατανάλωση καυσίμου. 

 

Διάγραμμα 10: Διάγραμμα διασποράς μεταξύ ευθύγραμμης διαδρομής κατά την αναζήτηση στάθμευσης και κατανάλωσης 
καυσίμου 
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Διάρκεια αναζήτησης στάθμευσης και Κατανάλωση Καυσίμου 

Αυτό το διάγραμμα διασποράς δείχνει τη σχέση ανάμεσα στη διάρκεια αναζήτησης θέσης στάθμευσης 
(Parking Duration) σε δευτερόλεπτα (στον άξονα x) και την κατανάλωση καυσίμου (OBD Fuel 
Consumption) σε λίτρα (στον άξονα y) όπως καταγράφηκε από την OBD συσκευή του οχήματος. Στο 
Διάγραμμα 11, οι περισσότερες τιμές συγκεντρώνονται κοντά στο κάτω μέρος του άξονα y, δηλαδή 
στις χαμηλότερες τιμές κατανάλωσης καυσίμου, ανεξάρτητα από τη διάρκεια αναζήτησης. Η κόκκινη 
γραμμή που περνά μέσα από τα δεδομένα απεικονίζει μια ήπια θετική γραμμική σχέση, υποδεικνύοντας 
ότι καθώς αυξάνεται η διάρκεια, υπάρχει μια μικρή αύξηση στην κατανάλωση καυσίμου. Ωστόσο, η 
σχέση δεν φαίνεται να είναι ιδιαίτερα ισχυρή, δεδομένου ότι πολλά δεδομένα βρίσκονται μακριά από 
αυτή τη γραμμή και η διασπορά τους είναι μεγάλη. Αξιοσημείωτο είναι επίσης ότι ενώ μερικές τιμές 
δείχνουν υψηλότερη κατανάλωση καυσίμου για μεγάλες διάρκειες αναζήτησης, οι ακραίες αυτές τιμές 
είναι λίγες και μπορεί να θεωρηθούν outliers. Αυτό σημαίνει ότι δεν αποτελούν το κύριο μοτίβο των 
δεδομένων και ενδεχομένως αντιπροσωπεύουν ειδικές περιπτώσεις ή ανωμαλίες στα δεδομένα. 

 

Διάγραμμα 11: Διάγραμμα διασποράς μεταξύ διάρκεια αναζήτησης θέσης στάθμευσης και κατανάλωσης καυσίμου 

Απόσταση διαδρομής κατά την αναζήτηση στάθμευσης και Κατανάλωση Καυσίμου: 

Το συγκεκριμένο scatter plot δείχνει τη σχέση μεταξύ της απόστασης διαδρομής κατά την αναζήτηση 
στάθμευσης (Parking Distance) σε χιλιόμετρα (στον άξονα x) και της κατανάλωσης καυσίμου (OBD 
Fuel Consumption) σε λίτρα (στον άξονα y). Στο Διάγραμμα 12 , παρατηρείται ότι η κατανάλωση 
καυσίμου φαίνεται να αυξάνεται με την αύξηση της απόστασης. Η κόκκινη γραμμή που διασχίζει το 
διάγραμμα υποδεικνύει μια θετική γραμμική σχέση, δηλαδή ότι υπάρχει μια τάση αύξησης της 
κατανάλωσης καυσίμου όσο μεγαλώνει η απόσταση που διανύεται κατά τη διάρκεια αναζήτησης. 
Παρόλο που η γενική τάση είναι θετική, υπάρχει μια σχετικά μεγάλη διασπορά των τιμών, ιδίως στις 
χαμηλότερες αποστάσεις, όπου η κατανάλωση καυσίμου κυμαίνεται ευρέως. Αυτό μπορεί να 
υποδεικνύει ότι άλλοι παράγοντες μπορεί επίσης να επηρεάζουν την κατανάλωση καυσίμου εκτός από 
την απόσταση διαδρομής. 
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Διάγραμμα 12:  Διάγραμμα διασποράς μεταξύ απόσταση διαδρομής  αναζήτησης θέσης στάθμευσης και κατανάλωσης καυσίμου 

Απόσταση από την τελευταία θέση στάθμευσης που προσπάθησε ο οδηγός να σταθμεύσει μέχρι την 
τελική θέση στάθμευσης και Κατανάλωση Καυσίμου: 

Αυτό το scatter plot παρουσιάζει τη σχέση μεταξύ της απόστασης από την τελευταία θέση στάθμευσης 
που προσπάθησε ο οδηγός να σταθμεύσει μέχρι την τελική θέση στάθμευσης (Parking Distance Park 
to Last) και της κατανάλωσης καυσίμου (OBD Fuel Consumption). Από το Διάγραμμα 13 διακρίνεται 
ότι η σχέση μεταξύ των δύο μεταβλητών δεν είναι τόσο σαφής με την  κόκκινη γραμμή να δείχνει τη 
γραμμική προσαρμογή μεταξύ των δεδομένων, υποδηλώνοντας μικρή γραμμική σχέση μεταξύ αυτών 
των δύο μεταβλητών. Η σχέση φαίνεται ασθενής, με την κατανάλωση καυσίμου να παραμένει σχεδόν 
σταθερή. 

 

Διάγραμμα 13: Διάγραμμα διασποράς μεταξύ απόστασης από την τελευταία θέση που προσπάθησε ο οδηγός να    σταθμεύσει 
μέχρι την τελική θέση στάθμευσης και κατανάλωσης καυσίμου 
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Ταχύτητα κατά την αναζήτηση στάθμευσης και Κατανάλωση Καυσίμου: 

Το παρακάτω scatter plot παρουσιάζει τη σχέση μεταξύ της ταχύτητας κυκλοφορίας στη διάρκεια 
αναζήτησης θέσης στάθμευσης (Parking Speed) και της κατανάλωσης καυσίμου (OBD Fuel 
Consumption). Εδώ βλέπουμε μια σαφή θετική γραμμική τάση που δείχνει ότι καθώς αυξάνεται η 
ταχύτητα, αυξάνεται και η κατανάλωση καυσίμου. Η κόκκινη γραμμή στο διάγραμμα αντιπροσωπεύει 
τη γραμμική προσαρμογή και φαίνεται να έχει μια σχετικά σταθερή άνοδο. Αυτό υποδηλώνει ότι οι 
οδηγοί που κινούνται με υψηλότερες ταχύτητες τείνουν να έχουν και μεγαλύτερη κατανάλωση 
καυσίμου. Το μοτίβο διασποράς των σημείων επιβεβαιώνει αυτή τη σχέση, καθώς τα σημεία 
συγκεντρώνονται πυκνότερα και ακολουθούν τη γραμμική αυτή τάση. Ωστόσο, υπάρχουν επίσης 
μερικά σημεία στο Διάγραμμα 14 με υψηλή κατανάλωση καυσίμου και χαμηλότερες ταχύτητες, κάτι 
που θα μπορούσε να είναι αποτέλεσμα άλλων παραγόντων όπως στυλ οδήγησης ή ιδιότητες του 
οχήματος. Παρατηρούμε επίσης κάποιες ακραίες τιμές (outliers) που είναι αρκετά υψηλότερες από τις 
υπόλοιπες μετρήσεις. Αυτές οι τιμές θα μπορούσαν να είναι από οχήματα που έχουν κάνει γρηγορότερη 
πορεία στο χώρο στάθμευσης ή να αντιπροσωπεύουν λάθη στα δεδομένα ή εξαιρετικές συνθήκες. Η 
κατανάλωση καυσίμου (Y-άξονας) δείχνει μεταβλητότητα ανάμεσα στα οχήματα, με τιμές που 
κυμαίνονται από πολύ χαμηλές μέχρι σημαντικά υψηλότερες από το μέσο όρο. Η ταχύτητα στάθμευσης 
(X-άξονας) φαίνεται να παραμένει κάτω από τα 30 km/h για τα περισσότερα δείγματα, αντανακλώντας 
τις χαμηλές ταχύτητες που αναμένονται κατά την αναζήτηση στάθμευσης. 

 

Διάγραμμα 14: Διάγραμμα διασποράς μεταξύ ταχύτητας κατά την αναζήτηση στάθμευσης και κατανάλωσης καυσίμου 

 

 

Συμπερασματικά, από τα παραπάνω διαγράμματα φαίνεται ότι ενώ η συμπεριφορά του οδηγού κατά 
την αναζήτηση στάθμευσης επηρεάζει την κατανάλωση καυσίμου, η συσχέτιση δεν είναι πάντα άμεση 
ή έντονη. Στοιχεία όπως η ταχύτητα και η συνολική απόσταση φαίνεται να έχουν μεγαλύτερη σημασία, 
ενώ ο τύπος της διαδρομής (ευθεία ή όχι) και οι συντομότερες αποστάσεις φαίνεται να έχουν μικρότερη 
επίδραση. 
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Πίνακας 4: Σύνοψη συμπερασμάτων Διαγραμμάτων Διασποράς 

 

 
 

5.2.6 Συσχέτιση Μεταβλητών Στάθμευσης 
Σύμφωνα με τον πίνακα συσχέτισης (Correlation Matrix) που δημιουργήθηκε για το νέο σύνολο 
δεδομένων ,που αφορούν αποκλειστικά τις μεταβλητές για στάθμευση, παρατηρήθηκαν διάφορες 
σχέσεις μεταξύ των μεταβλητών : Distance_park_to_last, Minima, Minima_before, Duration, 
Straightness, Distance, Average_speed, Fuel_consumption.  

Ο Πίνακας 5 αναπαριστά τις συσχετίσεις μεταξύ διάφορων μεταβλητών που σχετίζονται με την 
διαδικασία αναζήτησης στάθμευσης. Οι τιμές συσχέτισης κυμαίνονται από -1 έως 1, όπου οι τιμές 
κοντά στο 1 υποδεικνύουν ισχυρή θετική συσχέτιση, οι τιμές κοντά στο -1 υποδεικνύουν ισχυρή 
αρνητική συσχέτιση, και οι τιμές κοντά στο 0 υποδεικνύουν ότι δεν υπάρχει στατιστικά σημαντική 
σχέση. Η μεταβλητή "Duration" (Διάρκεια) έχει ισχυρή θετική συσχέτιση με τη μεταβλητή "Distance" 
(Απόσταση), με συντελεστή συσχέτισης 0.89, γεγονός που σημαίνει ότι καθώς η μία αυξάνεται, η άλλη 
τείνει να αυξάνεται επίσης. Η μετρική "Straightness" (Δείκτης Ευθύγραμμης Πορείας) έχει μια μέτρια 
έως ισχυρή αρνητική συσχέτιση με "Distance" (-0.53) και "Duration" (-0.57), υποδηλώνοντας ότι όσο 
πιο άμεση είναι η διαδρομή στάθμευσης, τόσο λιγότερο χρόνο και απόσταση καλύπτεται. Ακόμη, η 
"Fuel_consumption" (Κατανάλωση καυσίμου) έχει έναν μέτριο θετικό συντελεστή συσχέτισης με 
"Duration" (0.49) και "Distance" (0.60), υποδηλώνοντας ότι υπάρχει μια συσχέτιση μεταξύ της 
αυξημένης κατανάλωσης καυσίμου και της αυξημένης διάρκειας και απόστασης κίνησης κατά τη 
στάθμευση. Οι υπόλοιπες συσχετίσεις είναι πιο αδύναμες και δεν δείχνουν ισχυρή σχέση μεταξύ των 
μεταβλητών.  
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Διάγραμμα  15: Διάγραμμα συσχέτισης τελικών μεταβλητών 

 

5.3 Κλιμάκωση  

Απαραίτητο βήμα πριν την δημιουργία του μοντέλου πρόβλεψης αποτελεί η διαδικασία τροποποίησης 
των τιμών των χαρακτηριστικών στο τελικό επεξεργασμένο σύνολο δεδομένων ώστε να βρίσκονται σε 
παρόμοια κλίμακα. Η κλιμάκωση (scaling) είναι χρήσιμη όταν τα διάφορα χαρακτηριστικά του 
συνόλου δεδομένων έχουν διαφορετικές μονάδες μέτρησης ή διαστάσεις, και σκοπός της είναι να 
διασφαλίσει ότι κάθε χαρακτηριστικό θα συμβάλλει ισομερώς στην ανάλυση. Πιο συγκεκριμένα, στην 
ανάλυση χρησιμοποιείται η Κανονικοποίηση Min-Max (Normalization), η οποία αποτελεί μια ειδική 
μέθοδο κλιμάκωσης όπου οι μεταβλητές θα έχουν μέση τιμή 0 και τυπική απόκλιση 1. είναι χρήσιμη 
για την αποτροπή παραμόρφωσης των αποτελεσμάτων εξαιτίας των μονάδων μέτρησης και για την 
εξασφάλιση ότι η κλίμακα μίας μεταβλητής δεν θα επηρεάσει δυσανάλογα το μοντέλο. Συνοπτικά, η 
κλιμάκωση των δεδομένων στο μοντέλο μας επιτρέπει να αξιοποιήσουμε πλήρως τις δυνατότητες των 
αλγορίθμων, βελτιώνοντας την ακρίβεια και την αποδοτικότητα της πρόβλεψης.  

5.4 Διαχωρισμός Δεδομένων 

Ο διαχωρισμός του συνόλου δεδομένων σε σύνολο εκπαίδευσης (train set) και σύνολο ελέγχου(test set) 
είναι ένα κρίσιμο βήμα στην διαδικασία δημιουργίας ενός αξιόπιστου μοντέλου πρόβλεψης 
κατανάλωσης καυσίμου κατά την αναζήτηση θέσης στάθμευσης. Το σετ εκπαίδευσης χρησιμοποιείται 
για την "εκπαίδευση" του μοντέλου, δηλαδή την εκμάθηση των σχέσεων μεταξύ των εισόδων και των 
εξόδων. Το σετ δοκιμής, από την άλλη πλευρά, χρησιμοποιείται για να αξιολογήσει την απόδοση του 
μοντέλου σε άγνωστα δεδομένα, δηλαδή δεδομένα που το μοντέλο δεν έχει "δει" κατά τη διάρκεια της 
εκπαίδευσης. 

Η επιλογή της αναλογίας διαχωρισμού επηρεάζει άμεσα την απόδοση του μοντέλου. Ένας 
συνηθισμένος κανόνας είναι το 80-20, όπου το 80% των δεδομένων χρησιμοποιείται για εκπαίδευση 
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και το 20% για δοκιμή. Χρησιμοποιώντας την αναλογία 80-20, εξασφαλίζουμε ότι το μοντέλο θα 
εκπαιδευτεί σε ένα επαρκώς μεγάλο σύνολο δεδομένων (80% του συνολικού δειγματολογίου), 
προσφέροντας τη δυνατότητα να "μάθει" αποτελεσματικά τις σχετικές συμπεριφορές και τάσεις που 
επηρεάζουν την κατανάλωση καυσίμου. Παράλληλα, το 20% των δεδομένων που διατηρείται για 
τεστάρισμα επιτρέπει την ανεξάρτητη αξιολόγηση της απόδοσης του μοντέλου σε καινούρια δεδομένα, 
κάτι που βοηθά στην αποφυγή του φαινομένου της υπερ προσαρμογής (overfitting) και εξασφαλίζει 
ότι το μοντέλο θα είναι γενικευμένο και αξιόπιστο όταν εφαρμοστεί σε πραγματικές συνθήκες. Η χρήση 
του random_state=42 εγγυάται ότι ο διαχωρισμός θα είναι ίδιος κάθε φορά που εκτελείται ο κώδικας, 
διασφαλίζοντας έτσι τη συγκρισιμότητα των αποτελεσμάτων σε διαφορετικές εκτελέσεις.  

Για να ελεγχθεί επίσης το μέγεθος των συνόλων δεδομένων εκπαίδευσης και δοκιμών, γίνεται χρήση 
της ιδιότητας .shape, η οποία επιστρέφει τις διαστάσεις του αντίστοιχου DataFrame. Το X_train.shape 
θα δώσει τις διαστάσεις του συνόλου εκπαίδευσης, που περιλαμβάνει το 80% του αρχικού συνόλου 
δεδομένων, ενώ το X_test.shape θα δείξει τις διαστάσεις του συνόλου δοκιμών, που αντιπροσωπεύει 
το 20%. Ο σωστός διαχωρισμός των δεδομένων εξασφαλίζει ότι το μοντέλο μπορεί να εκπαιδευτεί και 
να δοκιμαστεί με δεδομένα που αντικατοπτρίζουν πραγματικές συνθήκες, προσφέροντας έγκυρες 
προβλέψεις για την πραγματική κατανάλωση καυσίμου.  

Το σύνολο εκπαίδευσης (X_train) και επικύρωσης (X_val) προέρχεται από το αρχικό 80% των 
δεδομένων, ενώ το τελικό 20% αποτελεί το σύνολο δοκιμών (X_test). Το αρχικό σύνολο δεδομένων 
αποτελείται από 611 δείγματα και μετά τον διαχωρισμό, το σύνολο εκπαίδευσης και επικύρωσης έχει 
488 δείγματα και το σύνολο δοκιμών έχει 123 δείγματα. Το σύνολο επικύρωσης που χρησιμοποιείται 
κατά το cross-validation αναφέρεται στο σύνολο δεδομένων που διασπάται από το αρχικό εκπαιδευτικό 
σετ για να επικυρώσει την απόδοση του μοντέλου σε κάθε βήμα της εκπαίδευσης. 

Επιπλέον, από τα 488 δείγματα του συνόλου εκπαίδευσης, το 20% χρησιμοποιείται ως σύνολο 
επικύρωσης, δηλαδή περίπου 98 δείγματα, αφήνοντας 390 δείγματα για την εκπαίδευση. 

Συνολικά: 

❖ Σετ εκπαίδευσης (X_train): 390 δείγματα 

❖ Σετ επικύρωσης (X_val): 98 δείγματα 

❖ Σετ ελέγχου (X_test): 123 δείγματα 

5.5 Επαύξηση των δεδομένων  

Η τεχνική της ενίσχυσης δεδομένων (data augmentation) εφαρμόστηκε στην παρούσα εργασία με 
σκοπό την αύξηση του μεγέθους και της ποικιλίας του συνόλου εκπαίδευσης, βελτιώνοντας την 
ικανότητα γενίκευσης του μοντέλου και περιορίζοντας την υπερπροσαρμογή. Η τεχνική υλοποιήθηκε 
με τη χρήση Variational Autoencoder, ο οποίος εκπαιδεύτηκε στα πραγματικά δεδομένα που 
συλλέχθηκαν μέσω GPS και OBD, δημιουργώντας νέα συνθετικά δείγματα που διατηρούν την 
κατανομή και τα στατιστικά χαρακτηριστικά των πραγματικών δεδομένων. Με τον τρόπο αυτό, το 
σύνολο εκπαίδευσης εμπλουτίστηκε με παραδείγματα που αναπαριστούν σπάνιες ή ιδιόμορφες 
συνθήκες αναζήτησης στάθμευσης, όπως διαφορετικές διάρκειες αναζήτησης, ποικιλία ταχυτήτων και 
διαφορετικά προφίλ κυκλοφορίας. 

Για τον προσδιορισμό του βέλτιστου πλήθους νέων δειγμάτων, πραγματοποιήθηκε ανάλυση 
ευαισθησίας σε εύρος από 100 έως 800 δείγματα με βήμα 50, συγχωνεύοντας κάθε φορά τα συνθετικά 
δεδομένα με το αρχικό σύνολο εκπαίδευσης και αξιολογώντας την απόδοση με τις μετρικές RMSE, R², 
MAE και MSE χρησιμοποιώντας το Voting Regressor. Η ανάλυση έδειξε ότι όσο αυξανόταν το πλήθος 
νέων δειγμάτων από 100 έως 500, οι μετρικές βελτιώνονταν προοδευτικά, με το R² να αυξάνεται από 
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0.529 σε 0.608 και το MSE να μειώνεται από 0.475 σε 0.405. Στα 550 νέα δείγματα επιτεύχθηκαν οι 
βέλτιστες τιμές με R² ίσο με 0.615, MSE ίσο με 0.399 και MAE ίσο με 0.512, καταγράφοντας την 
καλύτερη συνολική απόδοση του μοντέλου σε σχέση με όλα τα άλλα σενάρια. 

Πέρα από τα 550 δείγματα, στις δοκιμές με 600 έως 800 δείγματα, το R² μειώθηκε, ενώ το MSE και το 
MAE αυξήθηκαν, υποδεικνύοντας ότι δεν υπήρχε περαιτέρω όφελος από την προσθήκη περισσότερων 
δειγμάτων και ότι ενδεχομένως το μοντέλο άρχισε να υπερπροσαρμόζεται στα συνθετικά δεδομένα. 
Συνεπώς, τα 550 δείγματα αποτέλεσαν την καλύτερη ισορροπία μεταξύ αύξησης του όγκου δεδομένων, 
βελτίωσης της ακρίβειας και διατήρησης της ικανότητας γενίκευσης του μοντέλου, χωρίς περιττή 
αύξηση του υπολογιστικού κόστους. 

Για την καλύτερη κατανόηση της ανάλυσης και την οπτική τεκμηρίωση της επιλογής των 550 νέων 
δειγμάτων, παρακάτω παρουσιάζονται τα διαγράμματα που απεικονίζουν τη μεταβολή των μετρικών 
R², MSE και MAE σε σχέση με τον αριθμό των νέων δειγμάτων κατά την εφαρμογή της τεχνικής 
επαύξησης δεδομένων 

 

 

           Διάγραμμα 15: Διάγραμμα εξέλιξης του Συντελεστή Προσδιορισμού (R²) ανά Πλήθος Νέων Δειγμάτων 
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           Διάγραμμα 16: Διάγραμμα εξέλιξης του Μέσου Τετραγωνικού Σφάλματος (MSE) ανά Πλήθος Νέων Δειγμάτων 

 

 

 

Διάγραμμα 17: Διάγραμμα εξέλιξης της Μέσης Απόλυτης Απόκλισης (MAE) ανά Πλήθος Νέων Δειγμάτων 
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.5.6 Εκπαίδευση και Αξιολόγηση των μοντέλων 

Η ανάλυση βοηθά στην κατανόηση των παραγόντων που επηρεάζουν την κατανάλωση καυσίμου κατά 
τη διάρκεια της αναζήτησης στάθμευσης. Μέσω της αξιολόγησης μπορούμε να εκτιμήσουμε πόσο 
καλά το μοντέλο προβλέπει την κατανάλωση καυσίμου υπό διάφορες συνθήκες. Η διαδικασία επιτρέπει 
τη βελτιστοποίηση των μοντέλων μέσω τεχνικών όπως η ρύθμιση παραμέτρων και η επιλογή 
χαρακτηριστικών, βελτιώνοντας την ακρίβεια των προβλέψεων. Παρέχει επίσης μετρήσιμα κριτήρια 
(όπως το Μέσο Τετραγωνικό Σφάλμα) για την αξιολόγηση της απόδοσης του μοντέλου, επιτρέποντας 
την συγκριτική ανάλυση μεταξύ διαφόρων προσεγγίσεων. Η διαδικασία εκπαίδευσης και αξιολόγησης 
των μοντέλων ακολουθεί αρκετά βήματα. Αρχικά όπως αναφέρθηκε τα δεδομένα διαχωρίζονται στο 
σύνολο εκπαίδευσης και σύνολο ελέγχου και επικύρωσης. Το σετ εκπαίδευσης χρησιμοποιείται για τον 
σχηματισμό του μοντέλου, ενώ το δοκιμαστικό σετ βοηθά στην αξιολόγηση της απόδοσής του υπό 
συνθήκες που το μοντέλο δεν έχει "δει" κατά την εκπαίδευση. Για την επιλογή μοντέλου 
αναπτύσσονται πολλαπλά μοντέλα (όπως Λογιστική Παλινδρόμηση, Τυχαία Δάση) για την εύρεση του 
ιδανικού μοντέλου για την εφαρμογή. Η επιλογή γίνεται με βάση την απόδοση του μοντέλου στο 
δοκιμαστικό σετ. Για την ρύθμιση παραμέτρων γίνεται χρήση τεχνικών όπως το GridSearch για την 
βελτιστοποίηση των παραμέτρων του μοντέλου. Επίσης, οι μετρικές όπως το Μέσο Τετραγωνικό 
Σφάλμα (MSE) και το Σφάλμα Απόλυτης Ποσοστιαίας Απόκλισης (MAPE) μπορούν να καθορίσουν 
πόσο καλά το μοντέλο προβλέπει τα δεδομένα. 

5.6.1 Μοντέλο Γραμμικής Παλινδρόμησης 

Η Γραμμική Παλινδρόμηση εφαρμόστηκε με σκοπό την εκτίμηση της κατανάλωσης καυσίμου κατά 
την αναζήτηση στάθμευσης, βάσει επιλεγμένων παραμέτρων. Τα αποτελέσματα αξιολογήθηκαν σε δύο 
επίπεδα: (α) μέτρα προσαρμογής (goodness of fit measures) και (β) συντελεστές και στατιστική 
σημαντικότητα. 

(α) Μέτρα Προσαρμογής (Goodness of fit measures) 

Η απόδοση του μοντέλου αξιολογήθηκε μέσω των βασικών μετρικών: 

 MSE (Mean Squared Error): 0.631 

 MAE (Mean Absolute Error): 0.625 

 R² (Coefficient of Determination): 0.374 

Η τιμή του συντελεστή προσδιορισμού R² δείχνει ότι το μοντέλο εξηγεί περίπου το 37,4% της 
διακύμανσης της κατανάλωσης καυσίμου. Η προσαρμογή θεωρείται μέτρια, γεγονός που υποδηλώνει 
ότι αν και υπάρχει σαφής γραμμική σχέση μεταξύ των μεταβλητών και της κατανάλωσης, απαιτούνται 
πιο σύνθετες προσεγγίσεις για υψηλότερη ακρίβεια. 
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(β) Συντελεστές και Στατιστική Σημαντικότητα 

Η εξίσωση που δημιουργήθηκε στο μοντέλο Γραμμικής Παλινδρόμησης έχει την εξής μορφή: 

y = 0.0557 + 0.0450 * Distance_park_to_last + 0.0155 * Minima + 0.0324 * Minima_before + -0.0007 
* Duration + -0.0420 * Straightness + 0.4848 * Distance + 0.1647 * Average_speed 

Κάθε όρος στην εξίσωση του μοντέλου αντιπροσωπεύει τη συμβολή της αντίστοιχης ανεξάρτητης 
μεταβλητής στην τελική πρόβλεψη της κατανάλωσης καυσίμου. Για παράδειγμα, ο συντελεστής 0.0450 
για τη μεταβλητή Distance_park_to_last δείχνει ότι μια μοναδιαία αύξηση στην απόσταση από την 
τελευταία αποτυχημένη προσπάθεια στάθμευσης συνεπάγεται αύξηση στην προβλεπόμενη 
κατανάλωση καυσίμου κατά περίπου 0.0450 μονάδες, υπό σταθερές τις υπόλοιπες μεταβλητές. Η 
σταθερά του μοντέλου (0.0557) αποτυπώνει τη βασική κατανάλωση καυσίμου, ακόμη και όταν όλες οι 
άλλες μεταβλητές έχουν τιμή μηδέν, εκφράζοντας την ελάχιστη προβλεπόμενη κατανάλωση υπό 
ιδανικές συνθήκες. Μεταξύ των παραγόντων, ο συντελεστής της συνολικής απόστασης αναζήτησης 
(Distance = 0.4848, p < 0.001) αναδεικνύεται ως ο ισχυρότερος προβλεπτικός δείκτης: για κάθε 
επιπλέον χιλιόμετρο, η κατανάλωση καυσίμου αυξάνεται κατά περίπου 0.485 λίτρα. Παράλληλα, η 
μέση ταχύτητα (Average_speed = 0.1647, p < 0.001) συνδέεται θετικά και σημαντικά με την 
κατανάλωση, δείχνοντας ότι υψηλότερες ταχύτητες κατά την αναζήτηση σχετίζονται με μεγαλύτερη 
κατανάλωση καυσίμου. Αντίθετα, οι μεταβλητές Duration (-0.0007) και Straightness (-0.0420) έχουν 
αρνητικούς συντελεστές, γεγονός που υποδηλώνει μικρή και μη στατιστικά σημαντική μείωση της 
κατανάλωσης καυσίμου σε συνθήκες μεγαλύτερης διάρκειας ή πιο ευθύγραμμων διαδρομών. Οι 
μεταβλητές Minima (0.0155) και Minima_before (0.0324) εμφανίζουν θετικούς συντελεστές, χωρίς 
όμως στατιστικά σημαντική συνεισφορά στο μοντέλο. Η ερμηνεία των αποτελεσμάτων καταδεικνύει 
ότι η συνολική απόσταση και η μέση ταχύτητα είναι οι δύο βασικοί παράγοντες που επηρεάζουν την 
κατανάλωση καυσίμου κατά την αναζήτηση στάθμευσης, ενώ οι υπόλοιπες μεταβλητές δεν 
παρουσιάζουν στατιστικά σημαντική σχέση.  

Αριθμητικό παράδειγμα: 

Η μείωση της απόστασης κατά 10 χιλιόμετρα (δηλαδή 20% του συνήθους εύρους τιμών) έχει την 
ακόλουθη επίδραση: 

Δydistance= 0.484 ×(−10)= −4.848. Δηλαδή, μια μείωση 10 χλμ στη διανυθείσα απόσταση οδηγεί σε 
μείωση κατανάλωσης καυσίμου κατά 4.85 λίτρα.  

Παράλληλα, η μείωση της διάρκειας αναζήτησης κατά 1000 δευτερόλεπτα έχει επίδραση: 

Δyduration=(−0.0007)×(−1000)=0.7  

Δηλαδή, μια μείωση της διάρκειας αναζήτησης οδηγεί σε αύξηση της κατανάλωσης κατά 0.7 λίτρα, 
καθώς η μικρότερη διάρκεια σχετίζεται με υψηλότερη μέση ταχύτητα. 

Η συνολική καθαρή μεταβολή της κατανάλωσης καυσίμου, συνυπολογίζοντας και τις δύο επιδράσεις, 
ανέρχεται σε περίπου: 

Δy=−4.848+0.7=−4.148 

Επομένως, η συνολική κατανάλωση καυσίμου μειώνεται κατά περίπου 4.15 λίτρα, με την απόσταση 
να αποτελεί τον κυρίαρχο παράγοντα που επηρεάζει την τελική πρόβλεψη. 
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Πίνακας 5: Πίνακας αποτελεσμάτων  μοντέλου Γραμμικής Παλινδρόμησης 

 
Μεταβλητή 

Συντελεστής 
(Coefficient) 

Τυπ. 
Σφάλμα 
(Std.Err) 

z-τιμή 
(z-val) 

p-τιμή 
(P>|z|) 

Σημαντικότητα 
(Signif.) 

const 0.0557 0.0278 2.0067 0.0451 * 
Distance_park_to_last 0.0450 0.0286 1.5731 0.1161  
Minima 0.0155 0.0207 0.7475 0.4550  
Minima_before 0.0324 0.0248 1.3101 0.1905  

Duration -0.0007 0.0006 -1.0629 0.2881  
Straightness -0.0420 0.0331 -1.2692 0.2047  
Distance 0.4848 0.0342 14.1922 0.0000 *** 
Average_speed 0.1647 0.0149 11.0225 0.0000 *** 

Σημείωση: * : p < 0.05,  ** : p < 0.01,  *** : p < 0.001 

Στον πίνακα αποτελεσμάτων της γραμμικής παλινδρόμησης παρουσιάζονται οι βασικοί δείκτες που 
αποτυπώνουν τη σημασία και την αξιοπιστία κάθε ανεξάρτητης μεταβλητής στο υπό εξέταση μοντέλο. 
Η στήλη Coefficient (Συντελεστής) εκφράζει το μέγεθος και την κατεύθυνση της σχέσης κάθε 
μεταβλητής με την εξαρτημένη μεταβλητή· θετική τιμή υποδηλώνει ότι η αύξηση της μεταβλητής 
οδηγεί σε αύξηση της κατανάλωσης καυσίμου, ενώ αρνητική τιμή δηλώνει αντίστροφη σχέση. Η στήλη 
Std.Err (Τυπικό Σφάλμα) αποτυπώνει την αβεβαιότητα της εκτίμησης του συντελεστή, με μικρότερες 
τιμές να υποδεικνύουν μεγαλύτερη αξιοπιστία. Ο δείκτης z-val (στατιστικό z) προκύπτει από τη 
διαίρεση του συντελεστή με το τυπικό σφάλμα και αποτυπώνει την απόσταση της εκτίμησης από το 
μηδέν σε μονάδες τυπικής απόκλισης. Η στήλη P>|z| παρέχει την πιθανότητα η εκτιμώμενη επίδραση 
να οφείλεται στην τύχη (p-value). Τιμές p μικρότερες του 0.05 υποδεικνύουν στατιστικά σημαντική 
σχέση μεταξύ μεταβλητής και κατανάλωσης καυσίμου. Τέλος, η στήλη Signif. συνοψίζει το επίπεδο 
σημαντικότητας με τη χρήση αστερίσκων: * (p < 0.05), ** (p < 0.01), *** (p < 0.001). Συνεπώς, 
μεταβλητές με τρεις αστερίσκους ασκούν στατιστικά ισχυρή επίδραση, ενώ εκείνες χωρίς σήμανση δεν 
παρουσιάζουν στατιστικά σημαντική συσχέτιση στο μοντέλο. 

Αξιολόγηση του Γραμμικού Παλινδρομικού Μοντέλου Γραμμικής Παλινδρόμησης 

Το παραπάνω μοντέλο γραμμικής παλινδρόμησης παρουσιάζει συγκεκριμένα χαρακτηριστικά 
απόδοσης και στατιστικές μετρήσεις που μας επιτρέπουν να αξιολογήσουμε την επίδραση των 
διαφόρων παραγόντων στην κατανάλωση καυσίμου κατά την αναζήτηση στάθμευσης. Η απόδοση του 
μοντέλου αξιολογήθηκε με χρήση των μετρικών: Μέσο Τετραγωνικό Σφάλμα (MSE), Μέσο Απόλυτο 
Σφάλμα (MAE) και Διακύμανση (R-squared).  

Μετρικές Εκπαίδευσης: 

Το MSE στο σετ εκπαίδευσης ήταν 0.296. Αυτή η τιμή δείχνει το μέσο τετραγωνικό σφάλμα μεταξύ 
των πραγματικών και των προβλεπόμενων τιμών από το μοντέλο. Ένα σχετικά χαμηλό MSE στη φάση 
της εκπαίδευσης υποδηλώνει ότι το μοντέλο έχει καλή εκπαίδευση και έχει προσαρμοστεί σωστά στα 
δεδομένα εκπαίδευσης. Το MAE ήταν 0.359, μετρώντας τη μέση απόλυτη απόκλιση των 
προβλεπόμενων τιμών από τις πραγματικές. Αυτό το στατιστικό δείχνει ότι το μοντέλο έχει καλή 
ακρίβεια, αλλά υπάρχει περιθώριο για βελτίωση. 
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Μετρικές Δοκιμής: 

Το MSE για το σετ δοκιμής ήταν 0.631. Η αυξημένη τιμή σε σχέση με το σετ εκπαίδευσης υποδεικνύει 
ότι το μοντέλο δεν αποδίδει εξίσου καλά σε άγνωστα δεδομένα, κάτι που μπορεί να αναδείξει την 
παρουσία υπερ προσαρμογής (overfitting). Το MAE ήταν 0.625, επιβεβαιώνοντας περαιτέρω την 
ανάγκη για βελτίωση του μοντέλου καθώς προβλέπει λιγότερο ακριβώς στο σετ δοκιμής. 

 

Διακύμανση (R-squared): 

Η τιμή του R-squared ήταν 0.374. Αυτό υποδηλώνει ότι μόνο το 37.44% της διακύμανσης στην 
κατανάλωση καυσίμου εξηγείται από το μοντέλο, υποδηλώνοντας ότι πολλοί σημαντικοί παράγοντες 
μπορεί να μην έχουν συμπεριληφθεί στο μοντέλο. Τα αποτελέσματα αυτά υπογραμμίζουν την ανάγκη 
για περαιτέρω βελτίωση του μοντέλου, ίσως με την ενσωμάτωση περισσότερων ή διαφορετικών 
μεταβλητών, ή την εφαρμογή πιο περίπλοκων μεθόδων μοντελοποίησης που μπορεί να αντιμετωπίσουν 
την πολυπλοκότητα και την ετερογένεια των δεδομένων πιο αποτελεσματικά. 

Πίνακας 6: Πίνακας μετρικών  μοντέλου Γραμμικής Παλινδρόμησης (test set) 

Μετρική Test Set  

Μέσο Τετραγωνικό 
Σφάλμα (MSE) 

0.631 

Μέσο Απόλυτο 
Σφάλμα (MAE) 

0.625 

Εξηγημένη 
Διακύμανση (R²) 

0.374 

Η αξιολόγηση του μοντέλου γραμμικής παλινδρόμησης περιλαμβάνει μια γραφική αναπαράσταση που 
επιτρέπει την άμεση οπτικοποίηση της σχέσης μεταξύ των πραγματικών και προβλεπόμενων τιμών. 
Στο διάγραμμα 19 παρατηρούμε τα εξής: 

Διασπορά Προβλέψεων (Scatter Plot): Οι πραγματικές τιμές (από τον άξονα x) συγκρίνονται με τις 
προβλεπόμενες τιμές (από τον άξονα y) μέσω ενός διαγράμματος διασποράς. Τα σημεία που τείνουν 
να πέφτουν κατά μήκος της διαγωνίου (ενδεικνυόμενης με κόκκινη διακεκομμένη γραμμή) 
υποδηλώνουν ταύτιση μεταξύ των πραγματικών και προβλεπόμενων τιμών. 

Γραμμή Ιδανικής Πρόβλεψης: Η κόκκινη διακεκομμένη γραμμή αντιπροσωπεύει την ιδανική 
συμπεριφορά όπου οι προβλεπόμενες τιμές θα ήταν ίσες με τις πραγματικές τιμές. Αποκλίσεις από 
αυτήν τη γραμμή δείχνουν το σφάλμα πρόβλεψης του μοντέλου. 

Εφόσον το πιο απλό μοντέλο δεν δίνει ικανοποιητικά αποτελέσματα, θα δοκιμαστούν πιο πολύπλοκα 
μοντέλα παλινδρόμησης. Η διαδικασία αυτή περιλαμβάνει την ανάπτυξη και αξιολόγηση προηγμένων 
αλγορίθμων μηχανικής μάθησης, όπως τα Random Forest Regressor, AdaBoost Regression Model, 
Gradient Boosting Regressor και XGBoost Regressor. Τα πιο σύνθετα αυτά μοντέλα έχουν τη 
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δυνατότητα να καταγράψουν πολύπλοκες σχέσεις και αλληλεπιδράσεις μεταξύ των χαρακτηριστικών, 
προσφέροντας καλύτερες προβλέψεις σε σύγκριση με τα απλούστερα μοντέλα.  

 

Διάγραμμα 19 : Διάγραμμα Διασποράς της Γραμμικής Παλινδρόμησης: Προβλεπόμενες έναντι Πραγματικών Τιμών 
Κατανάλωσης Καυσίμου 

5.6.2 Ensemble Methods 

Τα Ensemble Methods αποτελούν μία οικογένεια αλγορίθμων μηχανικής μάθησης που βασίζονται στη 
φιλοσοφία ότι η συνδυαστική χρήση πολλαπλών μοντέλων μπορεί να παράγει πιο ακριβείς και ισχυρές 
προβλέψεις από ό,τι ένα μόνο μοντέλο. Σε αντίθεση με ένα απλό μοντέλο πρόβλεψης που μπορεί να 
είναι ευάλωτο σε υπερπροσαρμογή (overfitting) και ανεπαρκείς γενικεύσεις, τα Ensemble Methods 
βελτιστοποιούν την απόδοση και παρέχουν μια πιο σταθερή και αξιόπιστη προσέγγιση στην ανάλυση 
δεδομένων. Η δύναμη των Ensemble Methods προέρχεται από την ικανότητά τους να συγκεντρώνουν 
διαφορετικά μοντέλα πρόβλεψης, τα οποία μπορεί να περιλαμβάνουν δέντρα αποφάσεων, νευρωνικά 
δίκτυα, ή γραμμικούς παλινδρομητές, καθένα με τη δική του μοναδική ικανότητα να επιλύει το 
πρόβλημα από διαφορετική οπτική γωνία.  

5.6.2.1 Random Forest Regression Model 

Το μοντέλο Random Forest συνδυάζει τις προβλέψεις από πολλαπλά δέντρα αποφάσεων, καθένα 
εκπαιδευμένο σε διαφορετικά δειγματοληπτικά υποσύνολα των δεδομένων, για να παράγει μια τελική 
πιο έγκυρη πρόβλεψη. Αυτή η τεχνική αντιμετωπίζει την υπερπροσαρμογή και βελτιώνει την απόδοση 
σε άγνωστα δεδομένα. Το μοντέλο Random Forest χρησιμοποιεί ένα σύνολο από δέντρα αποφάσεων, 
κάθε ένα εκπαιδευμένο σε διαφορετικά υποσύνολα των δεδομένων με χρήση bootstrap sampling. Οι 
προβλέψεις από κάθε δέντρο συνδυάζονται μέσω της μεθόδου του μέσου όρου για την παραγωγή της 
τελικής πρόβλεψης. Αυτή η προσέγγιση διαφοροποιείται από ένα απλό δέντρο αποφάσεων λόγω της 
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μεγαλύτερης ανθεκτικότητας στην υπερπροσαρμογή και την ικανότητα να διαχειρίζεται μεγάλα και 
περίπλοκα σετ δεδομένων. 

Μετρικές Απόδοσης μοντέλου Random Forest 

Το μοντέλο Random Forest Regression προσφέρει μια πιο πολύπλοκη και ισχυρή προσέγγιση για την 
εκτίμηση της κατανάλωσης καυσίμου κατά την αναζήτηση θέσης στάθμευσης, συγκρινόμενο με 
απλούστερα μοντέλα παλινδρόμησης. Η απόδοση του μοντέλου αξιολογήθηκε με βάση τις εξής 
μετρικές: Μέσο Τετραγωνικό Σφάλμα (MSE), Μέσο Απόλυτο Σφάλμα (MAE) και Διακύμανση (R-
squared). 

Μετρικές Εκπαίδευσης: 

Στο σετ εκπαίδευσης, το MSE ήταν 0.229. Αυτή η τιμή υποδηλώνει ότι το μοντέλο έχει επιτύχει καλή 
εφαρμογή στα δεδομένα εκπαίδευσης με σχετικά χαμηλά σφάλματα στις προβλέψεις του. Το MAE 
ήταν 0.3183, δείχνοντας ότι ο μέσος όρος των απόλυτων σφαλμάτων στις προβλέψεις είναι 
διαχειρίσιμος, υποδηλώνοντας ακριβείς προβλέψεις. 

 Μετρικές Δοκιμής: 

Στο σετ δοκιμής, το MSE αυξήθηκε σε 0.418, υποδηλώνοντας ότι το μοντέλο δυσκολεύεται 
περισσότερο να ανταποκριθεί με ακρίβεια σε άγνωστα δεδομένα,. Το MAE στο σετ δοκιμής ήταν 
0.517, ενισχύοντας την ένδειξη ότι το μοντέλο απαιτεί βελτιώσεις για να επιτύχει μεγαλύτερη ακρίβεια 
στις προβλέψεις του. 

 Διακύμανση (R-squared): 

Το R-squared ήταν 0.591, δείχνοντας ότι περίπου το 59% της διακύμανσης στην κατανάλωση καυσίμου 
εξηγείται από το μοντέλο στο σετ δοκιμής, κάτι που υποδεικνύει καλή αλλά όχι άριστη ερμηνευτική 
ικανότητα. 

Τα αποτελέσματα του Random Forest υποδηλώνουν ότι ενώ το μοντέλο είναι σχετικά ακριβές και 
εξηγημένο, υπάρχει σαφές περιθώριο για βελτίωση, ιδίως στην προσαρμοστικότητα και τη 
γενικευσιμότητα του σε νέα δεδομένα. 

Πίνακας 7: Πίνακας μετρικών μοντέλου RF (test set) 

Μετρική Test Set  

Μέσο Τετραγωνικό 
Σφάλμα (MSE) 

0.419 

Μέσο Απόλυτο 
Σφάλμα (MAE) 

0.517 

Εξηγημένη 
Διακύμανση (R²) 

0.592 
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Γραφική Αναπαράσταση και Αξιολόγηση του μοντέλου Random Forest 

Η γραφική αξιολόγηση των προβλεπόμενων από το Random Forest Model σε σχέση με τις πραγματικές 
τιμές προσφέρει μια άμεση και οπτικά κατανοητή εκτίμηση της απόδοσης του μοντέλου. Το διάγραμμα 
διασποράς (scatter plot) επιτρέπει την άμεση απεικόνιση της σχέσης μεταξύ των προβλεπόμενων και 
πραγματικών τιμών, προσδιορίζοντας έτσι την ακρίβεια των προβλέψεων του μοντέλου. 

Ανάλυση Διαγράμματος 

Στο Διάγραμμα 20 , οι προβλεπόμενες τιμές από το Random Forest Model εμφανίζονται σε σχέση με 
τις πραγματικές τιμές για την κατανάλωση καυσίμου κατά την αναζήτηση στάθμευσης. Η κόκκινη 
διακεκομμένη γραμμή στο διάγραμμα υποδηλώνει την ιδανική γραμμή πρόβλεψης, όπου οι 
προβλεπόμενες τιμές θα ήταν ίδιες με τις πραγματικές. Παρατηρείται ότι αρκετά από τα σημεία 
βρίσκονται κοντά στην κόκκινη γραμμή, δείχνοντας έναν καλό βαθμό ακρίβειας του μοντέλου. 
Ωστόσο, υπάρχουν επίσης σημεία που αποκλίνουν από την κόκκινη γραμμή, αντικατοπτρίζοντας τις 
περιπτώσεις όπου το μοντέλο δεν κατάφερε να προβλέψει με ακρίβεια τις τιμές. 

Συμπεράσματα 

Η γραφική αναπαράσταση υποδηλώνει ότι το Random Forest Model έχει μια καλή επίδοση στην 
πρόβλεψη της κατανάλωσης καυσίμου, με την πλειονότητα των προβλέψεων να είναι ακριβείς ή κοντά 
στις πραγματικές τιμές. Ωστόσο, η παρουσία ορισμένων σημείων εκτός της ιδανικής γραμμής 
υποδεικνύει την ανάγκη για περαιτέρω βελτίωση του μοντέλου, είτε μέσω προσαρμογής των 
υπερπαραμέτρων είτε μέσω της ενσωμάτωσης πρόσθετων χαρακτηριστικών που μπορεί να βελτιώσουν 
την προβλεπτική του ικανότητα. 

 

Διάγραμμα 20 : Διάγραμμα Διασποράς του μοντέλου Random Forest: Προβλεπόμενες έναντι Πραγματικών Τιμών Κατανάλωσης 
Καυσίμου 
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5.6.2.2 AdaBoost Regression Model 

Το AdaBoost (Adaptive Boosting) είναι ένας από τους πιο δημοφιλείς αλγόριθμους στην κατηγορία 
των ensemble learning μεθόδων, ο οποίος χρησιμοποιείται τόσο για ταξινόμηση όσο και για 
παλινδρόμηση. Αν και αρχικά σχεδιάστηκε για ταξινόμηση, η μετατροπή του σε μοντέλο 
παλινδρόμησης (AdaBoost Regression) έχει δείξει να προσφέρει σημαντικές επιδόσεις και σε αυτό το 
πεδίο. Η βασική ιδέα του AdaBoost είναι να συνδυάσει πολλά απλά μοντέλα (αποκαλούμενα και weak 
learners), συνήθως πιο απλά από τα ανεξάρτητα μοντέλα που θα χρησιμοποιούσαμε, σε ένα ισχυρότερο 
συνολικό μοντέλο. Στην περίπτωση της παλινδρόμησης, το AdaBoost αρχίζει με την εκπαίδευση ενός 
απλού μοντέλου στο αρχικό σύνολο δεδομένων και στη συνέχεια επαναλαμβάνει τη διαδικασία για 
πολλαπλά μοντέλα, κάθε φορά προσαρμόζοντας τα βάρη των δεδομένων εκπαίδευσης με βάση τα 
προηγούμενα σφάλματα του μοντέλου, ώστε να δίνει μεγαλύτερη έμφαση στα δεδομένα που είχαν 
λάθος προβλέψεις. Αυτός ο τρόπος ενίσχυσης και διόρθωσης σταδιακά αυξάνει την ικανότητα του 
μοντέλου να εντοπίζει και να αποδίδει καλύτερα σε περίπλοκα ή δύσκολα μοτίβα στα δεδομένα, 
παρέχοντας τελικά ένα ισχυρότερο μοντέλο που μπορεί να προβλέπει με μεγαλύτερη ακρίβεια. 

Μετρικές Απόδοσης μοντέλου AdaBoost 

Το AdaBoost Regression Model αποτελεί μια δυναμική προσέγγιση για την εκτίμηση της κατανάλωσης 
καυσίμου κατά την αναζήτηση θέσης στάθμευσης, ενσωματώνοντας τεχνικές ενίσχυσης για τη 
βελτίωση της πρόβλεψης. Η απόδοση του μοντέλου αξιολογήθηκε με βάση τις εξής μετρικές: Μέσο 
Τετραγωνικό Σφάλμα (MSE), Μέσο Απόλυτο Σφάλμα (MAE) και Διακύμανση (R-squared) . 

 Μετρικές Εκπαίδευσης: 

Στο σετ εκπαίδευσης, το MSE ήταν 0.243. Αυτή η τιμή υποδηλώνει ότι το μοντέλο έχει καταφέρει να 
εφαρμόσει αρκετά αποτελεσματικά τις προβλέψεις του στα δεδομένα εκπαίδευσης. Το MAE ήταν 
0.322, προσφέροντας μια εκτίμηση της μέσης απόλυτης απόκλισης των προβλεπόμενων τιμών από τις 
πραγματικές, και δείχνοντας καλή ακρίβεια. 

Μετρικές Δοκιμής: 

Στο σετ δοκιμής, το MSE αυξήθηκε σε 0.501, υποδηλώνοντας ότι το μοντέλο αντιμετωπίζει 
περισσότερες δυσκολίες στην ακριβή πρόβλεψη των άγνωστων δεδομένων, με πιθανή παρουσία 
υπερπροσαρμογής. Το MAE στο σετ δοκιμής ήταν 0.549, δείχνοντας μια μεγαλύτερη απόκλιση στις 
προβλέψεις σε σύγκριση με το σετ εκπαίδευσης. 

Διακύμανση (R-squared): 

Το R-squared ήταν 0.494 για το σετ δοκιμής, δείχνοντας ότι περίπου το 49% της διακύμανσης στην 
κατανάλωση καυσίμου εξηγείται από το μοντέλο, υποδηλώνοντας ένα μέτριο επίπεδο ερμηνευτικής 
ικανότητας. 

Τα αποτελέσματα από το AdaBoost Model υποδηλώνουν ότι, παρόλο που το μοντέλο είναι αρκετά 
ακριβές στις προβλέψεις του, υπάρχει χώρος για βελτίωση στην ερμηνευτική του ικανότητα και στη 
μείωση της υπερπροσαρμογής, ιδιαίτερα για την απόδοση σε άγνωστα δεδομένα. 
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Πίνακας 8: Πίνακας μετρικών μοντέλου RF (test set) 

Μετρική Test Set  

Μέσο Τετραγωνικό 
Σφάλμα (MSE) 

0.502 

Μέσο Απόλυτο 
Σφάλμα (MAE) 

0.549 

Εξηγημένη 
Διακύμανση (R²) 

0.495 

Γραφική Αναπαράσταση και Αξιολόγηση του μοντέλου AdaBoost 

Η γραφική αναπαράσταση στο Διάγραμμα 21  υποδηλώνει ότι το μοντέλο AdaBoost δεν έχει τόσο καλή 
απόδοση στην πρόβλεψη της κατανάλωσης καυσίμου, καθώς τα περισσότερα σημεία απέχουν 
σημαντικά από την ιδανική γραμμή πρόβλεψης. Αν και κάποιες από τις προβλέψεις του μοντέλου είναι 
ακριβείς ή κοντά στις πραγματικές τιμές, η παρουσία πολλών σημείων μακριά από τη διαγώνιο γραμμή 
υποδηλώνει ότι το μοντέλο υποφέρει από σφάλματα και δεν καταφέρνει να αποδώσει ακριβείς 
προβλέψεις σε όλες τις περιπτώσεις. 

Στη συνέχεια, εφαρμόζεται το μοντέλο του Gradient Boosting, το οποίο είναι γνωστό για την ικανότητά 
του να βελτιώνει τις προβλέψεις μέσω της σταδιακής προσθήκης δέντρων που διορθώνουν τα 
σφάλματα των προηγούμενων δέντρων. Αναμένεται ότι το Gradient Boosting θα παρέχει καλύτερη 
απόδοση και πιο ακριβείς προβλέψεις, μειώνοντας τα σφάλματα που παρουσιάστηκαν με το μοντέλο 
AdaBoost. 
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Διάγραμμα 21: Διάγραμμα Διασποράς του μοντέλου AdaBoost: Προβλεπόμενες έναντι Πραγματικών Τιμών Κατανάλωσης 
Καυσίμου 

5.6.2.3 Gradient Boost Regression Model 

Το Gradient Boost, με τη χρήση των κλίσεων, επιτρέπει μια πιο λεπτομερή και βελτιωμένη προσέγγιση 
στη διόρθωση σφαλμάτων σε κάθε επανάληψη, οδηγώντας σε βελτιωμένες προβλέψεις αν και με πιο 
πολύπλοκο τρόπο συγκριτικά με το AdaBoost. 

Μετρικές Απόδοσης μοντέλου Gradient Boost 

Το Gradient Boost Regression Model προσφέρει μια προηγμένη και δυναμική προσέγγιση για την 
εκτίμηση της κατανάλωσης καυσίμου κατά την αναζήτηση θέσης στάθμευσης, ενισχύοντας την 
ακρίβεια και την ερμηνευτική ικανότητα σε σχέση με πιο απλά μοντέλα παλινδρόμησης. Η απόδοση 
του μοντέλου αξιολογείται με βάση τέσσερις κύριες μετρικές: Μέσο Τετραγωνικό Σφάλμα (MSE), 
Μέσο Απόλυτο Σφάλμα (MAE) και Διακύμανση (R-squared) . 

Μετρικές Εκπαίδευσης: 

Στο σετ εκπαίδευσης, το MSE ήταν 0.242, υποδηλώνοντας ότι το μοντέλο έχει επιτύχει καλή εφαρμογή 
στα δεδομένα εκπαίδευσης με σχετικά χαμηλά σφάλματα στις προβλέψεις του. Το MAE ήταν 0.3259, 
δείχνοντας ότι ο μέσος όρος των απόλυτων σφαλμάτων στις προβλέψεις είναι διαχειρίσιμος και 
υποδηλώνει ακριβείς προβλέψεις. 

Μετρικές Δοκιμής: 

Στο σετ δοκιμής, το MSE αυξήθηκε σε 0.444, υποδηλώνοντας ότι το μοντέλο δυσκολεύεται 
περισσότερο να ανταποκριθεί με ακρίβεια σε άγνωστα δεδομένα, κάτι που ενδέχεται να οφείλεται σε 
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υπερπροσαρμογή. Το MAE στο σετ δοκιμής ήταν 0.5064, ενισχύοντας την ένδειξη ότι το μοντέλο 
απαιτεί βελτιώσεις για να επιτύχει μεγαλύτερη ακρίβεια στις προβλέψεις του. 

Διακύμανση (R-squared): 

Το R-squared ήταν 0.5625, δείχνοντας ότι περίπου το 56.25% της διακύμανσης στην κατανάλωση 
καυσίμου εξηγείται από το μοντέλο στο σετ δοκιμής. Αυτή η τιμή υποδηλώνει καλή αλλά όχι άριστη 
ερμηνευτική ικανότητα, με περιθώρια βελτίωσης. 

Τα αποτελέσματα του Gradient Boost Regression Model υποδηλώνουν ότι, ενώ το μοντέλο είναι 
σχετικά ακριβές και επεξηγηματικό, υπάρχει σαφές περιθώριο για βελτίωση, ιδίως στην 
προσαρμοστικότητα και τη γενικευσιμότητά του σε νέα δεδομένα. Οι υψηλές τιμές των MSE και MAE 
στο σετ δοκιμής σε σχέση με το σετ εκπαίδευσης μπορεί να υποδεικνύουν υπερπροσαρμογή. 

Πίνακας 9: Πίνακας μετρικών  μοντέλου Gradient Boost Regression (test set) 

Μετρική Test Set  

Μέσο Τετραγωνικό 
Σφάλμα (MSE) 

0.444 

Μέσο Απόλυτο 
Σφάλμα (MAE) 

0.506 

Εξηγημένη 
Διακύμανση (R²) 

0.562 

 

Γραφική Αναπαράσταση και Αξιολόγηση του μοντέλου Gradient Boost 

Στο Διάγραμμα 22, οι προβλεπόμενες τιμές από το Gradient Boost Model εμφανίζονται σε σχέση με τις 
πραγματικές τιμές για την κατανάλωση καυσίμου κατά την αναζήτηση στάθμευσης. Η κόκκινη 
διακεκομμένη γραμμή στο διάγραμμα υποδηλώνει την ιδανική γραμμή πρόβλεψης, όπου οι 
προβλεπόμενες τιμές θα ήταν ίδιες με τις πραγματικές. Παρατηρείται ότι πολλά από τα σημεία 
βρίσκονται κοντά στην κόκκινη γραμμή, δείχνοντας έναν καλό βαθμό ακρίβειας του μοντέλου. 
Ωστόσο, υπάρχουν επίσης σημεία που αποκλίνουν από την κόκκινη γραμμή, αντικατοπτρίζοντας τις 
περιπτώσεις όπου το μοντέλο δεν κατάφερε να προβλέψει με ακρίβεια τις τιμές. Η γραφική 
αναπαράσταση υποδηλώνει ότι το Gradient Boost Model έχει καλή επίδοση στην πρόβλεψη της 
κατανάλωσης καυσίμου, με την πλειονότητα των προβλέψεων να είναι ακριβείς ή κοντά στις 
πραγματικές τιμές. Ωστόσο, η παρουσία ορισμένων σημείων εκτός της ιδανικής γραμμής υποδεικνύει 
την ανάγκη για περαιτέρω βελτίωση του μοντέλου, είτε μέσω προσαρμογής των υπερπαραμέτρων είτε 
μέσω της ενσωμάτωσης πρόσθετων χαρακτηριστικών που μπορεί να βελτιώσουν την προβλεπτική του 
ικανότητα. 
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Διάγραμμα 22: Διάγραμμα Διασποράς του μοντέλου Gradient Boost: Προβλεπόμενες έναντι Πραγματικών Τιμών Κατανάλωσης 
Καυσίμου 

5.6.2.4 XGBoost Regression Model 

Το XGBoost (Extreme Gradient Boosting) Regression Model ξεχωρίζει για την ταχύτητα και την 
αποδοτικότητά του, ειδικά σε μεγάλα και πολύπλοκα δεδομένα, ενώ το Gradient Boosting προσφέρει 
ευελιξία στις συναρτήσεις απώλειας και το AdaBoost είναι απλό και αποτελεσματικό για συγκεκριμένα 
προβλήματα με μικρότερη πολυπλοκότητα. 

Μετρικές Απόδοσης μοντέλου XGBoost 

Το μοντέλο XGBoost Regression προσφέρει μια ισχυρή και αποδοτική προσέγγιση για την εκτίμηση 
της κατανάλωσης καυσίμου κατά την αναζήτηση θέσης στάθμευσης. Η απόδοση του μοντέλου 
αξιολογήθηκε με βάση τις εξής μετρικές: Μέσο Τετραγωνικό Σφάλμα (MSE), Μέσο Απόλυτο Σφάλμα 
(MAE) και Διακύμανση (R-squared).  

Μετρικές Εκπαίδευσης: 

Στο σετ εκπαίδευσης, το MSE ήταν 0.236. Αυτή η τιμή υποδηλώνει ότι το μοντέλο έχει επιτύχει καλή 
εφαρμογή στα δεδομένα εκπαίδευσης με σχετικά χαμηλά σφάλματα στις προβλέψεις του. Το MAE 
ήταν 0.312, δείχνοντας ότι ο μέσος όρος των απόλυτων σφαλμάτων στις προβλέψεις είναι 
διαχειρίσιμος, υποδηλώνοντας ακριβείς προβλέψεις. 

Μετρικές Δοκιμής: 

Στο σετ δοκιμής, το MSE αυξήθηκε σε 0.477, υποδηλώνοντας ότι το μοντέλο δυσκολεύεται 
περισσότερο να ανταποκριθεί με ακρίβεια σε άγνωστα δεδομένα, κάτι που ενδέχεται να οφείλεται σε 
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υπερπροσαρμογή. Το MAE στο σετ δοκιμής ήταν 0.527, ενισχύοντας την ένδειξη ότι το μοντέλο 
απαιτεί βελτιώσεις για να επιτύχει μεγαλύτερη ακρίβεια στις προβλέψεις του. 

Διακύμανση (R-squared): 

Το R-squared ήταν 0.564, δείχνοντας ότι περίπου το 56.43% της διακύμανσης στην κατανάλωση 
καυσίμου εξηγείται από το μοντέλο στο σετ δοκιμής, κάτι που υποδεικνύει καλή αλλά όχι άριστη 
ερμηνευτική ικανότητα. 

Τα αποτελέσματα του XGBoost υποδηλώνουν ότι ενώ το μοντέλο είναι σχετικά ακριβές και εξηγητικό, 
υπάρχει σαφές περιθώριο για βελτίωση, ιδίως στην προσαρμοστικότητα και τη γενικευσιμότητά του σε 
νέα δεδομένα. Οι υψηλές τιμές των MSE και MAE στο σετ δοκιμής σε σχέση με το σετ εκπαίδευσης 
μπορεί να υποδεικνύουν υπερπροσαρμογή.  

Πίνακας 10: Πίνακας μετρικών μοντέλου XGBoost Regression (test set) 

Μετρική Test Set  

Μέσο 
Τετραγωνικό 

Σφάλμα (MSE) 
0.477 

Μέσο Απόλυτο 
Σφάλμα (MAE) 

0.527 

Εξηγημένη 
Διακύμανση (R²) 

0.564 

 

Γραφική Αναπαράσταση και Αξιολόγηση του μοντέλου XGBoost 

Στο Διάγραμμα 23 παρατηρείται ότι πολλά από τα σημεία βρίσκονται κοντά στην κόκκινη γραμμή, 
δείχνοντας έναν καλό βαθμό ακρίβειας του μοντέλου. Ωστόσο, υπάρχουν επίσης σημεία που 
αποκλίνουν από την κόκκινη γραμμή, αντικατοπτρίζοντας τις περιπτώσεις όπου το μοντέλο δεν 
κατάφερε να προβλέψει με ακρίβεια τις τιμές. Η γραφική αναπαράσταση υποδηλώνει ότι το XGBoost 
Model έχει καλή επίδοση στην πρόβλεψη της κατανάλωσης καυσίμου, με την πλειονότητα των 
προβλέψεων να είναι ακριβείς ή κοντά στις πραγματικές τιμές. Ωστόσο, η παρουσία ορισμένων 
σημείων εκτός της ιδανικής γραμμής υποδεικνύει την ανάγκη για περαιτέρω βελτίωση του μοντέλου, 
είτε μέσω προσαρμογής των υπερπαραμέτρων είτε μέσω της ενσωμάτωσης πρόσθετων 
χαρακτηριστικών που μπορεί να βελτιώσουν την προβλεπτική του ικανότητα. 
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Διάγραμμα 23: Διάγραμμα Διασποράς του μοντέλου XGBoost: Προβλεπόμενες έναντι Πραγματικών Τιμών Κατανάλωσης 
Καυσίμου 

5.6.5  Voting Regression Model 
Όπως φάνηκε και στις προηγούμενες παραγράφους, τα απλά μοντέλα δεν κατάφεραν να 
αντιμετωπίσουν ικανοποιητικά το πρόβλημα της πρόβλεψης. Στην παρούσα εργασία, η διαδικασία 
Voting Regression υλοποιήθηκε συνδυάζοντας προβλέψεις από τα καλύτερα μοντέλα που 
εκπαιδεύτηκαν στο προηγούμενο στάδιο: Random Forest, Gradient Boosting και XGBoost. Η τελική 
πρόβλεψη έγινε με βάση την πλειοψηφία των προβλέψεων από τα επιμέρους μοντέλα. 

Μετρικές Απόδοσης της Μεθόδου Voting Regression 

Η μέθοδος Voting Regression χρησιμοποιήθηκε για την εκτίμηση της κατανάλωσης καυσίμου κατά 
την αναζήτηση θέσης στάθμευσης, με σκοπό να βελτιώσουμε την ακρίβεια των προβλέψεων μας μέσω 
του συνδυασμού διαφόρων επιμέρους μοντέλων. Παρακάτω παρουσιάζονται οι μετρικές απόδοσης που 
προέκυψαν από την εφαρμογή αυτής της μεθόδου. 

Μέσο Τετραγωνικό Σφάλμα (Mean Squared Error, MSE) 

Το μέσο τετραγωνικό σφάλμα (MSE) στο σετ εκπαίδευσης είναι 0.240, το οποίο υποδηλώνει ότι το 
μοντέλο έχει καλή προσαρμογή στα δεδομένα εκπαίδευσης με σχετικά χαμηλά σφάλματα στις 
προβλέψεις του. Αυτή η τιμή δείχνει την ικανότητα του μοντέλου να εκπαιδευτεί αποτελεσματικά στα 
δεδομένα που του παρέχονται. Το MSE στο σετ δοκιμής είναι 0.399, το οποίο είναι ελαφρώς υψηλότερο 
από το MSE του σετ εκπαίδευσης, υποδηλώνοντας ότι το μοντέλο μπορεί να διατηρήσει καλή ακρίβεια 
στις προβλέψεις του ακόμα και όταν εφαρμόζεται σε νέα, άγνωστα δεδομένα. Η διαφορά αυτή είναι 
αναμενόμενη, καθώς το μοντέλο αντιμετωπίζει μεγαλύτερη δυσκολία στην πρόβλεψη νέων δεδομένων. 
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Μέσο Απόλυτο Σφάλμα (Mean Absolute Error, MAE) 

Το μέσο απόλυτο σφάλμα (MAE) στο σετ εκπαίδευσης είναι 0.324, δείχνοντας ότι ο μέσος όρος των 
απόλυτων σφαλμάτων στις προβλέψεις είναι χαμηλός. Αυτό υποδηλώνει ότι οι προβλέψεις του 
μοντέλου είναι αρκετά ακριβείς και οι αποκλίσεις από τις πραγματικές τιμές είναι μικρές. Το MAE στο 
σετ δοκιμής είναι 0.512, το οποίο είναι ελαφρώς υψηλότερο από το αντίστοιχο MAE στο σετ 
εκπαίδευσης. Αυτό δείχνει ότι το μοντέλο έχει μεγαλύτερο σφάλμα στις προβλέψεις του όταν 
εφαρμόζεται σε νέα δεδομένα, αλλά η απόκλιση παραμένει σε αποδεκτά επίπεδα. 

Διακύμανση (R-squared) 

Η τιμή του R-squared στο σετ δοκιμής είναι 0.615, υποδεικνύοντας ότι περίπου το 61.56% της 
διακύμανσης στην κατανάλωση καυσίμου εξηγείται από το μοντέλο. Αυτή η τιμή δείχνει μια καλή, αν 
και όχι άριστη, ερμηνευτική ικανότητα του μοντέλου. Η μέθοδος Voting Regression φαίνεται να είναι 
μια αξιόπιστη και αποτελεσματική μέθοδος για την πρόβλεψη της κατανάλωσης καυσίμου, 
συνδυάζοντας τα πλεονεκτήματα των επιμέρους μοντέλων για τη βελτίωση της συνολικής απόδοσης. 

Πίνακας 11: Πίνακας μετρικών για Voting Regression (test set) 

Μετρική Test Set  
Μέσο 

Τετραγωνικό 
Σφάλμα (MSE) 

0.399 

Μέσο Απόλυτο 
Σφάλμα (MAE) 

0.512 

Εξηγημένη 
Διακύμανση (R²) 

0.615 

 

Γραφική Αναπαράσταση και Αξιολόγηση του Voting Regression 

Στο Διάγραμμα Διασποράς 24 (scatter plot) απεικονίζονται οι προβλεπόμενες τιμές από το μοντέλο 
Voting Regression έναντι των πραγματικών τιμών για την κατανάλωση καυσίμου κατά την αναζήτηση 
θέσης στάθμευσης. Παρατηρείται ότι πολλές από τις προβλεπόμενες τιμές βρίσκονται κοντά στην 
κόκκινη γραμμή, υποδεικνύοντας έναν υψηλό βαθμό ακρίβειας του μοντέλου. Ωστόσο, υπάρχουν 
επίσης ορισμένα σημεία που αποκλίνουν από την ιδανική γραμμή, αντικατοπτρίζοντας περιπτώσεις 
όπου το μοντέλο δεν κατάφερε να προβλέψει με απόλυτη ακρίβεια τις τιμές. Η γραφική αναπαράσταση 
υποδηλώνει ότι το μοντέλο Voting Regression παρουσιάζει καλή απόδοση στην πρόβλεψη της 
κατανάλωσης καυσίμου, με την πλειονότητα των προβλέψεων να είναι ακριβείς ή κοντά στις 
πραγματικές τιμές. Η παρουσία ορισμένων αποκλίσεων από την ιδανική γραμμή υποδεικνύει την 
ανάγκη για περαιτέρω βελτίωση του μοντέλου, είτε μέσω προσαρμογής των υπερπαραμέτρων είτε 
μέσω της ενσωμάτωσης πρόσθετων χαρακτηριστικών που μπορεί να βελτιώσουν την προβλεπτική του 
ικανότητα. Η ανάλυση αυτή ενισχύεται από τις μετρικές απόδοσης που παρουσιάστηκαν 
προηγουμένως, υποδεικνύοντας ότι το μοντέλο Voting Regression είναι αξιόπιστο και αποδοτικό, 
παρέχοντας ακριβείς προβλέψεις και καλή ερμηνευτική ικανότητα των δεδομένων. 
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Διάγραμμα 18: Διάγραμμα Διασποράς Voting Regression: Προβλεπόμενες έναντι Πραγματικών Τιμών Κατανάλωσης Καυσίμου 

5.6.6 Συγκριτική αξιολόγηση των μοντέλων  
Για να γίνει κατανοητή η επίδοση των διαφορετικών μοντέλων παλινδρόμησης (Linear Regression, 
Random Forest, AdaBoost, Gradient Boosting, XGBoost και Voting Regressor), παρουσιάζονται 
οριζόντια Διαγράμματα 25  με τις μετρικές MSE, MAE και R² και ο Πίνακας 12  με τις μετρικές όλων 
των μοντέλων. Η γραφική αναπαράσταση υποδηλώνει ότι το Voting Regressor έχει καλύτερη απόδοση 
στις περισσότερες μετρικές, ενώ τα πιο απλά μοντέλα όπως το Linear Regression δεν αποδίδουν 
ικανοποιητικά. Η ανάλυση αυτή είναι απαραίτητη για να κατανοηθεί η απόδοση των μοντέλων και να 
ληφθούν αποφάσεις σχετικά με την υιοθέτηση των πιο κατάλληλων μεθόδων για την πρόβλεψη της 
κατανάλωσης καυσίμου. 

Στο παρακάτω γράφημα, το Linear Regression παρουσιάζει το υψηλότερο MSE, υποδεικνύοντας ότι 
το μοντέλο αυτό έχει τα μεγαλύτερα σφάλματα στις προβλέψεις του. Το Random Forest έχει 
χαμηλότερο MSE από το Linear Regression, αλλά εξακολουθεί να έχει σχετικά υψηλές τιμές σε σχέση 
με άλλα μοντέλα. Τα μοντέλα AdaBoost, Gradient Boosting, και XGBoost έχουν σχετικά παρόμοια 
απόδοση, με χαμηλότερα MSE σε σχέση με το Random Forest και το Linear Regression. Το μοντέλο 
Voting Regressor έχει τα χαμηλότερα MSE, υποδεικνύοντας ότι οι τεχνικές συνδυασμού μοντέλων 
βελτιώνουν την ακρίβεια των προβλέψεων. 

Η σύγκριση του μέσου απόλυτου σφάλματος (MAE) δείχνει ότι το Linear Regression έχει το 
υψηλότερο MAE, υποδεικνύοντας μεγαλύτερη μέση απόκλιση των προβλέψεων από τις πραγματικές 
τιμές. Το Random Forest παρουσιάζει χαμηλότερο MAE σε σχέση με το Linear Regression, αλλά 
εξακολουθεί να είναι υψηλότερο από τα υπόλοιπα μοντέλα. Τα μοντέλα AdaBoost, Gradient Boosting, 
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και XGBoost παρουσιάζουν παρόμοιες επιδόσεις, με χαμηλότερα MAE από το Random Forest, ενώ το 
Voting Regressor έχει τα χαμηλότερα MAE. 

Ο συντελεστής προσδιορισμού (R²) μετρά το ποσοστό της διακύμανσης που εξηγείται από το μοντέλο. 
Στο γράφημα αυτό, το Linear Regression παρουσιάζει τη χαμηλότερη τιμή R², υποδεικνύοντας ότι 
εξηγεί το μικρότερο ποσοστό της διακύμανσης των δεδομένων. Το Random Forest έχει υψηλότερη 
τιμή R² από το Linear Regression, αλλά εξακολουθεί να είναι χαμηλότερη από τα υπόλοιπα μοντέλα. 
Τα μοντέλα AdaBoost, Gradient Boosting, και XGBoost έχουν παρόμοιες επιδόσεις με υψηλότερες 
τιμές R² σε σχέση με το Random Forest. Το Voting Regressor παρουσιάζει τις υψηλότερες τιμές R², 
υποδεικνύοντας ότι εξηγεί το μεγαλύτερο ποσοστό της διακύμανσης των δεδομένων και έχει καλύτερη 
απόδοση. 

 

Διάγραμμα 19: Διαγράμματα Σύγκρισης των Μετρικών Αξιολόγησης Μοντέλων  Παλινδρόμησης για την Πρόβλεψη 
Κατανάλωσης Καυσίμου 
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Πίνακας 12: Πίνακας μετρικών απόδοσης όλων των μοντέλων (test set) 

Μοντέλο MSE MAE R² 

Γραμμική 
Παλινδρόμηση 

0.631 0.625 0.374 

Random Forest 0.419 0.517 0.592 

AdaBoost 
Regression 

0.502 0.549 0.495 

Gradient Boosting 
Regression 

0.444 0.506 0.562 

XGBoost 
Regression 

0.477 0.527 0.564 

Voting Regressor 0.399 0.512 0.615 

 

 

5.6.7 Σημασία Χαρακτηριστικών  

Η σημασία των χαρακτηριστικών (Feature Importance) αναφέρεται στη μέτρηση της συμβολής κάθε 
χαρακτηριστικού ενός μοντέλου στην συνολική προβλεπτική απόδοση. Στον τομέα της μηχανικής 
μάθησης, η κατανόηση της σημασίας των χαρακτηριστικών είναι κρίσιμη, καθώς μας βοηθά να 
αναγνωρίσουμε ποια χαρακτηριστικά έχουν τη μεγαλύτερη επιρροή στις προβλέψεις του μοντέλου μας. 
Αυτό, με τη σειρά του, επιτρέπει τη βελτιστοποίηση του μοντέλου, την εξάλειψη άσχετων ή λιγότερο 
σημαντικών χαρακτηριστικών και τη βελτίωση της ερμηνευσιμότητας των προβλέψεων. 

Το τελικό επιλεγμένο μοντέλο, ο Voting Regressor, δεν είναι από μόνο του ερμηνεύσιμο, καθώς 
συνδυάζει τις προβλέψεις διαφορετικών μοντέλων. Για τον λόγο αυτό θα αναλυθεί παρακάτω πώς οι 
ανεξάρτητες μεταβλητές επηρεάζουν τις προβλέψεις των διαφορετικών μοντέλων που συνδυάζει ο 
Voting Regressor. Στην ενότητα αυτή, χρησιμοποιήθηκαν τρία διαφορετικά μοντέλα - XGBoost, 
Gradient Boosting και Random Forest - για να αξιολογήσουμε τη σημασία των χαρακτηριστικών στο 
σύνολο δεδομένων. Με αυτόν τον τρόπο, μπορούμε να κατανοήσουμε ποια χαρακτηριστικά είναι τα 
πιο σημαντικά σε γενικές γραμμές και ποια μπορεί να έχουν ειδική σημασία μόνο για συγκεκριμένα 
μοντέλα. 

XGBoost 

Το μοντέλο XGBoost έδειξε ότι η απόσταση είναι το πιο σημαντικό χαρακτηριστικό, ακολουθούμενο 
από τη διάρκεια και τη μέση ταχύτητα. Οι υπόλοιπες μεταβλητές, όπως τα Minima και η Απόσταση 
από το τελευταίο παρκάρισμα, είχαν μικρότερη συμβολή στην προβλεπτική απόδοση του μοντέλου. 

Gradient Boosting 

Αντίστοιχα, το μοντέλο Gradient Boosting αναγνώρισε την απόσταση ως το πιο σημαντικό 
χαρακτηριστικό, ενώ η διάρκεια και η μέση ταχύτητα ακολούθησαν στη δεύτερη και τρίτη θέση 
αντίστοιχα. Οι υπόλοιπες μεταβλητές είχαν μικρότερη σημασία. 
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Random Forest 

Το μοντέλο Random Forest επίσης έδειξε ότι η απόσταση είναι το πιο σημαντικό χαρακτηριστικό, με 
τη διάρκεια και τη μέση ταχύτητα να ακολουθούν. Όπως και στα άλλα μοντέλα, τα υπόλοιπα 
χαρακτηριστικά είχαν μικρότερη επίδραση. 

To παρακάτω  διάγραμμα δείχνει την μέση σημαντικότητα των χαρακτηριστικών για τα τρία μοντέλα. 
Όπως φαίνεται, η απόσταση είναι το πιο σημαντικό χαρακτηριστικό και για τα τρία μοντέλα, ενώ η 
διάρκεια και η μέση ταχύτητα ακολουθούν. Αυτό υποδεικνύει ότι η απόσταση είναι ο κυριότερος 
παράγοντας που επηρεάζει την προβλεπτική απόδοση των μοντέλων μας. 

Στο Διάγραμμα 26, οι μπάρες αντιπροσωπεύουν τη σημαντικότητα των χαρακτηριστικών για κάθε 
μοντέλο. Η ανάλυση μας έδειξε ότι η απόσταση είναι το πιο σημαντικό χαρακτηριστικό για την 
πρόβλεψη της κατανάλωσης καυσίμου κατά την αναζήτηση θέσης στάθμευσης σε δύο από τα τρία 
μοντέλα στο άλλο είναι η διάρκεια της αναζήτησης. Η διάρκεια και η μέση ταχύτητα επίσης 
συμβάλλουν σημαντικά στην απόδοση των μοντέλων. Η κατανόηση της επιρροής των 
χαρακτηριστικών στα μοντέλα μπορεί να συμβάλει στη στοχευμένη βελτιστοποίησή τους και στη 
βελτίωση της ακρίβειας των προβλέψεων. 

 

Διάγραμμα 20: Διάγραμμα Σημαντικότητας Χαρακτηριστικών για τα Μοντέλα που Χρησιμοποιούνται στο Voting Regressor 
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5.6.8 Ανάλυση Σημαντικότητας Χαρακτηριστικών με τη Μέθοδο SHAP 

Η ανάλυση σημαντικότητας χαρακτηριστικών αποτελεί ένα κρίσιμο βήμα στην κατανόηση της 
συνεισφοράς κάθε χαρακτηριστικού στην απόδοση του μοντέλου. Για την ανάλυση αυτή 
χρησιμοποιήθηκαν οι SHAP (SHapley Additive exPlanations) values, οι οποίες προσφέρουν μια 
ενοποιημένη μέτρηση της επίδρασης κάθε χαρακτηριστικού σε μια συγκεκριμένη πρόβλεψη, 
λαμβάνοντας υπόψη όλους τους πιθανούς συνδυασμούς χαρακτηριστικών. 

Οι SHAP values υπολογίζονται χρησιμοποιώντας θεωρία παιγνίων (cooperative game theory). 
Εξετάζουν όλους τους πιθανούς τρόπους με τους οποίους θα μπορούσαν να συνδυαστούν τα 
χαρακτηριστικά και αξιολογούν τη συνεισφορά κάθε χαρακτηριστικού στη διαφορά μεταξύ της 
πρόβλεψης του μοντέλου και της μέσης πρόβλεψης. Για μια δεδομένη πρόβλεψη, οι SHAP values 
αντιπροσωπεύουν τη μέση αλλαγή στην έξοδο του μοντέλου όταν συμπεριλαμβάνεται ένα 
συγκεκριμένο χαρακτηριστικό, λαμβάνοντας υπόψη όλα τα δυνατά υποσύνολα χαρακτηριστικών. Οι 
SHAP values προσφέρουν μια πιο λεπτομερή κατανόηση του πώς κάθε χαρακτηριστικό συνεισφέρει 
σε μια συγκεκριμένη πρόβλεψη, λαμβάνοντας υπόψη τις αλληλεπιδράσεις μεταξύ των 
χαρακτηριστικών. 

SHAP Values για το XGBoost Regressor 

Αρχικά χρησιμοποιήθηκε το μοντέλο XGBoost Regressor για τον υπολογισμό των SHAP values. Το 
Διάγραμμα 27 συνοψίζει τις τιμές SHAP για τα χαρακτηριστικά του σετ δοκιμής. 

1. Απόσταση (Distance): Το χαρακτηριστικό "Απόσταση" έχει τη μεγαλύτερη επίδραση στο 
αποτέλεσμα του μοντέλου. Οι τιμές SHAP δείχνουν ότι οι μεγάλες τιμές της απόστασης έχουν θετική 
επίδραση στην πρόβλεψη της κατανάλωσης καυσίμου, ενώ οι μικρές τιμές έχουν αρνητική επίδραση. 

2. Διάρκεια (Duration): Το χαρακτηριστικό "Διάρκεια" είναι επίσης σημαντικό. Οι τιμές SHAP 
δείχνουν ότι οι μεγάλες διάρκειες έχουν θετική επίδραση στην πρόβλεψη, ενώ οι μικρές διάρκειες έχουν 
αρνητική επίδραση. 

3. Μέση Ταχύτητα (Average_speed):  Η "Μέση Ταχύτητα" εμφανίζει επίσης σημαντική επίδραση. Οι 
τιμές SHAP δείχνουν ότι οι υψηλές τιμές της μέσης ταχύτητας έχουν αρνητική επίδραση, ενώ οι 
χαμηλές τιμές έχουν θετική επίδραση. 

4. Minima: Το χαρακτηριστικό "Minima" έχει μικρότερη επίδραση σε σχέση με τα προηγούμενα, αλλά 
εξακολουθεί να συνεισφέρει στην πρόβλεψη. Οι τιμές SHAP για το χαρακτηριστικό αυτό δείχνουν 
μικτές επιδράσεις ανάλογα με τις τιμές του. 

5. Distance_park_to_last:  Το χαρακτηριστικό "Distance_park_to_last" έχει μικρή επίδραση. Οι τιμές 
SHAP δείχνουν ότι οι μικρές αποστάσεις έχουν αρνητική επίδραση, ενώ οι μεγάλες αποστάσεις έχουν 
θετική επίδραση. 

6. Straightness και Minima_before: Αυτά τα χαρακτηριστικά έχουν τη μικρότερη επίδραση στις 
προβλέψεις του μοντέλου. Οι τιμές SHAP δείχνουν ότι οι επιδράσεις τους είναι σχετικά ασήμαντες. 

Η ανάλυση των SHAP values επιβεβαιώνει ότι η απόσταση και η διάρκεια είναι τα πιο σημαντικά 
χαρακτηριστικά για την πρόβλεψη της κατανάλωσης καυσίμου κατά την αναζήτηση θέσης 



80 
 

στάθμευσης. Η μέση ταχύτητα, τα Minima και η απόσταση από το προηγούμενο πάρκινγκ συμβάλλουν 
επίσης, αν και σε μικρότερο βαθμό. 

 

Διάγραμμα 21: Διάγραμμα SHAP Values: Επίδραση των Χαρακτηριστικών στις Προβλέψεις του XGBoost Regressor 

SHAP Values για το Gradient Boosting Regressor 

Το Διάγραμμα 28 SHAP (SHapley Additive exPlanations) παρουσιάζει την επίδραση των 
χαρακτηριστικών στις προβλέψεις του μοντέλου Gradient Boosting Regressor. Το διάγραμμα αυτό 
απεικονίζει τη σημασία κάθε χαρακτηριστικού και το πώς η τιμή του επηρεάζει τις προβλέψεις του 
μοντέλου. 

1. Distance: Η απόσταση  εμφανίζει τη μεγαλύτερη επίδραση στις προβλέψεις του μοντέλου, με τις 
υψηλές τιμές να έχουν θετική επίδραση και τις χαμηλές τιμές να έχουν αρνητική επίδραση στην 
πρόβλεψη. 

2. Average_speed: Το μέσο επίπεδο ταχύτητας έχει επίσης σημαντική επίδραση στις προβλέψεις. 
Υψηλότερες τιμές αυτού του χαρακτηριστικού φαίνεται να μειώνουν την πρόβλεψη, ενώ χαμηλότερες 
τιμές την αυξάνουν. 

3. Minima: Αυτό το χαρακτηριστικό παρουσιάζει επίσης σημαντική επίδραση, με τις υψηλότερες τιμές 
να αυξάνουν την πρόβλεψη και τις χαμηλότερες να την μειώνουν. 

4. Duration: Η διάρκεια επηρεάζει τις προβλέψεις σε μικρότερο βαθμό από τα παραπάνω 
χαρακτηριστικά, αλλά εξακολουθεί να είναι σημαντική. Υψηλότερες τιμές συνήθως οδηγούν σε 
αύξηση της πρόβλεψης. 

5. Distance_park_to_last: Αυτή η απόσταση έχει μικρότερη επίδραση σε σχέση με τα άλλα 
χαρακτηριστικά, αλλά εξακολουθεί να είναι σημαντική για το μοντέλο. 

6. Minima_before: Παρόμοια με το χαρακτηριστικό Minima, αλλά με μικρότερη συνολική επίδραση 
στις προβλέψεις. 
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7. Straightness: Αυτό το χαρακτηριστικό έχει τη μικρότερη επίδραση στις προβλέψεις του μοντέλου, 
αλλά εξακολουθεί να συμβάλλει στην τελική απόφαση. 

 

Διάγραμμα 22: Διάγραμμα SHAP Values: Επίδραση των Χαρακτηριστικών στις Προβλέψεις του Gradient Boosting Regressor 

SHAP Values για το Random Forest Regressor 

Το Διάγραμμα 29 SHAP  (SHapley Additive exPlanations) παρουσιάζει την επίδραση των 
χαρακτηριστικών στις προβλέψεις του μοντέλου Random Forest Regressor 

1. Distance: Εμφανίζει τη μεγαλύτερη επίδραση στις προβλέψεις του μοντέλου, με τις υψηλές τιμές να 
έχουν θετική επίδραση και τις χαμηλές τιμές να έχουν αρνητική επίδραση στην πρόβλεψη.  

2. Duration: Η διάρκεια έχει σημαντική επίδραση στις προβλέψεις του μοντέλου. Υψηλότερες τιμές 
τείνουν να αυξάνουν την πρόβλεψη, ενώ χαμηλότερες τιμές μειώνουν την πρόβλεψη. 

3. Average_speed: Το μέσο επίπεδο ταχύτητας παρουσιάζει επίσης σημαντική επίδραση στις 
προβλέψεις. Υψηλότερες τιμές αυτού του χαρακτηριστικού φαίνεται να μειώνουν την πρόβλεψη, ενώ 
χαμηλότερες τιμές την αυξάνουν. 

4. Minima: Αυτό το χαρακτηριστικό επηρεάζει επίσης τις προβλέψεις, με τις υψηλότερες τιμές να 
αυξάνουν την πρόβλεψη και τις χαμηλότερες να την μειώνουν. 

5. Distance_park_to_last: Αυτή η απόσταση έχει μικρότερη επίδραση σε σχέση με τα άλλα 
χαρακτηριστικά, αλλά εξακολουθεί να είναι σημαντική για το μοντέλο. 

6. Straightness: Αυτό το χαρακτηριστικό παρουσιάζει μικρότερη επίδραση στις προβλέψεις, αλλά 
εξακολουθεί να συνεισφέρει στην τελική απόφαση του μοντέλου. 

7. Minima_before: Παρόμοια με το χαρακτηριστικό Minima, αλλά με μικρότερη συνολική επίδραση 
στις προβλέψεις. 
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Διάγραμμα 23  : Τιμές SHAP Χαρακτηριστικών του Random Forest Regressor. 

Συμπεράσματα από την Ανάλυση SHAP Values 

Η ανάλυση των SHAP values για τα μοντέλα XGBoost Regressor, Gradient Boosting Regressor και 
Random Forest Regressor αποκαλύπτει σημαντικές πληροφορίες για την επίδραση των 
χαρακτηριστικών στις προβλέψεις κάθε μοντέλου. Τα διαγράμματα SHAP μας επιτρέπουν να 
κατανοήσουμε καλύτερα τον τρόπο με τον οποίο τα μοντέλα λαμβάνουν αποφάσεις, δείχνοντας τη 
συμβολή κάθε χαρακτηριστικού στην τελική πρόβλεψη. 

Τα αποτελέσματα δείχνουν ότι η απόσταση, "Distance",  παρουσιάζει σταθερά τη μεγαλύτερη επίδραση 
στις προβλέψεις και των τριών μοντέλων. Η μεγάλη σημασία του υποδηλώνει ότι η απόσταση είναι 
ένας κρίσιμος παράγοντας για την πρόβλεψη της κατανάλωσης καυσίμου. Παράλληλα, η διάρκεια 
(Duration) εμφανίζεται ως ένα ακόμα σημαντικό χαρακτηριστικό, με τη θετική και σημαντική επίδρασή 
της να υποδεικνύει ότι μεγαλύτερες διάρκειες οδήγησης αυξάνουν την πρόβλεψη της κατανάλωσης 
καυσίμου. Το μέσο επίπεδο ταχύτητας (Average_speed) παρουσιάζει επίσης σημαντική επίδραση στις 
προβλέψεις. Οι υψηλότερες τιμές του συγκεκριμένου χαρακτηριστικού μειώνουν τις προβλέψεις στα 
περισσότερα μοντέλα, γεγονός που δείχνει ότι οι υψηλότερες ταχύτητες μπορεί να συνδέονται με 
χαμηλότερη κατανάλωση καυσίμου, πιθανώς λόγω λιγότερων παύσεων και εκκινήσεων.Επιπλέον, το 
χαρακτηριστικό "Minima" έχει μικρότερη αλλά σταθερή επίδραση στις προβλέψεις, υποδεικνύοντας 
ότι η ανάλυση των ελάχιστων τιμών σχετίζεται με την κατανάλωση καυσίμου. Αν και το 
"Distance_park_to_last" έχει μικρότερη επίδραση σε σύγκριση με άλλα χαρακτηριστικά, παραμένει 
σημαντικό για την πρόβλεψη της κατανάλωσης καυσίμου, ιδιαίτερα σε περιπτώσεις όπου οι οδηγοί 
σταματούν και ξεκινούν συχνά. Τέλος, τα χαρακτηριστικά "Straightness" και "Minima_before" 
παρουσιάζουν τη μικρότερη επίδραση, αλλά εξακολουθούν να συνεισφέρουν στην τελική πρόβλεψη. 
Η ανάλυση αυτών των χαρακτηριστικών μπορεί να βοηθήσει στην κατανόηση της συνολικής απόδοσης 
του μοντέλου.Συνολικά, τα διαγράμματα SHAP προσφέρουν μια ξεκάθαρη εικόνα για τον τρόπο με 
τον οποίο τα μοντέλα χρησιμοποιούν τα χαρακτηριστικά για να προβλέψουν την κατανάλωση 
καυσίμου. Αυτή η ανάλυση βοηθά στη βελτίωση της κατανόησης των μοντέλων και στην αναγνώριση 
των κρίσιμων παραγόντων που επηρεάζουν τις προβλέψεις τους, επιτρέποντας περαιτέρω 
βελτιστοποίηση των μοντέλων και ενίσχυση της ακρίβειας των προβλέψεων. 
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Κεφάλαιο 6: ΣΥΜΠΕΡΑΣΜΑΤΑ 

6.1 Γενικά Συμπεράσματα 

Η παρούσα διπλωματική εργασία εξέτασε την επίδραση διαφόρων παραγόντων στην κατανάλωση 
καυσίμου κατά την αναζήτηση θέσης στάθμευσης χρησιμοποιώντας διάφορα μοντέλα μηχανικής 
μάθησης. Από τη συσχέτιση των χαρακτηριστικών, προέκυψε ότι η απόσταση και η διάρκεια 
αναζήτησης στάθμευσης έχουν σημαντική θετική συσχέτιση με την κατανάλωση καυσίμου. 
Μεγαλύτερες αποστάσεις και μεγαλύτερη διάρκεια αναζήτησης σχετίζονται με αυξημένη κατανάλωση 
καυσίμου, ενώ χαρακτηριστικά όπως η μέση ταχύτητα, αν και σχετίζονται θετικά με την κατανάλωση 
καυσίμου, έχουν μικρότερη επίδραση σε σχέση με την απόσταση και τη διάρκεια. 

Τα μοντέλα Random Forest, Gradient Boosting, XGBoost, Linear Regression, και AdaBoost 
χρησιμοποιήθηκαν για την πρόβλεψη της κατανάλωσης καυσίμου. Από την ανάλυση των SHAP values 
προέκυψε ότι η απόσταση είχε τη μεγαλύτερη επίδραση στις προβλέψεις και των τριών μοντέλων. 
Ωστόσο τα μοντέλα αυτά δεν είχαν καλή προβλεπτική ικανότητα. Για να βελτιωθεί η απόδοση, 
υιοθετήθηκε η μέθοδος Voting Regression, η οποία συνδυάζει τις προβλέψεις πολλαπλών μοντέλων 
παλινδρόμησης για να παρέχει μια ενιαία πρόβλεψη.. Στην παρούσα εργασία, η διαδικασία Voting 
Regression υλοποιήθηκε συνδυάζοντας προβλέψεις από τα καλύτερα μοντέλα που εκπαιδεύτηκαν στο 
προηγούμενο στάδιο, όπως τα Random Forest, Gradient Boosting και XGBoost. Η τελική πρόβλεψη 
έγινε με βάση την πλειοψηφία των προβλέψεων από τα επιμέρους μοντέλα.  

Η χρήση της μεθόδου Voting Regression αποδείχθηκε ιδιαίτερα αποτελεσματική, καθώς κατάφερε να 
μειώσει την πιθανότητα υπερπροσαρμογής και να βελτιώσει την ικανότητα γενίκευσης του μοντέλου 
σε νέα, άγνωστα δεδομένα.  

Τα διαγράμματα διασποράς έδειξαν ότι τα περισσότερα σημεία προβλέψεων βρίσκονται κοντά στην 
ιδανική γραμμή πρόβλεψης, υποδηλώνοντας την καλή απόδοση των μοντέλων. Ωστόσο, υπήρχαν και 
αποκλίσεις, αναδεικνύοντας την ανάγκη για περαιτέρω βελτίωση των μοντέλων μέσω προσαρμογής 
υπερπαραμέτρων ή ενσωμάτωσης επιπλέον χαρακτηριστικών. Τα διαγράμματα SHAP προσέφεραν μια 
ξεκάθαρη κατανόηση του τρόπου με τον οποίο τα μοντέλα χρησιμοποιούν τα χαρακτηριστικά για τις 
προβλέψεις τους. Αυτή η ανάλυση βοήθησε στην αναγνώριση των κρίσιμων παραγόντων που 
επηρεάζουν τις προβλέψεις και επέτρεψε τη βελτίωση των μοντέλων. 

Συνοψίζοντας, η παρούσα εργασία ανέδειξε τη σημασία της χρήσης προχωρημένων μοντέλων 
μηχανικής μάθησης και της ανάλυσης SHAP values για την κατανόηση των παραγόντων που 
επηρεάζουν την κατανάλωση καυσίμου. Η εφαρμογή των ευρημάτων αυτών μπορεί να οδηγήσει σε 
βελτιστοποίηση των προβλεπτικών μοντέλων και σε ανάπτυξη πιο αποδοτικών στρατηγικών 
διαχείρισης καυσίμου. 

Περιορισμοί 

Ένα από τα βασικά σημεία που πρέπει να ληφθούν υπόψη στην παρούσα έρευνα είναι οι περιορισμοί 
που προκύπτουν από τη φύση των δεδομένων, τη μεθοδολογία που ακολουθήθηκε και τη δυνατότητα 
γενίκευσης των αποτελεσμάτων. Παρόλο που η έρευνα ανέδειξε σημαντικά ευρήματα σχετικά με την 
κατανάλωση καυσίμου κατά την αναζήτηση θέσης στάθμευσης, υπάρχουν ορισμένοι παράγοντες που 
επηρεάζουν την ακρίβεια και την αξιοπιστία των συμπερασμάτων. 
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Αρχικά, η συλλογή δεδομένων πραγματοποιήθηκε μέσω συστημάτων GPS και OBD, τα οποία, αν και 
παρέχουν πολύτιμες πληροφορίες, ενδέχεται να περιέχουν σφάλματα ή ανακρίβειες, ειδικά όσον αφορά 
τον ακριβή προσδιορισμό των αποστάσεων, των χρόνων αναζήτησης και των συνθηκών οδήγησης. 
Επιπλέον, το δείγμα δεδομένων που χρησιμοποιήθηκε περιορίζεται σε συγκεκριμένες συνθήκες και 
περιοχές, γεγονός που μπορεί να επηρεάσει τη δυνατότητα γενίκευσης των αποτελεσμάτων σε 
διαφορετικά περιβάλλοντα με εναλλακτικά πρότυπα οδήγησης και κυκλοφοριακές συνθήκες. 

Όσον αφορά στη μεθοδολογία, παρότι εξετάστηκαν και συγκρίθηκαν διαφορετικά μοντέλα μηχανικής 
μάθησης, όπως τα Random Forest, Gradient Boosting, XGBoost, Linear Regression και AdaBoost, τα 
αποτελέσματα έδειξαν ότι κανένα μεμονωμένο μοντέλο δεν παρείχε εξαιρετική ακρίβεια στις 
προβλέψεις. Η εφαρμογή της τεχνικής Voting Regression βελτίωσε την ακρίβεια συνδυάζοντας τα 
ισχυρότερα μοντέλα, ωστόσο, εξακολουθούν να υπάρχουν αποκλίσεις μεταξύ των προβλεπόμενων και 
των πραγματικών τιμών κατανάλωσης καυσίμου. Αυτό υποδηλώνει ότι πιθανόν απαιτείται περαιτέρω 
βελτιστοποίηση των μοντέλων μέσω της ρύθμισης των υπερπαραμέτρων ή της ενσωμάτωσης επιπλέον 
μεταβλητών. 

Η επιλογή των χαρακτηριστικών αποτελεί επίσης έναν περιοριστικό παράγοντα. Η ανάλυση 
επικεντρώθηκε κυρίως σε παραμέτρους όπως η απόσταση αναζήτησης, η διάρκεια αναζήτησης και η 
μέση ταχύτητα, οι οποίες αποδείχθηκαν σημαντικές. Ωστόσο, άλλοι κρίσιμοι παράγοντες, όπως οι 
κυκλοφοριακές συνθήκες, ο τύπος του οχήματος, οι καιρικές επιδράσεις και η οδηγική συμπεριφορά, 
δεν λήφθηκαν υπόψη με την ίδια λεπτομέρεια. Η ενσωμάτωση αυτών των μεταβλητών σε μελλοντικές 
έρευνες θα μπορούσε να συμβάλει στη βελτίωση της ακρίβειας των μοντέλων και της αξιοπιστίας των 
προβλέψεων. 

Ένας ακόμη σημαντικός περιορισμός αφορά στη δυνατότητα γενίκευσης των αποτελεσμάτων. 
Δεδομένου ότι η έρευνα βασίστηκε σε ένα συγκεκριμένο σύνολο δεδομένων από συγκεκριμένες 
αστικές περιοχές, ενδέχεται να μην μπορεί να εφαρμοστεί άμεσα σε άλλες περιοχές με διαφορετικές 
κυκλοφοριακές και στάθμευσης συνθήκες. Η διεύρυνση της έρευνας με δεδομένα από διάφορες πόλεις 
και διαφορετικά περιβάλλοντα θα μπορούσε να βοηθήσει στην επικύρωση των ευρημάτων και στην 
ενίσχυση της πρακτικής εφαρμογής τους. 

Συμπερασματικά, αν και η παρούσα έρευνα καταφέρνει να αναδείξει τη σημασία της ανάλυσης της 
κατανάλωσης καυσίμου κατά την αναζήτηση θέσης στάθμευσης μέσω μοντέλων μηχανικής μάθησης, 
οι περιορισμοί που παρουσιάστηκαν καθιστούν απαραίτητη τη συνεχή βελτίωση της μεθοδολογίας και 
της ποιότητας των δεδομένων. Μελλοντικές έρευνες μπορούν να επικεντρωθούν στη συλλογή πιο 
αντιπροσωπευτικών δεδομένων, στη βελτίωση των μοντέλων πρόβλεψης με την ενσωμάτωση 
περισσότερων χαρακτηριστικών και στην εφαρμογή των μεθόδων σε ένα ευρύτερο φάσμα 
κυκλοφοριακών συνθηκών, προκειμένου να διαμορφωθούν πιο αξιόπιστες και πρακτικά εφαρμόσιμες 
λύσεις για τη βελτιστοποίηση της κατανάλωσης καυσίμου σε αστικά περιβάλλοντα. 

6.2 Προτάσεις για Μελλοντική Έρευνα 

Η παρούσα έρευνα ανέδειξε σημαντικούς παράγοντες που επηρεάζουν την κατανάλωση καυσίμου κατά 
την αναζήτηση θέσης στάθμευσης και χρησιμοποίησε προχωρημένα μοντέλα μηχανικής μάθησης για 
την πρόβλεψη της κατανάλωσης καυσίμου. Ωστόσο, ένα σημαντικό μειονέκτημα της παρούσας 
έρευνας έγκειται στο γεγονός ότι ο υπολογισμός της κατανάλωσης καυσίμου κατά τη διάρκεια της 
αναζήτησης ελεύθερης θέσης στάθμευσης πραγματοποιήθηκε εκ των υστέρων. Για να αντιμετωπιστεί 
αυτό το πρόβλημα, προτείνεται η διεξαγωγή ενός πειράματος όπου οι οδηγοί θα μπορούσαν να 
πατήσουν ένα κουμπί στο ταμπλό του οχήματος τη χρονική στιγμή που ξεκινά η αναζήτηση θέσης 
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στάθμευσης. Με αυτόν τον τρόπο, θα ξεκινήσει η καταγραφή δεδομένων για την κατανάλωση 
καυσίμου από εκείνη τη στιγμή, επιτρέποντας την ακριβή μέτρηση των παραμέτρων που σχετίζονται 
αποκλειστικά με τη διαδικασία αναζήτησης θέσης στάθμευσης. Παράλληλα, προτείνεται η ανάπτυξη 
και αξιοποίηση καλύτερων αλγορίθμων για την αυτόματη ανίχνευση της έναρξης της αναζήτησης 
θέσης στάθμευσης μέσω δεδομένων GPS και αισθητήρων του οχήματος, ώστε να γίνεται 
συγχρονισμένα η συλλογή δεδομένων κατανάλωσης καυσίμου, βελτιώνοντας την ακρίβεια και την 
αξιοπιστία των μετρήσεων που σχετίζονται αποκλειστικά με τη διαδικασία εύρεσης θέσης στάθμευσης. 

Έτσι, θα γίνει δυνατή η καταγραφή και επιπλέον στοιχείων όπως η συμπεριφορά των οδηγών, η 
ταχύτητα αντίδρασής τους και η καταγραφή επιταχύνσεων και επιβραδύνσεων, που όπως 
παρατηρήθηκε από την ανάλυση της βιβλιογραφίας παίζουν πολύ σημαντικό ρόλο στην κατανάλωση 
καυσίμου.. Επιπλέον, θα καταστεί εφικτή η λεπτομερής καταγραφή των επιπτώσεων των επιταχύνσεων 
και επιβραδύνσεων, οι οποίες είναι κρίσιμες για την κατανάλωση καυσίμου και μπορούν να 
αποκαλύψουν τις διαφοροποιήσεις στη συμπεριφορά των οδηγών κατά τη διάρκεια της αναζήτησης 
στάθμευσης.  

Η διεύρυνση της έρευνας σε διαφορετικές γεωγραφικές περιοχές και η ανάλυση της επίδρασης 
διαφορετικών αστικών δομών και συστημάτων στάθμευσης μπορεί επίσης να αποκαλύψει περαιτέρω 
παράγοντες που επηρεάζουν την κατανάλωση καυσίμου. Οι συγκρίσεις μεταξύ διαφορετικών πόλεων 
και χωρών θα μπορούσαν να αναδείξουν βέλτιστες πρακτικές και να συμβάλουν στην ανάπτυξη 
καθολικών στρατηγικών για τη μείωση της κατανάλωσης καυσίμου. 

Τέλος, η ενσωμάτωση ανατροφοδότησης από τους ίδιους τους οδηγούς και η χρήση τεχνικών 
ανθρωποκεντρικού σχεδιασμού μπορεί να βελτιώσει την κατανόηση των αναγκών και των 
προτιμήσεών τους, οδηγώντας σε πιο προσαρμοσμένες και αποδοτικές λύσεις. 

Συμπερασματικά, η μελλοντική έρευνα μπορεί να εστιάσει στην ενίσχυση της ακρίβειας των μοντέλων, 
στην ενσωμάτωση νέων δεδομένων και χαρακτηριστικών, και στην εφαρμογή των ευρημάτων σε 
ευρύτερα πεδία. Οι προτάσεις αυτές μπορούν να συμβάλουν στη βελτίωση της διαχείρισης καυσίμου 
και στην ανάπτυξη πιο βιώσιμων στρατηγικών μεταφορών. 
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